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Resumen
El método Kjeldahl es frecuentemente utilizado para la determinación de proteína en productos alimenticios y su 
aplicación es cada vez más demandada en el Centro de Tecnología Agroindustrial. Con el objeto de facilitar a 
estudiantes de grado y tesistas un protocolo alternativo a la normativa oficial (AOAC, IBNORCA) que no 
siempre es de fácil acceso, en el presente trabajo se estandarizó un método micro-Kjeldahl para la determinación 
de proteína en granos de quinua. El método consta de 3 etapas: la digestión, destilación y titulación; la 
estandarización del método se basó en los lineamientos del Consejo Internacional de Armonización (ICH) y el 
análisis estadístico se realizó con el software RStudio versión 4.0.4 empleando un nivel de significancia de 0,05. 
El método estandarizado presenta una relación lineal entre la cantidad de proteína determinada y la masa de 
quinua procesada (R2=0,9967) con un límite de detección y límite de cuantificación de 0,0144 g y 0,0174 g de 
proteína respectivamente. El método es exacto, expresado como % de recuperación (107% en la parte media y 
alta de la línea de regresión); mientras que la repetibilidad, expresada como el coeficiente de variación es menor 
a 4,2%. La determinación de proteína mediante el protocolo planteado no depende del día ni del analista que lo 
aplique. El proceso seguido para la estandarización del método puede aplicarse a otros productos alimenticios 
además de la quinua.
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La quinua es una planta nativa de la región Andina que 
es ampliamente cultivada debido a las notables 
propiedades nutricionales de su semilla  (Jacobsen, S.E. 
2006); (Bazile, D., Jacobsen, S.E, Verniau, A.  2016). Si 
bien el contenido proteico de esta (aproximadamente 
15% (Abugoch James, L.E. 2009) es ligeramente 
superior al de alimentos como la cebada, trigo o avena 
(Abugoch James, L.E. 2009; Repo-Carrasco, R., 
Espinoza, C., Jacobsen, S.E. 2003) lo que en realidad la 
hace notoria es el balance de aminoácidos que presenta, 
cubriendo un rango más amplio que los cereales y 
legumbres además de exhibir un contenido alto de lisina 
y metionina, aminoácidos limitantes en la mayoría de 
estos alimentos (Abugoch James, L.E. 2009). A esto se 
suma su alto valor biológico (proporción de la proteína 
del alimento que es incorporado a las proteínas del 
cuerpo) así como la baja huella hídrica y de carbono que 
representa el crecimiento de la planta 
(Gordillo-Bastidas, E., Díaz-Rizzolo, D.A., Roura, E., 
Massanés, T., Gomis, R. 2016). 
Dada la importancia del consumo de proteínas en la 
dieta humana, determinar el contenido de estas en los 
alimentos es una tarea frecuente en el control de calidad 
y caracterización de productos alimenticios; lo cual es 
particularmente cierto en el caso de alimentos con una 

alta calidad proteica como la quinua. Para determinar el 
porcentaje de proteína en los alimentos se pueden 
aplicar principalmente dos métodos químicos, el 
método de Kjeldahl que estima el contenido de proteína 
a partir de la medición del nitrógeno orgánico total, y el 
método de Dumas, que se basa en la combustión de la 
muestra y en la cuantificación de su proteína a partir de 
la reducción de los óxidos de nitrógeno formados a 
nitrógeno gaseoso (N2) (Nielsen, S.S., 2010). El método 
de Kjeldahl es tradicionalmente el más usado, aunque la 
facilidad de automatización, rapidez y la ausencia de 
reactivos peligrosos en el procedimiento han provocado 
que el método de Dumas sea aplicado cada vez más 
frecuentemente en la actualidad (Müller, J., 2017).
La determinación de proteína mediante el método de 
Kjeldahl involucra tres etapas: digestión, destilación y 
titulación. En la primera etapa se busca transformar el 
nitrógeno orgánico del producto alimenticio 
(mayormente asociado a proteínas) en una sal 
inorgánica donde este nitrógeno se encuentre accesible 
para un procesamiento posterior. En la destilación, el 
nitrógeno proveniente de la digestión es transformado 
en amoniaco, el cual es colectado en una solución ácida 
de donde es determinado por titulación o 
retro-titulación con un ácido o base estandarizada 

1. Introducción

respectivamente (Buffler, M., 2017).
Debido a la creciente necesidad de contar con 
equipamiento y un procedimiento accesible para 
determinar el contenido proteico de productos 
alimenticios en el Centro de Tecnología Agroindustrial 
es que se plantea el presente trabajo con el propósito de 
reacondicionar el instrumental disponible y desarrollar 
un protocolo propio estandarizado con el cual 
estudiantes de grado puedan llevar a cabo la 
determinación de proteína en quinua o desarrollar 
protocolos similares para otros productos alimenticios.    
2. Materiales y Métodos
Equipamiento
El método para la determinación de proteína en granos 
de quinua se estandarizó empleando un destilador 
micro-Kjeldahl (Figura 1A) que fue reacondicionado 
para tales fines mediante la incorporación de una 
resistencia eléctrica nueva y un controlador de potencia 
(Figura 1B). El aparato fue instalado en una campana de 
extracción para lograr la expulsión de los gases 
desprendidos durante el procesamiento de las muestras. 
Adicionalmente se utilizaron una balanza analítica 
(Mettler Toledo ME104, Ohio, EUA), balanza de 
precisión (Mettler Toledo ME4002, Ohio,EUA), 
desionizador de agua (Merck Simplicity®), Darmstadt, 
Alemania), hornilla eléctrica (Fisatom 500, Saõ Paulo, 
Brasil) y termómetro infrarrojo (Surpeer IR5D, 
Guangdong, China).

Figura 1. Equipo micro-Kjeldahl para determinar 
proteína en quinua. A) Destilador micro-Kjeldahl B) 
Resistencia eléctrica y controlador de potencia
Reactivos
Todos los reactivos empleados en el trabajo 
experimental fueron de grado analítico e incluyeron 
ácido sulfúrico (H2SO4 95%, Merck), hidróxido de 
sodio (NaOH 99%, Merck), sulfato de cobre (II) 
pentahidratado (CuSO4·5H2O 99%, Sigma), sulfato de 
sodio anhidro (Na2SO4 99%, Merck), rojo de metilo 
(Scharlau), verde de bromocresol (Scharlau), 
fenolftaleína (Scharlau), carbonato de sodio (Na2CO3 
99%, Merck), biftalato de potasio (99%, Scharlau), 
glicina (99%, Sigma, sustancia de referencia) y alcohol 
isopropílico (99%,Sigma-Aldrich). Se utilizó agua 
desionizada para todas las corridas experimentales y en 
la preparación de todas las soluciones acuosas.
Preparación de las muestras
Para la estandarización del método se emplearon granos 
de quinua comercial (Quinua real Salem®), los cuales 
fueron molidos con ayuda de un molino manual para 
luego ser tamizados a través de una malla de acero 
inoxidable de 20 mesh (0.841 mm). La harina resultante 
fue guardada en un envase de vidrio seco hasta su 
utilización respectivamente (Chang, S.K.C. 2010).  
Procedimiento general para la determinación de 
proteína
Una cantidad de quinua molida (entre 0.1 y 0.4 g) y 
tamizada (< 1mm) se agregó al matraz Kjeldahl junto 
con 2 g de Na2SO4 anhidro y 0.1 g de CuSO4·5H2O. A la 
mezcla resultante se agregaron 5 mL de H2SO4 y el 

matraz se llevó a calentamiento durante 65 minutos a 
una temperatura aproximada de 370°C (medida con un 
termómetro infrarrojo). Finalizada la etapa de digestión 
(se obtiene una solución de apariencia verde-azulada 
tenue) se dejó enfriar por 10 minutos y se adicionaron 
aprox. 5 mL de agua desionizada para trasvasar 
completamente el contenido digerido del matraz al 
destilador ya en calentamiento (ver Material 
Suplementario Sec. 1). Para iniciar la destilación se 
agregaron 20 mL de una solución de NaOH 50% p/v y 
el destilado se recibió en 25 mL de solución 
estandarizada de H2SO4 (ver Material Suplementario 
Sec. 2) hasta lograr un volumen final de 100 mL. El 
exceso de ácido sulfúrico sin neutralizar de esta 
solución fue entonces titulado (retro-titulación) con una 
solución estandarizada de NaOH (ver Material 
Suplementario Sec. 3) utilizando rojo de metilo como 
indicador (Nielsen, S.S., 2010; da Silva, T.E., Detmann, 
E., de Oliveira Franco, M., Nobre Palma, M.N. and 
Rocha, G.C. 2016). A partir del volumen consumido de 
esta solución de NaOH se determinó el porcentaje de 
proteína en las muestras de quinua empleando las 
Ecuaciones 1 y 2:

Donde             corresponde al volumen de ácido sulfúrico 
donde se recibe inicialmente el destilado (los 25 mL),                                                                                          
es           es la normalidad del H2SO4 estandarizado, VNaOH 
es el volumen consumido (en mL) de NaOH 
estandarizado al momento de la titulación, NNaOH es la 
normalidad estandarizada de la solución de NaOH y NB 
es la cantidad (en gramos) de nitrógeno que contiene el 
blanco. El factor 6,25 permite realizar la conversión 
entre nitrógeno-proteína para el caso de la quinua 
(Gonzalez, J.A., Konishi, Y., Bruno, M., Valoy, M., 
Prado, F.E. 2012; Elsohaimy, S.A., Refaay, T.M., 
Zaytoun, M.A.M. 2015) siendo el mismo valor asumido 
para gran parte de los alimentos, aunque varía en varios 
casos.  
Estandarización del método
La estandarización del método se basó tanto en los 
lineamientos del Consejo Internacional de 
Armonización (ICH por sus siglas en inglés) en su guía 
Q2(R1) “Validación de procedimientos analíticos: texto 
y metodología” (ICH Harmonized Tripartite Guideline, 

recuperación se realizaron por triplicado en la parte 
baja, media y alta de la línea de regresión, para lo cual 
se pesó una cantidad base de quinua molida (0,100 g) a 
la que se agregaron 0,010; 0,020 y 0,027 g de glicina de 
tal forma que se obtuvieron cantidades totales de 
nitrógeno en la zona baja, media y alta de la línea de 
regresión. Dado que esta cantidad determinada de 
nitrógeno proviene tanto de la quinua como de la glicina 
añadida, la cantidad que aporta específicamente esta 
última se puede determinar por diferencia (valor 
experimental) luego de calcular la cantidad de 
nitrógeno aportado por la quinua mediante la ecuación 
de regresión lineal. Este valor puede ser comparado con 
el valor teórico de nitrógeno en la glicina, el cual se 
calcula a partir de la masa añadida de esta y su fórmula 
molecular. Del cociente entre la cantidad de nitrógeno 
experimental y teórico para la glicina es que se define la 
exactitud del método como porcentaje de recuperación.
El sesgo se evaluó determinando la masa experimental 
de glicina a partir de la masa de nitrógeno hallado 
experimentalmente con el método propuesto y 
comparando estos valores con las masas teóricas 
conocidas de glicina que fueron añadidas a las muestras 
de quinua molida. La comparación se realizó mediante 
una prueba t de Student para varianzas desiguales 
donde la hipótesis nula (no hay diferencia significativa) 
es aceptada para valores de P mayores a 0,05.
Rango
El rango de aplicabilidad del método se determinó a 
partir de la evaluación de la regresión lineal y 
considerando la exactitud del mismo en la zona baja, 
media y alta de esta misma regresión.  A través del 
rango se buscó definir que del 80% al 120% de la 
cantidad recomendada de quinua para realizar el ensayo 
se encuentren dentro del rango abarcado por la 
regresión lineal. 
Precisión: repetibilidad y precisión intermedia
La precisión se evaluó como: repetibilidad y precisión 
intermedia. La repetibilidad se determinó como el 
coeficiente de variación de 6 muestras consecutivas de 
quinua (0,4 g); mientras que la precisión intermedia se 
evaluó mediante un diseño experimental de dos factores 
(Día y Analista) a dos niveles cada uno (22) (sin 
réplicas) donde cada corrida experimental correspondió 
a la determinación del porcentaje de proteína en 
muestras de 0,3 g de quinua.   
3. Resultados y Discusión

La regresión lineal se muestra en la Figura 2A. La curva 
se obtuvo con 4 puntos porque las corridas 
experimentales que se probaron con 0,5 g de quinua 
fueron infructuosas, ya sea porque la muestra no se 
digería completamente, o debido a pérdidas importantes 
de material producto de salpicaduras por la excesiva 
cantidad de material orgánico para el volumen de 
H2SO4 empleado en la digestión. Emplear una mayor 
cantidad de H2SO4 no fue factible dado que su volumen 
define la cantidad de NaOH de neutralización (PanReac 
AppliChem. 2018). Sumados ambos volúmenes, 
cuando se emplean más de 5 mL de H2SO4, sobrepasan 
la capacidad de la cámara del destilador 
micro-Kjeldahl.

Figura 2. (A) Regresión lineal entre la cantidad de 
proteína [g] y la masa de quinua empleada [g]. (B) 
Regresión lineal entre el contenido de nitrógeno [g] y la 
masa de quinua [g].

Las ecuaciones resultantes de esta regresión lineal tanto 
para la cantidad de proteína como para la de nitrógeno 
en función de la masa de quinua (Figura 2B) se 
muestran en las Ecuaciones 6 y 7, respectivamente. Las 
características más importantes de la regresión lineal 
entre la masa de proteína y la masa de quinua se 
encuentran resumidas en la Tabla 1:

El valor cercano a 1 del coeficiente de correlación de 
Pearson da cuenta del ajuste adecuado de los datos 
experimentales con la línea de regresión. Esta misma 
bondad se ve reflejada en el coeficiente de 
determinación y en la suma de cuadrados de los 
residuales, cuyo valor hallado al ser cercano a cero, 
reafirma la buena adecuación del modelo a los datos. 
Por otro lado, el límite de blanco para el método fue 
0,0129 g de proteína de quinua, mientras que el límite 
de detección y límite de cuantificación corresponden a 
0,0144 g y 0,0174 g de proteína respectivamente. Es 
importante notar que la cantidad de proteína 
correspondiente a 0,1 g de quinua se encuentra por 
debajo del límite de cuantificación y aunque esto no 
trajo consecuencias negativas para la regresión lineal 
que se realizó, indica que la cantidad mínima de quinua 
que tendría que analizarse mediante este método debe 
ser mayor o igual a 0,2 g.
Tabla 1
Características de la regresión lineal entre la cantidad 
de proteína [g] y la masa de quinua [g]

En cuanto a la exactitud, puede verse claramente que el 
método mejora a medida que la evaluación pasa de la 

zona baja de la línea de regresión a la zona media y alta 
(Tabla 2). Esto indica que se tiene una mejor exactitud 
(107% expresada como recuperación) a medida que la 
cantidad de quinua sujeta a análisis aumenta, siendo el 
límite superior 0,4 g y el límite inferior los ya 
mencionados 0,2 g. Ambos valores entonces 
delimitarían el rango de aplicabilidad del método e 
indican que la masa más adecuada de quinua para 
realizar el ensayo es de 0,3 g considerando que el 80% 
de este valor se encuentra cabalmente por encima del 
límite inferior, mientras que el 120% se encuentra por 
debajo del límite superior. 
Tabla 2
Exactitud del método micro-Kjeldahl (evaluado como 
% recuperación) para determinar proteína en granos 
de quinua 

a Zona baja, media y alta de la línea de regresión
b Volumen de NaOH estandarizado empleado en la 

titulación
c Cantidad de nitrógeno en la glicina (valor teórico)
d Cantidad de nitrógeno en la glicina determinado 

experimentalmente
Como era de esperarse, el método es más inexacto 
cuando se hacen mediciones con 0,1 g de quinua dado 
que se encuentra muy cercano a los valores del blanco y 
por debajo del límite de cuantificación. Adicionalmente 
puede observarse que el método exhibe una tendencia a 
sobre-estimar la cantidad de nitrógeno presente en las 

muestras; esto se explica por la titulación del H2SO4 
remanente con NaOH estandarizado empleando rojo de 
metilo como indicador, el cual vira en un rango de pH 
entre 4,4-6,2. Como se titula hasta un pH ligeramente 
ácido y no hasta neutralización, hay un exceso de ácido 
que se contabiliza como neutralizado por el amoniaco 
proveniente de la muestra. Si en lugar de rojo de metilo 
se empleara un pH-metro para monitorear la 
neutralización se conseguirían resultados más exactos. 
Por otro lado, se ha reportado que la principal fuente de 
incertidumbre en el método Kjeldahl para la 
determinación de nitrógeno es el material volumétrico 
que se emplea en el proceso (Anglov, T., Petersen, I.M., 
Kristiansen, J. 2003). Basándonos en la 
experimentación realizada y el protocolo establecido, la 
bureta empleada en la etapa de titulación final sería la 
que afecta más en la determinación de proteína y tendría 
que ser de la mejor precisión posible.   
Por otro lado, los resultados de la evaluación del sesgo 
muestran en todos los casos, ya sea en la parte baja, 
media o alta de la regresión lineal, que no hay 
diferencias significativas entre los valores teóricos 
conocidos de la sustancia de referencia (glicina) y los 
valores determinados experimentalmente (ver Tabla 3); 
indicando que el método es aceptable y de una 
veracidad adecuada.
Tabla 3
Exactitud del método micro-Kjeldahl (evaluado como 
sesgo) para determinar proteína en granos de quinua 

a Zona baja, media y alta de la línea de regresión
b Valor de P determinando mediante la prueba t de 

Student para muestras con varianzas desiguales

En lo que concierne a la evaluación de la precisión del 
método, esta se realizó considerando tanto la 
repetibilidad como la precisión intermedia. Para 
determinar la primera se empleó 0,4 g de quinua molida 
en concordancia con los lineamientos de la ICH, los 
cuales indican realizar 6 determinaciones al 100% de la 
concentración de prueba (ICH Harmonised Tripartite 
Guideline 2014) Los resultados obtenidos se muestran 
en la Tabla 4.
Tabla 4 
Repetibilidad del método micro-Kjeldahl para 
determinar proteína en granos de quinua

a Volumen de NaOH estandarizado empleado en la 
titulación
Con las mediciones presentadas en la Tabla 4 se 
determinó el promedio, desviación estándar y 
coeficiente de variación, para los cuales se obtuvieron 
los valores de 14,94%, 0,63 y 4,2% respectivamente. 
Por otro lado, los resultados del diseño experimental 
empleado (22 sin réplicas) para evaluar la precisión 
intermedia se muestran en la Tabla 5.
Tabla 5
Porcentajes de proteína obtenidos en el diseño 
experimental 22

Dado que no fue posible realizar réplicas debido al 
tiempo que dura cada corrida experimental, el diseño 
experimental planteado fue evaluado empleando una 

gráfica de Pareto (Figura 3) donde se utilizó el método 
de Lenth para determinar los valores críticos.

Figura 3. Gráfica de Pareto para los efectos de los factores 
Día y Analistaa

a ME es el margen de error determinado mediante el 
método de Lenth empleando el procedimiento por 
defecto del paquete “unrepx” en RStudio
Los valores obtenidos para el margen de error (ME) y el 
margen de error simultáneo (SME) fueron 2,87 y 7,19 
respectivamente. Como puede apreciarse en la Figura 3, 
ni el efecto del Día, Analista o la interacción de ambos 
puede considerarse significativa y el método podría 
aplicarse independientemente del día en el que este se 
realice o la persona que lo aplique.
4. Conclusiones
Se ha estandarizado un método micro-Kjeldahl para la 
determinación de proteína en granos de quinua. El 
método es relativamente sencillo de aplicar y constituye 
una alternativa para que estudiantes de grado y tesistas 
que no tienen acceso a normativa oficial puedan 
determinar proteína en granos de quinua o desarrollar 
métodos análogos para otros productos alimenticios. El 
método muestra una relación lineal entre la cantidad de 
proteína determinada y la masa de quinua procesada 
(R2=0,9967), presentando un límite de detección y 
límite de cuantificación de 0,0144 g y 0,0174 g de 
proteína respectivamente. El método es aplicable para 
muestras de quinua entre 0,2-0,4 g y tiene una mejor 
exactitud a medida que la masa de quinua usada en el 
procedimiento aumenta (107% de recuperación en la 
parte media y alta de la línea de regresión). La 
repetibilidad del método se cuantificó como el 
coeficiente de variación de seis mediciones 
consecutivas y presenta un valor de 4,2% lo que indica 
una adecuada precisión del método. La determinación 

de proteína mediante el protocolo planteado no depende 
del día ni del analista que lo aplique.    
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Toda serie de datos climáticos proveniente de 
estaciones de monitoreo debe pasar por una revisión o 
control de calidad antes de ser utilizada en estudios 
concretos. Por lo general los esfuerzos se orientan a 
analizar la homogeneidad de las series históricas de 
modo que cualquier conclusión basada en tales registros 
sea suficientemente representativa del comportamiento 
real del clima (Peterson et al., 1998). Algunas de las 
causas más comunes de inhomogeneidades en los 
registros climáticos son los cambios en la 
instrumentación, en el observador, en la ubicación y 
exposición de la estación de monitoreo, y en los 
procedimientos observacionales (Wang, 2008a). Estos 
cambios artificiales en las series de datos se conocen 
como puntos de quiebre o puntos de cambio; se han 
desarrollado distintos algoritmos para identificarlos, 

distinguirlos de los cambios reales y, eventualmente, 
corregirlos. Un segundo problema, también bastante 
frecuente en el control de calidad de series climáticas, 
es el referido a la cantidad de datos faltantes. En 
algunos casos el porcentaje de faltantes es tan alto que 
la serie debe ser desechada ya que no podría justificarse 
estadísticamente ningún proceso de rellenado artificial. 
En el caso de Bolivia, las series de precipitación pluvial 
y de temperatura (máxima y mínima) son provistas por 
el Servicio Nacional de Meteorología e Hidrología 
(SENAMHI) que cuenta con estaciones de monitoreo 
en distintas zonas del país. Se observa que la cantidad 
de estaciones es baja para la extensión territorial de 
Bolivia, y además, los registros presentan notorias 
discontinuidades (datos faltantes) al margen de las 
inhomogeneidades propias de cualquier serie climática. 

Si bien existen reportes previos sobre control de calidad 
en series climáticas de SENAMHI-Bolivia, se propone 
en este trabajo una metodología alternativa para el 
relleno y homogeneización de series mensuales de 
precipitación pluvial y temperatura. Se ha escogido 
como periodo de estudio 1980 a 2015 y seleccionado las 
estaciones de monitoreo SENAMHI que cumplen con 
la condición de ausentes con un porcentaje menor al 
30%. El relleno se realizó utilizando algoritmos de 
redes neuronales en los cuales cada serie es completada 
con ayuda de estaciones próximas (con las que tiene 
buena correlación) y acudiendo también, en algunos 
casos, a series de datos ajenas a la base de SENAMHI 
(fuentes externas) con las que la serie a ser completada 
tiene buena correlación. Se ha podido evidenciar que 
los métodos de redes neuronales son más eficientes que 
los métodos estadísticos convencionales para el relleno 
de este tipo de series temporales. En cuanto a la 
homogeneización de las series, existen reportes de 
comparación entre distintos algoritmos utilizados en la 
actualidad (Venema, 2012) en los que se contemplan los 
softwares más utilizados por la comunidad en la 
homogenización de series mensuales de precipitación y 
temperatura. La mayor parte de los algoritmos se basan 
en aproximaciones de homogeneización relativa, la cual 
asume que estaciones cercanas están expuestas a 
condiciones climáticas parecidas y que cualquier 
diferencia entre estaciones cercanas puede utilizarse 
para detectar inhomogeneidades. Algunos de los 
paquetes de homogenización más recientes son 
(Guijarro, 2017): Climatol 3.0 (Guijarro, 2018), 
ACMANT 3.0 (Domonkos, 2014), (Domonkos and 
Coll, 2017), MASH 3.03 (Szentimrey, 2007), 
RH-testsV4 (Wang & Feng, 2013b), USHCN v52d 
(Menne & Williams, 2005), HOMER 2.6 (Mestre, 
2013). En este trabajo se ha utilizado RHtestsV4, el cual 
consiste una paquetería en R (R Core Team, 2019) con 
la cual se puede detectar y corregir múltiples puntos de 
cambio que podrían estar presentes en series climáticas 
con errores autorregresivos de primer orden. Las series 
pueden ser de precipitación, temperatura o cualquier 
otra variable climática, y de tipo diario, mensual o anual 
(se excluye las series de precipitación diaria por no 
tener un comportamiento gaussiano, requiriendo una 
variante de RHtests que en este trabajo no fue 
necesario). RHtestsV4 se basa en el test t de máxima 
penalidad (Wang, 2007) y en el test F de máxima 
penalidad (Wang, 2008b), incluidos ambos en un 
algoritmo de testeo recursivo. Dependiendo de si la 

serie temporal a homogeneizar (serie base) cuenta o no 
con una serie de referencia (serie ya homogénea y con 
alta correlación con la serie base), se utiliza el test t o el 
test F (test t si se tiene serie de referencia y test F si no 
se tiene serie de referencia). En las secciones 
subsiguientes se explica con más detalle tanto el 
procedimiento de relleno como el de homogeneización 
aplicado a las series climáticas seleccionadas para 
Bolivia. El trabajo concluye con la presentación de las 
series mensuales de precipitación y temperatura 
completas y homogéneas, almacenadas en un 
repositorio virtual de acceso libre para toda la 
comunidad.
2. Métodos
En este estudio se ha utilizado la base de datos SISMET 
del Servicio Nacional de Meteorología e Hidrología de 
Bolivia (SENAMHI, 2020) para el periodo 1980 a 
2015. Si bien la base cuenta con información climática 
de más de 1200 estaciones, no todas cubren el rango 
requerido en el trabajo. Se seleccionaron, de inicio, 190 
estaciones para precipitación y 92 para temperatura 
máxima y mínima según el criterio de cubrir el período 
de estudio con un porcentaje de datos faltantes menor a 
30 %. Las Figs. 1 y 2 muestran la ubicación geográfica 
de las estaciones, tanto para precipitación como para 
temperatura. Se observa una mayor densidad de 
estaciones en la zona central del país en comparación 
con el noreste y el sudoeste que están poco 
monitoreados. Para fines de comparación, se han 
considerado también datos provenientes de fuentes 
externas. Una de esas fuentes proviene de la Unidad de 
Investigación Climática (Climatic Research Unity, 
CRU) de la Universidad East Anglia (Harris, I. et al., 
2014). Los datos CRU han sido generados por 
interpolación de datos disponibles de estaciones 
meteorológicas de todo el mundo, logrando una 
resolución de 0.5° latitud/longitud. Si bien esta 
resolución no es suficiente para, por ejemplo, estudios 
hidrológicos, ya permite tener una idea de la 
climatología del país y sirve de base en este trabajo para 
fines de comparación. Las Figs. 3 y 4 muestran la 
climatología de Bolivia para el período 1980 a 2015 en 
base a medias mensuales de temperatura (°C) y 
precipitación (mm/día) provistas por CRU. En el caso 
de la temperatura, es notorio el gradiente altitudinal al 
pasar de la zona oriental a las tierras altas del occidente. 
En cuanto a la precipitación, destaca la zona del 
Chapare en el trópico de Cochabamba con los valores 
más altos (vea la mancha verde intensa en la región 

central del país para la precipitación DJF en la Fig.4), 
así como la baja precipitación en el altiplano. Una 
segunda fuente de información consultada en este 
trabajo fue la plataforma PCA - Princeton Climate 
Analytics (PCA, 2019). Se trata de un servicio de 
información climática de la Universidad de Princeton 
que combina datos satelitales con observaciones en 
tierra y modelos de reanálisis para proveer series 
hidroclimatológicas con resolución espacial de 0.25° y 
resoluciones temporales diarias, mensuales y anuales. 
Para el caso de Bolivia, PCA ofrece el Monitor de 
Inundaciones y Sequías para Latinoamérica, de donde 
fueron extraídas series temporales mensuales de 
precipitación, temperatura máxima diaria, temperatura 
mínima diaria, radiación solar, escorrentía y 
evaporación, para distintas locaciones coincidentes con 
las de las estaciones climáticas del país. La Fig. 5 
muestra la serie temporal de precipitación extraída de 
dicha plataforma para la ciudad de Cochabamba.

Figura 1. Estaciones seleccionadas con datos de 
precipitación: 190 en toda Bolivia antes de la 
homogeneización

Figura 2. Estaciones seleccionadas con datos de 
temperatura: 92 en toda Bolivia antes de la 
homogeneización

Figura 3. Temperatura promedio estacional Bolivia. 
Período 1980-2015 en base a CRU TS v.4.02

Figura 4. Precipitación promedio estacional Bolivia. 
Período 1980-2015 en base a CRU TS v.4.02

Figura 5. Serie temporal de precipitación mensual en 
mm/día para la ciudad de Cochabamba según la PCA. 
Período 1980 a 2015
2 Herramientas para el control de calidad de series 
climáticas
El software utilizado para la homogeneización fue 
RHTestsV4 (Wang, 2007). Consiste en una paquetería 
escrita en lenguaje R, muy potente, de uso libre y 
multiplataforma. Detecta y ajusta múltiples puntos de 
cambio (desplazamientos) que podrían existir en una 
serie de datos que pueden tener errores autorregresivos 
de primer orden. RHtestsV4 se basa en la prueba t de 
máxima penalidad (Wang, 2007) y en la prueba F de 
máxima penalidad (Wang, 2008b), incluidas ambas en 
un algoritmo de testeo recursivo. Dependiendo de si la 
serie temporal a homogeneizar (serie base) cuenta o no 
con una serie de referencia (serie ya homogénea y con 

alta correlación con la serie base), se utiliza la prueba t 
o la prueba F (test t si se tiene serie de referencia y test 
F si no se tiene serie de referencia). En el caso sin serie 
de referencia, la prueba F de máxima penalidad permite 
que las series de tiempo tengan una tendencia lineal 
durante todo el período del registro de datos, es decir, 
sin cambio en el componente de la tendencia. Los 
resultados sin el uso de una serie de referencia son, sin 
embargo, menos confiables que en el caso con 
referencia. Por este motivo, en el presente trabajo se 
trató de utilizar series de referencia tanto como fue 
posible. 
En cuanto a las técnicas de relleno, se optó por 
implementar un algoritmo de aprendizaje profundo 
(DL o deep learning), que es un subcampo específico 
del aprendizaje automático (machine learning). 
Representa la idea de capas sucesivas de modo que la 
cantidad de capas que contribuyen a un modelo de datos 
se denomina profundidad del modelo (Chollet, F., 
2018). Las redes neuronales con múltiples capas se 
denominan Redes Neuronales Profundas (DNN por sus 
siglas en inglés). Una de las librerías de aprendizaje 
profundo disponible para el desarrollo de redes 
neuronales profundas es Keras (Keras, 2019). Esta 
librería es una API de redes neuronales de alto nivel, 
escrita en Python y desarrollada con un enfoque que 
permite su implementación rápida. En la Fig. 6 se 
observa la composición de una red neuronal profunda 
(DNN), donde x1; x2 y x3 son las características de 
entrada, seguidas de dos capas de neuronas ocultas, y 
finalmente la capa de salida z1 y z2.

Figura 6. Estructura de una red neuronal profunda 
(DNN) de 2 capas ocultas.
Cada neurona contiene una función de activación y un 
valor límite. El valor límite es el mínimo valor que una 

entrada debe tener para activar la neurona. Una función 
de activación está diseñada para el límite de salida de la 
neurona, usualmente para valores entre 0 a 1, o -1 a +1. 
Existen varios tipos de funciones de activación 
disponibles en DL (Moolayil, 2019); en este trabajo se 
han utilizado las funciones Sigmoid y ReLu con valores 
límite de 0 a 1, que se muestran en la Fig. 7. 

Figura 7. Funciones de activación. a) Sigmoid y b) 
ReLU (Moolayil, 2019) utilizadas en este trabajo.
El algoritmo DL utiliza una “función de costo” que es la 
función que se debe minimizar para obtener el mejor 
valor de cada parámetro en el modelo. Las funciones de 
costo más populares son el Error Cuadrático Medio 
(MSE) y el Error Absoluto Medio (MAE). Para reducir 
el costo se utilizan optimizadores, funciones que buscan 
el mejor valor de los parámetros. Su elección y uso 
adecuado constituye la parte más importante del 
llamado “entrenamiento” de la red neuronal. 
Básicamente una función optimizador es un algoritmo 
matemático que emplea reglas del cálculo diferencial 

(derivadas, gradientes) para encontrar óptimos en la red 
a partir de variaciones en el peso relativo de cada 
neurona. En este trabajo se utilizaron los optimizadores 
de Descenso de Gradiente Estocastico (SGD, Stochastic 
Gradient Descent) y el de Estimación de Momento 
Adaptativo (AdAM, Adaptive Moment Estimation).
1.2 Relleno y homogeneización de las series
Se siguieron los siguientes pasos:
1. Descarga de datos crudos y preprocesamiento a un 

formato estándar.
2. Filtro de series en base a datos ausentes y puntos de 

cambio (sin referencia).
3. Homogeneización 1: Se realizó la agrupación para la 

homogeneización con y sin referencia por cada 
grupo.

4. Reconstrucción de series PRCP y TMP con redes 
neuronales profundas, DNN.

5. Homogeneización 2: Se repite el paso 3 pero ahora 
sin agrupación y se realizan ajustes finales.

Estos pasos se encuentran en el diagrama de flujo de la 
Figura 8.

Figura 8. Secuencia metodológica implementada en el 
proceso de homogeneización y reconstrucción de las 
series climáticas de precipitación y temperatura
El filtro del paso 2 consistió en eliminar series con más 
de 30% de datos ausentes (sin importar su ubicación en 
la serie temporal) y eliminar series con más de 5 puntos 
de cambio. En este paso ya se usó RHTests bajo la 
modalidad “sin referencia”; por tanto, este filtro evaluó 
únicamente la consistencia interna de las series. A 
continuación, se procedió a agrupar estaciones tanto 
para PRCP como para TMP en función de su altura 
s.n.m. y su ubicación espacial. La agrupación permite 
determinar la significancia de los puntos de cambio. Se 

obtuvieron 35 regiones para precipitación y 26 para 
temperatura. La Fig. 9 muestra la regionalización para 
la precipitación. 

Figura 9. Regionalización del dominio de estudio: 35 
regiones para precipitación.
El paso 4 (reconstrucción de series mediante DNN) es el 
más novedoso del trabajo. Se utilizaron funciones de 
activación Linear y ReLU según el diagrama de flujo de 
la Figura 10. Por un lado, se acumularon las estaciones 
completas y homogéneas (las mejores estaciones de 
partida) junto con las extraídas de la PCA (3 variables: 
precipitación, evaporación y escorrentía) para conformar 
los predictores del método DNN; por el otro lado, se 
ordenaron las series incompletas identificando como 
objetivo las variables a ser reconstruidas en cada una. 

Figura 10. Diagrama de flujo para el relleno o 
reconstrucción de series de precipitación y temperatura 
mediante redes neuronales profundas (DNN). 

Abreviaciones: LAFDM: Datos de la plataforma 
Princeton Analytics para Latinoamérica, DA: Datos 
ausentes, DNN: Redes neuronales profundas, CC: 
Coeficiente de correlación, MLR: Regresión lineal 
múltiple.
Se procedió a ajustar mediante regresión lineal múltiple 
(MLR) y mediante DNN cada una de las series objetivo, 
luego se calculó el Error Cuadrático Medio (MSE) y el 
Error Absoluto Medio (MAE) en ambos casos, junto 
con los coeficientes de correlación para poder distinguir 
si el ajuste por DNN es mejor que el MLR. La ventaja 
del método DNN es que el proceso de “entrenamiento” 
de las redes permite mejorar el ajuste hasta que, 
eventualmente, supera al MLR. Como se ve en el 
diagrama de flujo, el proceso de entrenamiento se repite 
hasta que el error del DNN sea menor que el del MLR. 
La Fig. 11 muestra la estructura de la red neuronal 
profunda, DNN, que se utilizó en el trabajo. Se 
muestran las 4 capas escondidas, cada una con 27 
neuronas y sus respectivas activaciones, y los datos de 
salida de la red ya entrenada.  

Figura 11. Estructura de la red neuronal para la 
reconstrucción de PRCP: Datos de entrada, 4 capas 
escondidas de 27 neuronas c/u, y datos de salida.
Una vez rellenada la serie con el dato ajustado por DNN 
se pasa al siguiente dato ausente. El proceso se detiene, 
finalmente, cuando se ha rellenado la totalidad de datos 
ausentes en la serie. 
Como último paso (paso 5), se realiza una segunda 
corrida en RHTestsV4 para verificar que no se haya 
introducido puntos de cambio nuevos durante el 
rellenado. Las series que pasan esta última prueba de 
homogeneización son, finalmente, consideradas 
completas y homogéneas.
3. Resultados del Proceso de Relleno y 
Homogeneización 
Los resultados para cada estación fueron similares a los 

que se muestra en las figuras siguientes. La Fig. 12 
muestra el ajuste MLR para la estación Tiraque, en 
unidades normalizadas. Se destaca una parte de la serie 
para mostrar que el modelo contempla el dato de 
precipitación cero (valores negativos excluidos) como 
límite inferior. La Fig. 13 muestra la misma estación, 
pero ahora con el modelo ajustado por DNN. Si bien 
ambos modelos lucen similares, el cálculo del error 
permite distinguirlos. Para el caso mostrado, se obtuvo 
un MSE de 0.1243 en el MLR y de 0.1107 en el DNN. 
Esta mejora de alrededor de 1% a favor del DNN se 
observó en todas las series. Del mismo modo, la 
correlación del ajuste DNN (0.8717) fue superior que la 
del ajuste MLR (0.8531). 

Figura 12. Modelo MLR para la estación TP3304 
(Tiraque)-Precipitación. En negro los valores originales 
de la serie y en rojo los valores modelados.
  

Figura 13. Modelo DNN para la estación TP3304 
(Tiraque) - Precipitación. En azul los valores originales 
de la serie y en rojo los valores modelados.
Una vez obtenido un ajuste DNN superior al MLR, se 
utilizó tal modelo para rellenar los datos faltantes en 
cada una de las series. Por ejemplo, la Fig. 14 muestra el 
resultado para la estación Mizque, en mm de 
precipitación, para el rango de estudio. Para 
temperatura, máxima y mínima, el procedimiento arrojó 
resultados análogos. La Fig. 15 muestra el relleno de la 
serie de Temperatura Mínima en la estación La 
Tamborada.

Figura 14. Estación TP2045 (Mizque), precipitación, 
reconstruida a partir del modelo DNN. En rojo los datos 
rellenados.

Figura 15. Estación TP2597 (La Tamborada), 
temperatura mínima, reconstruida a partir del modelo 
DNN. En rojo los datos rellenados.
Tras el rellenado de series con DNN se obtuvieron 190 
estaciones de precipitación y 93 de temperatura, previo a 
la última homogeneización. Se muestra en la Fig. 16 la 
salida del proceso de homogeneización en RHTestsV4 
para precipitación y en la Fig. 17 para temperatura. El 
cálculo detecta los puntos de cambio (puntos donde se 
pierde la homogeneidad) en la serie. Los ejemplos de las 
Figs. 16 y 17 corresponden a series que fueron 
descartadas por tener uno o más puntos de cambio tras el 
rellenado. Una vez revisadas todas las estaciones y 
filtradas las que traían puntos de cambio, se redujo la 
serie de estaciones con datos completos y homogéneos a 
91 para precipitación y 53 para temperatura. Este es el 
resultado final del trabajo. Todas las series se encuentran 
disponibles para descarga libre en el repositorio 
https://github.com/MarkoAndrade/PMVC-UMSS. 

Figura 16. Homogeneización de la estación P4120 
(Base) con la referencia CO3874 en RHTestsV4 para 
Precipitación. La línea azul muestra una discontinuidad 
(punto de cambio).

Figura 17. Homogeneización de la estación CP2775 en 
RHTestsV4 para Temperatura Mínima. La línea azul 
muestra una discontinuidad (punto de cambio).
4. Conclusiones
El trabajo permitió desarrollar una nueva alternativa 
para el control de calidad de series climáticas, la cual 
tiene como principal novedad la inclusión de métodos 
basados en Redes Neuronales Profundas (DNN). 
Asimismo, incorporó a RHTests como una herramienta 
de homogeneización diferente a las que se habían 
utilizado en estudios previos. Ambas mejoras 
permitieron obtener series mensuales de precipitación y 
temperatura para toda Bolivia, completas y 
homogéneas, con mejores ajustes que los obtenidos con 
procedimientos tradicionales. El desarrollo acelerado de 
los métodos basados en redes neuronales y su inclusión 
en la solución de problemas climatológicos, hace pensar 
que a futuro estos métodos serán preferibles en 
comparación con los métodos estadísticos tradicionales. 
En cuanto al resultado final, no discrepa demasiado de 
reportes previos sobre la temática. Muestra que los datos 
provistos por las estaciones climatológicas del país son, 
en su mayor parte, incompletos y faltos de 
homogeneidad. Esto hace que, tras un control de calidad 
como el del presente trabajo, se tengan que desechar 
alrededor del 90% de las estaciones disponibles de 
inicio, reduciendo considerablemente la información 

climática disponible en el país. Esta situación obliga a 
buscar continuamente mejoras para el relleno y 
homogeneización de series climáticas en Bolivia.
Agradecimientos
El presente trabajo se realizó en el marco del Proyecto 
de Modelación de Variables Climáticas, PMVC, del 
Dpto. de Física de la UMSS. Los autores agradecen a 
SENAMHI-Bolivia por la provisión de los datos crudos 
de su base SISMET. Asimismo, a Gerald Corzo del 
IHE-DELFT por la colaboración en el desarrollo de las 
redes neuronales. 
5. Referencias bibliográficas
Chollet, F. (2018). Deep Learning mit Python und 

Keras: Das Praxis-Handbuch vom Entwickler 
derKeras-Bibliothek. MITP-Verlags GmbH & 
Co. KG.

Domonkos, P. (2014). Homogenization of precipitation 
time series with ACMANT.  Theor. 
Appl.Climatol., 122:303-314.

Domonkos, P. and Coll, J. (2017). Homogenization of 
temperature and precipitation time series 
withACMANT3: method description and 
efficiency tests. Int. J. Climatol. 37: 1910–1921.

Guijarro,J.A.(2018).Package’climatol’.https://cran.r-pr
oject.org/web/packages/climatol/climatol.pdf. 
Accedido en enero de 2019.

Guijarro, J. A. e. a. (2017). Comparison of 
homogenization packages applied to monthly 
series of tem-perature and precipitation: The 
multitest project. Ninth seminar for 
homogenization and quality controlin 
climatological databases and Fourth conference 
on spatial interpolation techniques in 
climatologyand meteorology, Budapest, 
Hungary, 03 – 07 April 2017. World 
Meteorological Organization.

Harris, I., Jones, P., Osborn, T., and Lister, D. (2014). 
Updated high-resolution grids of 
monthlyclimatic observations – the CRU TS3.10 
Dataset.

Keras (2019). Consultado el 25 de julio de 
2019.https://keras.io.

Menne, M. J. and Williams, C. N. J. (2005). Detection 
of undocumented changepoints using 
multipletest statistics and composite reference 
series. J. Climate 18:4271-4286.

Mestre, O. e. a. (2013). HOMER: a homogenization 
software - methods and applications. 
Időjárás,117:47-67.

Moolayil, J., Moolayil, and John, S. (2019). Learn 
Keras for Deep Neural Networks. Springer.

PCA (2019). Consultado el 24 de julio de 
2019.https://platform.princetonclimate.com/PCA
_Platform/lafdmLanding.html.20

Peterson, T. C., Easterling, D. R., Karl, T. R., 
Groisman, P., Nicholls, N., Plummer, N., Torok, 
S.,Auer, I., Boehm, R., Gullett, D., et al. (1998). 
Homogeneity adjustments of in situ atmospheric 
climatedata: a review.International Journal of 
Climatology: A Journal of the Royal 
Meteorological Society,18(13):1493–1517.

R Core Team (2019). R: A Language and Environment 
for Statistical Computing. R Foundation 
forStatistical Computing, Vienna, Austria.

SENAMHI (2019). Servicio Nacional de Meteorología 
e Hidrología de Bolivia, t.

Szentimrey, T. (2007). Manual of homogenization 
software MASHv3.02. Hungarian 
Meteorological Service, 65 pp.

Venema, V. K. C. e. a. (2012). Benchmarking 
homogenization algorithms for monthly data. 

Clim.Past, 8, 89–115.
Wang, X. and Feng, Y. (2013a).  Rhtestv4 user 

mannual.UserManual. doc Available online 
athttp://cccma. seos. uvic. 
ca/ETCCDMI/software. shtml.

Wang, X. L. (2008a). Accounting for autocorrelation in 
detecting mean-shifts in climate data series using 
the penalized maximal t or F test. J. Appl. 
Meteor. Climatol., 47, 2423-2444.

Wang, X. L. (2008b). Penalized maximal F-test for 
detecting undocumented mean-shifts without 
trend-change. J. Atmos. Oceanic Tech., 25 (No. 
3), 368-384.

Wang, X. L. and Feng, Y. (2013b). RHtestsV4 User 
Manual. Climate Research Division, At- 
mospheric Science and Technology Directorate, 
Science and Technology Branch, Environment 
Canada. 28 pp. [Available online at 
http://etccdi.pacificclimate.org/software.shtml ].

Wang, X. L. e. a. (2007). Penalized maximal t test for 
detecting undocumented mean change in 
climatedata series. J. Appl. Meteor. Climatol., 46 
(No. 6), 916-931

2014) así como en el libro “Estadística y quimiometría 
para química analítica” (Miller, J.C. 2005). Todo el 
análisis estadístico se realizó con el software RStudio 
versión 4.0.4 empleando un nivel de significancia de 
0,05.  
Linealidad
La linealidad del método se evaluó mediante una 
regresión lineal simple entre la cantidad de nitrógeno 
orgánico y la masa de quinua molida, para lo cual se 
consideraron inicialmente 5 puntos: 0,1; 0,2; 0,3; 0,4 y 
0,5 g de quinua. Adicionalmente se determinaron el 
coeficiente de correlación de Pearson, el coeficiente de 
determinación, los intervalos de confianza al 95% de la 
ordenada y al origen y la pendiente, así como la suma de 
cuadrados de los residuales. Los valores de nitrógeno 
orgánico para cada masa de quinua fueron 
determinados por triplicado y el blanco fue el promedio 
de 5 corridas experimentales consecutivas. 
Límite de detección, límite de cuantificación y límite 
de blanco
El límite de blanco (Ec. 3), límite de detección (Ec. 4) y 
límite de cuantificación (Ec. 5) se determinaron con 
base en las ecuaciones indicadas por Armbruster & Pry 
(Armbruster, D.A., Pry, T. 2008) como se muestran a 
continuación:

En estas ecuaciones  LoB es el límite de blanco, LoD es 
el límite de detección, LoQ es el límite de 
cuantificación,  mediablancos es el promedio de los 
blancos medidos, sdblancos es la desviación estándar de 
los blancos medidos y sdm  es la desviación estándar de 
muestras con baja concentración de analito (en nuestro 
caso 0.1 g de quinua, cuyas cantidades de proteína 
corresponden a valores muy cercanos al blanco). El 
factor de multiplicación 3 para LoQ es arbitrario y fue 
definido de forma análoga a las ecuaciones presentadas 
en Miller & Miller (Miller, J.N., Miller, J.C. 2005). Para 
determinar estos parámetros se consideraron 6 réplicas 
de blancos que consistieron en agua desionizada.  
Exactitud: sesgo y ensayo de recuperación
La exactitud del método se evaluó determinando tanto 
el sesgo como realizando ensayos de recuperación 
empleando glicina como sustancia de referencia 
(Bufferck, M., Muhleiss, A. 2018). Los ensayos de 
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La quinua es una planta nativa de la región Andina que 
es ampliamente cultivada debido a las notables 
propiedades nutricionales de su semilla  (Jacobsen, S.E. 
2006); (Bazile, D., Jacobsen, S.E, Verniau, A.  2016). Si 
bien el contenido proteico de esta (aproximadamente 
15% (Abugoch James, L.E. 2009) es ligeramente 
superior al de alimentos como la cebada, trigo o avena 
(Abugoch James, L.E. 2009; Repo-Carrasco, R., 
Espinoza, C., Jacobsen, S.E. 2003) lo que en realidad la 
hace notoria es el balance de aminoácidos que presenta, 
cubriendo un rango más amplio que los cereales y 
legumbres además de exhibir un contenido alto de lisina 
y metionina, aminoácidos limitantes en la mayoría de 
estos alimentos (Abugoch James, L.E. 2009). A esto se 
suma su alto valor biológico (proporción de la proteína 
del alimento que es incorporado a las proteínas del 
cuerpo) así como la baja huella hídrica y de carbono que 
representa el crecimiento de la planta 
(Gordillo-Bastidas, E., Díaz-Rizzolo, D.A., Roura, E., 
Massanés, T., Gomis, R. 2016). 
Dada la importancia del consumo de proteínas en la 
dieta humana, determinar el contenido de estas en los 
alimentos es una tarea frecuente en el control de calidad 
y caracterización de productos alimenticios; lo cual es 
particularmente cierto en el caso de alimentos con una 

alta calidad proteica como la quinua. Para determinar el 
porcentaje de proteína en los alimentos se pueden 
aplicar principalmente dos métodos químicos, el 
método de Kjeldahl que estima el contenido de proteína 
a partir de la medición del nitrógeno orgánico total, y el 
método de Dumas, que se basa en la combustión de la 
muestra y en la cuantificación de su proteína a partir de 
la reducción de los óxidos de nitrógeno formados a 
nitrógeno gaseoso (N2) (Nielsen, S.S., 2010). El método 
de Kjeldahl es tradicionalmente el más usado, aunque la 
facilidad de automatización, rapidez y la ausencia de 
reactivos peligrosos en el procedimiento han provocado 
que el método de Dumas sea aplicado cada vez más 
frecuentemente en la actualidad (Müller, J., 2017).
La determinación de proteína mediante el método de 
Kjeldahl involucra tres etapas: digestión, destilación y 
titulación. En la primera etapa se busca transformar el 
nitrógeno orgánico del producto alimenticio 
(mayormente asociado a proteínas) en una sal 
inorgánica donde este nitrógeno se encuentre accesible 
para un procesamiento posterior. En la destilación, el 
nitrógeno proveniente de la digestión es transformado 
en amoniaco, el cual es colectado en una solución ácida 
de donde es determinado por titulación o 
retro-titulación con un ácido o base estandarizada 

respectivamente (Buffler, M., 2017).
Debido a la creciente necesidad de contar con 
equipamiento y un procedimiento accesible para 
determinar el contenido proteico de productos 
alimenticios en el Centro de Tecnología Agroindustrial 
es que se plantea el presente trabajo con el propósito de 
reacondicionar el instrumental disponible y desarrollar 
un protocolo propio estandarizado con el cual 
estudiantes de grado puedan llevar a cabo la 
determinación de proteína en quinua o desarrollar 
protocolos similares para otros productos alimenticios.    
2. Materiales y Métodos
Equipamiento
El método para la determinación de proteína en granos 
de quinua se estandarizó empleando un destilador 
micro-Kjeldahl (Figura 1A) que fue reacondicionado 
para tales fines mediante la incorporación de una 
resistencia eléctrica nueva y un controlador de potencia 
(Figura 1B). El aparato fue instalado en una campana de 
extracción para lograr la expulsión de los gases 
desprendidos durante el procesamiento de las muestras. 
Adicionalmente se utilizaron una balanza analítica 
(Mettler Toledo ME104, Ohio, EUA), balanza de 
precisión (Mettler Toledo ME4002, Ohio,EUA), 
desionizador de agua (Merck Simplicity®), Darmstadt, 
Alemania), hornilla eléctrica (Fisatom 500, Saõ Paulo, 
Brasil) y termómetro infrarrojo (Surpeer IR5D, 
Guangdong, China).

Figura 1. Equipo micro-Kjeldahl para determinar 
proteína en quinua. A) Destilador micro-Kjeldahl B) 
Resistencia eléctrica y controlador de potencia
Reactivos
Todos los reactivos empleados en el trabajo 
experimental fueron de grado analítico e incluyeron 
ácido sulfúrico (H2SO4 95%, Merck), hidróxido de 
sodio (NaOH 99%, Merck), sulfato de cobre (II) 
pentahidratado (CuSO4·5H2O 99%, Sigma), sulfato de 
sodio anhidro (Na2SO4 99%, Merck), rojo de metilo 
(Scharlau), verde de bromocresol (Scharlau), 
fenolftaleína (Scharlau), carbonato de sodio (Na2CO3 
99%, Merck), biftalato de potasio (99%, Scharlau), 
glicina (99%, Sigma, sustancia de referencia) y alcohol 
isopropílico (99%,Sigma-Aldrich). Se utilizó agua 
desionizada para todas las corridas experimentales y en 
la preparación de todas las soluciones acuosas.
Preparación de las muestras
Para la estandarización del método se emplearon granos 
de quinua comercial (Quinua real Salem®), los cuales 
fueron molidos con ayuda de un molino manual para 
luego ser tamizados a través de una malla de acero 
inoxidable de 20 mesh (0.841 mm). La harina resultante 
fue guardada en un envase de vidrio seco hasta su 
utilización respectivamente (Chang, S.K.C. 2010).  
Procedimiento general para la determinación de 
proteína
Una cantidad de quinua molida (entre 0.1 y 0.4 g) y 
tamizada (< 1mm) se agregó al matraz Kjeldahl junto 
con 2 g de Na2SO4 anhidro y 0.1 g de CuSO4·5H2O. A la 
mezcla resultante se agregaron 5 mL de H2SO4 y el 

matraz se llevó a calentamiento durante 65 minutos a 
una temperatura aproximada de 370°C (medida con un 
termómetro infrarrojo). Finalizada la etapa de digestión 
(se obtiene una solución de apariencia verde-azulada 
tenue) se dejó enfriar por 10 minutos y se adicionaron 
aprox. 5 mL de agua desionizada para trasvasar 
completamente el contenido digerido del matraz al 
destilador ya en calentamiento (ver Material 
Suplementario Sec. 1). Para iniciar la destilación se 
agregaron 20 mL de una solución de NaOH 50% p/v y 
el destilado se recibió en 25 mL de solución 
estandarizada de H2SO4 (ver Material Suplementario 
Sec. 2) hasta lograr un volumen final de 100 mL. El 
exceso de ácido sulfúrico sin neutralizar de esta 
solución fue entonces titulado (retro-titulación) con una 
solución estandarizada de NaOH (ver Material 
Suplementario Sec. 3) utilizando rojo de metilo como 
indicador (Nielsen, S.S., 2010; da Silva, T.E., Detmann, 
E., de Oliveira Franco, M., Nobre Palma, M.N. and 
Rocha, G.C. 2016). A partir del volumen consumido de 
esta solución de NaOH se determinó el porcentaje de 
proteína en las muestras de quinua empleando las 
Ecuaciones 1 y 2:

Donde             corresponde al volumen de ácido sulfúrico 
donde se recibe inicialmente el destilado (los 25 mL),                                                                                          
es           es la normalidad del H2SO4 estandarizado, VNaOH 
es el volumen consumido (en mL) de NaOH 
estandarizado al momento de la titulación, NNaOH es la 
normalidad estandarizada de la solución de NaOH y NB 
es la cantidad (en gramos) de nitrógeno que contiene el 
blanco. El factor 6,25 permite realizar la conversión 
entre nitrógeno-proteína para el caso de la quinua 
(Gonzalez, J.A., Konishi, Y., Bruno, M., Valoy, M., 
Prado, F.E. 2012; Elsohaimy, S.A., Refaay, T.M., 
Zaytoun, M.A.M. 2015) siendo el mismo valor asumido 
para gran parte de los alimentos, aunque varía en varios 
casos.  
Estandarización del método
La estandarización del método se basó tanto en los 
lineamientos del Consejo Internacional de 
Armonización (ICH por sus siglas en inglés) en su guía 
Q2(R1) “Validación de procedimientos analíticos: texto 
y metodología” (ICH Harmonized Tripartite Guideline, 

recuperación se realizaron por triplicado en la parte 
baja, media y alta de la línea de regresión, para lo cual 
se pesó una cantidad base de quinua molida (0,100 g) a 
la que se agregaron 0,010; 0,020 y 0,027 g de glicina de 
tal forma que se obtuvieron cantidades totales de 
nitrógeno en la zona baja, media y alta de la línea de 
regresión. Dado que esta cantidad determinada de 
nitrógeno proviene tanto de la quinua como de la glicina 
añadida, la cantidad que aporta específicamente esta 
última se puede determinar por diferencia (valor 
experimental) luego de calcular la cantidad de 
nitrógeno aportado por la quinua mediante la ecuación 
de regresión lineal. Este valor puede ser comparado con 
el valor teórico de nitrógeno en la glicina, el cual se 
calcula a partir de la masa añadida de esta y su fórmula 
molecular. Del cociente entre la cantidad de nitrógeno 
experimental y teórico para la glicina es que se define la 
exactitud del método como porcentaje de recuperación.
El sesgo se evaluó determinando la masa experimental 
de glicina a partir de la masa de nitrógeno hallado 
experimentalmente con el método propuesto y 
comparando estos valores con las masas teóricas 
conocidas de glicina que fueron añadidas a las muestras 
de quinua molida. La comparación se realizó mediante 
una prueba t de Student para varianzas desiguales 
donde la hipótesis nula (no hay diferencia significativa) 
es aceptada para valores de P mayores a 0,05.
Rango
El rango de aplicabilidad del método se determinó a 
partir de la evaluación de la regresión lineal y 
considerando la exactitud del mismo en la zona baja, 
media y alta de esta misma regresión.  A través del 
rango se buscó definir que del 80% al 120% de la 
cantidad recomendada de quinua para realizar el ensayo 
se encuentren dentro del rango abarcado por la 
regresión lineal. 
Precisión: repetibilidad y precisión intermedia
La precisión se evaluó como: repetibilidad y precisión 
intermedia. La repetibilidad se determinó como el 
coeficiente de variación de 6 muestras consecutivas de 
quinua (0,4 g); mientras que la precisión intermedia se 
evaluó mediante un diseño experimental de dos factores 
(Día y Analista) a dos niveles cada uno (22) (sin 
réplicas) donde cada corrida experimental correspondió 
a la determinación del porcentaje de proteína en 
muestras de 0,3 g de quinua.   
3. Resultados y Discusión

La regresión lineal se muestra en la Figura 2A. La curva 
se obtuvo con 4 puntos porque las corridas 
experimentales que se probaron con 0,5 g de quinua 
fueron infructuosas, ya sea porque la muestra no se 
digería completamente, o debido a pérdidas importantes 
de material producto de salpicaduras por la excesiva 
cantidad de material orgánico para el volumen de 
H2SO4 empleado en la digestión. Emplear una mayor 
cantidad de H2SO4 no fue factible dado que su volumen 
define la cantidad de NaOH de neutralización (PanReac 
AppliChem. 2018). Sumados ambos volúmenes, 
cuando se emplean más de 5 mL de H2SO4, sobrepasan 
la capacidad de la cámara del destilador 
micro-Kjeldahl.

Figura 2. (A) Regresión lineal entre la cantidad de 
proteína [g] y la masa de quinua empleada [g]. (B) 
Regresión lineal entre el contenido de nitrógeno [g] y la 
masa de quinua [g].

Las ecuaciones resultantes de esta regresión lineal tanto 
para la cantidad de proteína como para la de nitrógeno 
en función de la masa de quinua (Figura 2B) se 
muestran en las Ecuaciones 6 y 7, respectivamente. Las 
características más importantes de la regresión lineal 
entre la masa de proteína y la masa de quinua se 
encuentran resumidas en la Tabla 1:

El valor cercano a 1 del coeficiente de correlación de 
Pearson da cuenta del ajuste adecuado de los datos 
experimentales con la línea de regresión. Esta misma 
bondad se ve reflejada en el coeficiente de 
determinación y en la suma de cuadrados de los 
residuales, cuyo valor hallado al ser cercano a cero, 
reafirma la buena adecuación del modelo a los datos. 
Por otro lado, el límite de blanco para el método fue 
0,0129 g de proteína de quinua, mientras que el límite 
de detección y límite de cuantificación corresponden a 
0,0144 g y 0,0174 g de proteína respectivamente. Es 
importante notar que la cantidad de proteína 
correspondiente a 0,1 g de quinua se encuentra por 
debajo del límite de cuantificación y aunque esto no 
trajo consecuencias negativas para la regresión lineal 
que se realizó, indica que la cantidad mínima de quinua 
que tendría que analizarse mediante este método debe 
ser mayor o igual a 0,2 g.
Tabla 1
Características de la regresión lineal entre la cantidad 
de proteína [g] y la masa de quinua [g]

En cuanto a la exactitud, puede verse claramente que el 
método mejora a medida que la evaluación pasa de la 

zona baja de la línea de regresión a la zona media y alta 
(Tabla 2). Esto indica que se tiene una mejor exactitud 
(107% expresada como recuperación) a medida que la 
cantidad de quinua sujeta a análisis aumenta, siendo el 
límite superior 0,4 g y el límite inferior los ya 
mencionados 0,2 g. Ambos valores entonces 
delimitarían el rango de aplicabilidad del método e 
indican que la masa más adecuada de quinua para 
realizar el ensayo es de 0,3 g considerando que el 80% 
de este valor se encuentra cabalmente por encima del 
límite inferior, mientras que el 120% se encuentra por 
debajo del límite superior. 
Tabla 2
Exactitud del método micro-Kjeldahl (evaluado como 
% recuperación) para determinar proteína en granos 
de quinua 

a Zona baja, media y alta de la línea de regresión
b Volumen de NaOH estandarizado empleado en la 

titulación
c Cantidad de nitrógeno en la glicina (valor teórico)
d Cantidad de nitrógeno en la glicina determinado 

experimentalmente
Como era de esperarse, el método es más inexacto 
cuando se hacen mediciones con 0,1 g de quinua dado 
que se encuentra muy cercano a los valores del blanco y 
por debajo del límite de cuantificación. Adicionalmente 
puede observarse que el método exhibe una tendencia a 
sobre-estimar la cantidad de nitrógeno presente en las 

muestras; esto se explica por la titulación del H2SO4 
remanente con NaOH estandarizado empleando rojo de 
metilo como indicador, el cual vira en un rango de pH 
entre 4,4-6,2. Como se titula hasta un pH ligeramente 
ácido y no hasta neutralización, hay un exceso de ácido 
que se contabiliza como neutralizado por el amoniaco 
proveniente de la muestra. Si en lugar de rojo de metilo 
se empleara un pH-metro para monitorear la 
neutralización se conseguirían resultados más exactos. 
Por otro lado, se ha reportado que la principal fuente de 
incertidumbre en el método Kjeldahl para la 
determinación de nitrógeno es el material volumétrico 
que se emplea en el proceso (Anglov, T., Petersen, I.M., 
Kristiansen, J. 2003). Basándonos en la 
experimentación realizada y el protocolo establecido, la 
bureta empleada en la etapa de titulación final sería la 
que afecta más en la determinación de proteína y tendría 
que ser de la mejor precisión posible.   
Por otro lado, los resultados de la evaluación del sesgo 
muestran en todos los casos, ya sea en la parte baja, 
media o alta de la regresión lineal, que no hay 
diferencias significativas entre los valores teóricos 
conocidos de la sustancia de referencia (glicina) y los 
valores determinados experimentalmente (ver Tabla 3); 
indicando que el método es aceptable y de una 
veracidad adecuada.
Tabla 3
Exactitud del método micro-Kjeldahl (evaluado como 
sesgo) para determinar proteína en granos de quinua 

a Zona baja, media y alta de la línea de regresión
b Valor de P determinando mediante la prueba t de 

Student para muestras con varianzas desiguales

En lo que concierne a la evaluación de la precisión del 
método, esta se realizó considerando tanto la 
repetibilidad como la precisión intermedia. Para 
determinar la primera se empleó 0,4 g de quinua molida 
en concordancia con los lineamientos de la ICH, los 
cuales indican realizar 6 determinaciones al 100% de la 
concentración de prueba (ICH Harmonised Tripartite 
Guideline 2014) Los resultados obtenidos se muestran 
en la Tabla 4.
Tabla 4 
Repetibilidad del método micro-Kjeldahl para 
determinar proteína en granos de quinua

a Volumen de NaOH estandarizado empleado en la 
titulación
Con las mediciones presentadas en la Tabla 4 se 
determinó el promedio, desviación estándar y 
coeficiente de variación, para los cuales se obtuvieron 
los valores de 14,94%, 0,63 y 4,2% respectivamente. 
Por otro lado, los resultados del diseño experimental 
empleado (22 sin réplicas) para evaluar la precisión 
intermedia se muestran en la Tabla 5.
Tabla 5
Porcentajes de proteína obtenidos en el diseño 
experimental 22

Dado que no fue posible realizar réplicas debido al 
tiempo que dura cada corrida experimental, el diseño 
experimental planteado fue evaluado empleando una 

gráfica de Pareto (Figura 3) donde se utilizó el método 
de Lenth para determinar los valores críticos.

Figura 3. Gráfica de Pareto para los efectos de los factores 
Día y Analistaa

a ME es el margen de error determinado mediante el 
método de Lenth empleando el procedimiento por 
defecto del paquete “unrepx” en RStudio
Los valores obtenidos para el margen de error (ME) y el 
margen de error simultáneo (SME) fueron 2,87 y 7,19 
respectivamente. Como puede apreciarse en la Figura 3, 
ni el efecto del Día, Analista o la interacción de ambos 
puede considerarse significativa y el método podría 
aplicarse independientemente del día en el que este se 
realice o la persona que lo aplique.
4. Conclusiones
Se ha estandarizado un método micro-Kjeldahl para la 
determinación de proteína en granos de quinua. El 
método es relativamente sencillo de aplicar y constituye 
una alternativa para que estudiantes de grado y tesistas 
que no tienen acceso a normativa oficial puedan 
determinar proteína en granos de quinua o desarrollar 
métodos análogos para otros productos alimenticios. El 
método muestra una relación lineal entre la cantidad de 
proteína determinada y la masa de quinua procesada 
(R2=0,9967), presentando un límite de detección y 
límite de cuantificación de 0,0144 g y 0,0174 g de 
proteína respectivamente. El método es aplicable para 
muestras de quinua entre 0,2-0,4 g y tiene una mejor 
exactitud a medida que la masa de quinua usada en el 
procedimiento aumenta (107% de recuperación en la 
parte media y alta de la línea de regresión). La 
repetibilidad del método se cuantificó como el 
coeficiente de variación de seis mediciones 
consecutivas y presenta un valor de 4,2% lo que indica 
una adecuada precisión del método. La determinación 

de proteína mediante el protocolo planteado no depende 
del día ni del analista que lo aplique.    
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Toda serie de datos climáticos proveniente de 
estaciones de monitoreo debe pasar por una revisión o 
control de calidad antes de ser utilizada en estudios 
concretos. Por lo general los esfuerzos se orientan a 
analizar la homogeneidad de las series históricas de 
modo que cualquier conclusión basada en tales registros 
sea suficientemente representativa del comportamiento 
real del clima (Peterson et al., 1998). Algunas de las 
causas más comunes de inhomogeneidades en los 
registros climáticos son los cambios en la 
instrumentación, en el observador, en la ubicación y 
exposición de la estación de monitoreo, y en los 
procedimientos observacionales (Wang, 2008a). Estos 
cambios artificiales en las series de datos se conocen 
como puntos de quiebre o puntos de cambio; se han 
desarrollado distintos algoritmos para identificarlos, 

distinguirlos de los cambios reales y, eventualmente, 
corregirlos. Un segundo problema, también bastante 
frecuente en el control de calidad de series climáticas, 
es el referido a la cantidad de datos faltantes. En 
algunos casos el porcentaje de faltantes es tan alto que 
la serie debe ser desechada ya que no podría justificarse 
estadísticamente ningún proceso de rellenado artificial. 
En el caso de Bolivia, las series de precipitación pluvial 
y de temperatura (máxima y mínima) son provistas por 
el Servicio Nacional de Meteorología e Hidrología 
(SENAMHI) que cuenta con estaciones de monitoreo 
en distintas zonas del país. Se observa que la cantidad 
de estaciones es baja para la extensión territorial de 
Bolivia, y además, los registros presentan notorias 
discontinuidades (datos faltantes) al margen de las 
inhomogeneidades propias de cualquier serie climática. 

Si bien existen reportes previos sobre control de calidad 
en series climáticas de SENAMHI-Bolivia, se propone 
en este trabajo una metodología alternativa para el 
relleno y homogeneización de series mensuales de 
precipitación pluvial y temperatura. Se ha escogido 
como periodo de estudio 1980 a 2015 y seleccionado las 
estaciones de monitoreo SENAMHI que cumplen con 
la condición de ausentes con un porcentaje menor al 
30%. El relleno se realizó utilizando algoritmos de 
redes neuronales en los cuales cada serie es completada 
con ayuda de estaciones próximas (con las que tiene 
buena correlación) y acudiendo también, en algunos 
casos, a series de datos ajenas a la base de SENAMHI 
(fuentes externas) con las que la serie a ser completada 
tiene buena correlación. Se ha podido evidenciar que 
los métodos de redes neuronales son más eficientes que 
los métodos estadísticos convencionales para el relleno 
de este tipo de series temporales. En cuanto a la 
homogeneización de las series, existen reportes de 
comparación entre distintos algoritmos utilizados en la 
actualidad (Venema, 2012) en los que se contemplan los 
softwares más utilizados por la comunidad en la 
homogenización de series mensuales de precipitación y 
temperatura. La mayor parte de los algoritmos se basan 
en aproximaciones de homogeneización relativa, la cual 
asume que estaciones cercanas están expuestas a 
condiciones climáticas parecidas y que cualquier 
diferencia entre estaciones cercanas puede utilizarse 
para detectar inhomogeneidades. Algunos de los 
paquetes de homogenización más recientes son 
(Guijarro, 2017): Climatol 3.0 (Guijarro, 2018), 
ACMANT 3.0 (Domonkos, 2014), (Domonkos and 
Coll, 2017), MASH 3.03 (Szentimrey, 2007), 
RH-testsV4 (Wang & Feng, 2013b), USHCN v52d 
(Menne & Williams, 2005), HOMER 2.6 (Mestre, 
2013). En este trabajo se ha utilizado RHtestsV4, el cual 
consiste una paquetería en R (R Core Team, 2019) con 
la cual se puede detectar y corregir múltiples puntos de 
cambio que podrían estar presentes en series climáticas 
con errores autorregresivos de primer orden. Las series 
pueden ser de precipitación, temperatura o cualquier 
otra variable climática, y de tipo diario, mensual o anual 
(se excluye las series de precipitación diaria por no 
tener un comportamiento gaussiano, requiriendo una 
variante de RHtests que en este trabajo no fue 
necesario). RHtestsV4 se basa en el test t de máxima 
penalidad (Wang, 2007) y en el test F de máxima 
penalidad (Wang, 2008b), incluidos ambos en un 
algoritmo de testeo recursivo. Dependiendo de si la 

serie temporal a homogeneizar (serie base) cuenta o no 
con una serie de referencia (serie ya homogénea y con 
alta correlación con la serie base), se utiliza el test t o el 
test F (test t si se tiene serie de referencia y test F si no 
se tiene serie de referencia). En las secciones 
subsiguientes se explica con más detalle tanto el 
procedimiento de relleno como el de homogeneización 
aplicado a las series climáticas seleccionadas para 
Bolivia. El trabajo concluye con la presentación de las 
series mensuales de precipitación y temperatura 
completas y homogéneas, almacenadas en un 
repositorio virtual de acceso libre para toda la 
comunidad.
2. Métodos
En este estudio se ha utilizado la base de datos SISMET 
del Servicio Nacional de Meteorología e Hidrología de 
Bolivia (SENAMHI, 2020) para el periodo 1980 a 
2015. Si bien la base cuenta con información climática 
de más de 1200 estaciones, no todas cubren el rango 
requerido en el trabajo. Se seleccionaron, de inicio, 190 
estaciones para precipitación y 92 para temperatura 
máxima y mínima según el criterio de cubrir el período 
de estudio con un porcentaje de datos faltantes menor a 
30 %. Las Figs. 1 y 2 muestran la ubicación geográfica 
de las estaciones, tanto para precipitación como para 
temperatura. Se observa una mayor densidad de 
estaciones en la zona central del país en comparación 
con el noreste y el sudoeste que están poco 
monitoreados. Para fines de comparación, se han 
considerado también datos provenientes de fuentes 
externas. Una de esas fuentes proviene de la Unidad de 
Investigación Climática (Climatic Research Unity, 
CRU) de la Universidad East Anglia (Harris, I. et al., 
2014). Los datos CRU han sido generados por 
interpolación de datos disponibles de estaciones 
meteorológicas de todo el mundo, logrando una 
resolución de 0.5° latitud/longitud. Si bien esta 
resolución no es suficiente para, por ejemplo, estudios 
hidrológicos, ya permite tener una idea de la 
climatología del país y sirve de base en este trabajo para 
fines de comparación. Las Figs. 3 y 4 muestran la 
climatología de Bolivia para el período 1980 a 2015 en 
base a medias mensuales de temperatura (°C) y 
precipitación (mm/día) provistas por CRU. En el caso 
de la temperatura, es notorio el gradiente altitudinal al 
pasar de la zona oriental a las tierras altas del occidente. 
En cuanto a la precipitación, destaca la zona del 
Chapare en el trópico de Cochabamba con los valores 
más altos (vea la mancha verde intensa en la región 

central del país para la precipitación DJF en la Fig.4), 
así como la baja precipitación en el altiplano. Una 
segunda fuente de información consultada en este 
trabajo fue la plataforma PCA - Princeton Climate 
Analytics (PCA, 2019). Se trata de un servicio de 
información climática de la Universidad de Princeton 
que combina datos satelitales con observaciones en 
tierra y modelos de reanálisis para proveer series 
hidroclimatológicas con resolución espacial de 0.25° y 
resoluciones temporales diarias, mensuales y anuales. 
Para el caso de Bolivia, PCA ofrece el Monitor de 
Inundaciones y Sequías para Latinoamérica, de donde 
fueron extraídas series temporales mensuales de 
precipitación, temperatura máxima diaria, temperatura 
mínima diaria, radiación solar, escorrentía y 
evaporación, para distintas locaciones coincidentes con 
las de las estaciones climáticas del país. La Fig. 5 
muestra la serie temporal de precipitación extraída de 
dicha plataforma para la ciudad de Cochabamba.

Figura 1. Estaciones seleccionadas con datos de 
precipitación: 190 en toda Bolivia antes de la 
homogeneización

Figura 2. Estaciones seleccionadas con datos de 
temperatura: 92 en toda Bolivia antes de la 
homogeneización

Figura 3. Temperatura promedio estacional Bolivia. 
Período 1980-2015 en base a CRU TS v.4.02

Figura 4. Precipitación promedio estacional Bolivia. 
Período 1980-2015 en base a CRU TS v.4.02

Figura 5. Serie temporal de precipitación mensual en 
mm/día para la ciudad de Cochabamba según la PCA. 
Período 1980 a 2015
2 Herramientas para el control de calidad de series 
climáticas
El software utilizado para la homogeneización fue 
RHTestsV4 (Wang, 2007). Consiste en una paquetería 
escrita en lenguaje R, muy potente, de uso libre y 
multiplataforma. Detecta y ajusta múltiples puntos de 
cambio (desplazamientos) que podrían existir en una 
serie de datos que pueden tener errores autorregresivos 
de primer orden. RHtestsV4 se basa en la prueba t de 
máxima penalidad (Wang, 2007) y en la prueba F de 
máxima penalidad (Wang, 2008b), incluidas ambas en 
un algoritmo de testeo recursivo. Dependiendo de si la 
serie temporal a homogeneizar (serie base) cuenta o no 
con una serie de referencia (serie ya homogénea y con 

alta correlación con la serie base), se utiliza la prueba t 
o la prueba F (test t si se tiene serie de referencia y test 
F si no se tiene serie de referencia). En el caso sin serie 
de referencia, la prueba F de máxima penalidad permite 
que las series de tiempo tengan una tendencia lineal 
durante todo el período del registro de datos, es decir, 
sin cambio en el componente de la tendencia. Los 
resultados sin el uso de una serie de referencia son, sin 
embargo, menos confiables que en el caso con 
referencia. Por este motivo, en el presente trabajo se 
trató de utilizar series de referencia tanto como fue 
posible. 
En cuanto a las técnicas de relleno, se optó por 
implementar un algoritmo de aprendizaje profundo 
(DL o deep learning), que es un subcampo específico 
del aprendizaje automático (machine learning). 
Representa la idea de capas sucesivas de modo que la 
cantidad de capas que contribuyen a un modelo de datos 
se denomina profundidad del modelo (Chollet, F., 
2018). Las redes neuronales con múltiples capas se 
denominan Redes Neuronales Profundas (DNN por sus 
siglas en inglés). Una de las librerías de aprendizaje 
profundo disponible para el desarrollo de redes 
neuronales profundas es Keras (Keras, 2019). Esta 
librería es una API de redes neuronales de alto nivel, 
escrita en Python y desarrollada con un enfoque que 
permite su implementación rápida. En la Fig. 6 se 
observa la composición de una red neuronal profunda 
(DNN), donde x1; x2 y x3 son las características de 
entrada, seguidas de dos capas de neuronas ocultas, y 
finalmente la capa de salida z1 y z2.

Figura 6. Estructura de una red neuronal profunda 
(DNN) de 2 capas ocultas.
Cada neurona contiene una función de activación y un 
valor límite. El valor límite es el mínimo valor que una 

entrada debe tener para activar la neurona. Una función 
de activación está diseñada para el límite de salida de la 
neurona, usualmente para valores entre 0 a 1, o -1 a +1. 
Existen varios tipos de funciones de activación 
disponibles en DL (Moolayil, 2019); en este trabajo se 
han utilizado las funciones Sigmoid y ReLu con valores 
límite de 0 a 1, que se muestran en la Fig. 7. 

Figura 7. Funciones de activación. a) Sigmoid y b) 
ReLU (Moolayil, 2019) utilizadas en este trabajo.
El algoritmo DL utiliza una “función de costo” que es la 
función que se debe minimizar para obtener el mejor 
valor de cada parámetro en el modelo. Las funciones de 
costo más populares son el Error Cuadrático Medio 
(MSE) y el Error Absoluto Medio (MAE). Para reducir 
el costo se utilizan optimizadores, funciones que buscan 
el mejor valor de los parámetros. Su elección y uso 
adecuado constituye la parte más importante del 
llamado “entrenamiento” de la red neuronal. 
Básicamente una función optimizador es un algoritmo 
matemático que emplea reglas del cálculo diferencial 

(derivadas, gradientes) para encontrar óptimos en la red 
a partir de variaciones en el peso relativo de cada 
neurona. En este trabajo se utilizaron los optimizadores 
de Descenso de Gradiente Estocastico (SGD, Stochastic 
Gradient Descent) y el de Estimación de Momento 
Adaptativo (AdAM, Adaptive Moment Estimation).
1.2 Relleno y homogeneización de las series
Se siguieron los siguientes pasos:
1. Descarga de datos crudos y preprocesamiento a un 

formato estándar.
2. Filtro de series en base a datos ausentes y puntos de 

cambio (sin referencia).
3. Homogeneización 1: Se realizó la agrupación para la 

homogeneización con y sin referencia por cada 
grupo.

4. Reconstrucción de series PRCP y TMP con redes 
neuronales profundas, DNN.

5. Homogeneización 2: Se repite el paso 3 pero ahora 
sin agrupación y se realizan ajustes finales.

Estos pasos se encuentran en el diagrama de flujo de la 
Figura 8.

Figura 8. Secuencia metodológica implementada en el 
proceso de homogeneización y reconstrucción de las 
series climáticas de precipitación y temperatura
El filtro del paso 2 consistió en eliminar series con más 
de 30% de datos ausentes (sin importar su ubicación en 
la serie temporal) y eliminar series con más de 5 puntos 
de cambio. En este paso ya se usó RHTests bajo la 
modalidad “sin referencia”; por tanto, este filtro evaluó 
únicamente la consistencia interna de las series. A 
continuación, se procedió a agrupar estaciones tanto 
para PRCP como para TMP en función de su altura 
s.n.m. y su ubicación espacial. La agrupación permite 
determinar la significancia de los puntos de cambio. Se 

obtuvieron 35 regiones para precipitación y 26 para 
temperatura. La Fig. 9 muestra la regionalización para 
la precipitación. 

Figura 9. Regionalización del dominio de estudio: 35 
regiones para precipitación.
El paso 4 (reconstrucción de series mediante DNN) es el 
más novedoso del trabajo. Se utilizaron funciones de 
activación Linear y ReLU según el diagrama de flujo de 
la Figura 10. Por un lado, se acumularon las estaciones 
completas y homogéneas (las mejores estaciones de 
partida) junto con las extraídas de la PCA (3 variables: 
precipitación, evaporación y escorrentía) para conformar 
los predictores del método DNN; por el otro lado, se 
ordenaron las series incompletas identificando como 
objetivo las variables a ser reconstruidas en cada una. 

Figura 10. Diagrama de flujo para el relleno o 
reconstrucción de series de precipitación y temperatura 
mediante redes neuronales profundas (DNN). 

Abreviaciones: LAFDM: Datos de la plataforma 
Princeton Analytics para Latinoamérica, DA: Datos 
ausentes, DNN: Redes neuronales profundas, CC: 
Coeficiente de correlación, MLR: Regresión lineal 
múltiple.
Se procedió a ajustar mediante regresión lineal múltiple 
(MLR) y mediante DNN cada una de las series objetivo, 
luego se calculó el Error Cuadrático Medio (MSE) y el 
Error Absoluto Medio (MAE) en ambos casos, junto 
con los coeficientes de correlación para poder distinguir 
si el ajuste por DNN es mejor que el MLR. La ventaja 
del método DNN es que el proceso de “entrenamiento” 
de las redes permite mejorar el ajuste hasta que, 
eventualmente, supera al MLR. Como se ve en el 
diagrama de flujo, el proceso de entrenamiento se repite 
hasta que el error del DNN sea menor que el del MLR. 
La Fig. 11 muestra la estructura de la red neuronal 
profunda, DNN, que se utilizó en el trabajo. Se 
muestran las 4 capas escondidas, cada una con 27 
neuronas y sus respectivas activaciones, y los datos de 
salida de la red ya entrenada.  

Figura 11. Estructura de la red neuronal para la 
reconstrucción de PRCP: Datos de entrada, 4 capas 
escondidas de 27 neuronas c/u, y datos de salida.
Una vez rellenada la serie con el dato ajustado por DNN 
se pasa al siguiente dato ausente. El proceso se detiene, 
finalmente, cuando se ha rellenado la totalidad de datos 
ausentes en la serie. 
Como último paso (paso 5), se realiza una segunda 
corrida en RHTestsV4 para verificar que no se haya 
introducido puntos de cambio nuevos durante el 
rellenado. Las series que pasan esta última prueba de 
homogeneización son, finalmente, consideradas 
completas y homogéneas.
3. Resultados del Proceso de Relleno y 
Homogeneización 
Los resultados para cada estación fueron similares a los 

que se muestra en las figuras siguientes. La Fig. 12 
muestra el ajuste MLR para la estación Tiraque, en 
unidades normalizadas. Se destaca una parte de la serie 
para mostrar que el modelo contempla el dato de 
precipitación cero (valores negativos excluidos) como 
límite inferior. La Fig. 13 muestra la misma estación, 
pero ahora con el modelo ajustado por DNN. Si bien 
ambos modelos lucen similares, el cálculo del error 
permite distinguirlos. Para el caso mostrado, se obtuvo 
un MSE de 0.1243 en el MLR y de 0.1107 en el DNN. 
Esta mejora de alrededor de 1% a favor del DNN se 
observó en todas las series. Del mismo modo, la 
correlación del ajuste DNN (0.8717) fue superior que la 
del ajuste MLR (0.8531). 

Figura 12. Modelo MLR para la estación TP3304 
(Tiraque)-Precipitación. En negro los valores originales 
de la serie y en rojo los valores modelados.
  

Figura 13. Modelo DNN para la estación TP3304 
(Tiraque) - Precipitación. En azul los valores originales 
de la serie y en rojo los valores modelados.
Una vez obtenido un ajuste DNN superior al MLR, se 
utilizó tal modelo para rellenar los datos faltantes en 
cada una de las series. Por ejemplo, la Fig. 14 muestra el 
resultado para la estación Mizque, en mm de 
precipitación, para el rango de estudio. Para 
temperatura, máxima y mínima, el procedimiento arrojó 
resultados análogos. La Fig. 15 muestra el relleno de la 
serie de Temperatura Mínima en la estación La 
Tamborada.

Figura 14. Estación TP2045 (Mizque), precipitación, 
reconstruida a partir del modelo DNN. En rojo los datos 
rellenados.

Figura 15. Estación TP2597 (La Tamborada), 
temperatura mínima, reconstruida a partir del modelo 
DNN. En rojo los datos rellenados.
Tras el rellenado de series con DNN se obtuvieron 190 
estaciones de precipitación y 93 de temperatura, previo a 
la última homogeneización. Se muestra en la Fig. 16 la 
salida del proceso de homogeneización en RHTestsV4 
para precipitación y en la Fig. 17 para temperatura. El 
cálculo detecta los puntos de cambio (puntos donde se 
pierde la homogeneidad) en la serie. Los ejemplos de las 
Figs. 16 y 17 corresponden a series que fueron 
descartadas por tener uno o más puntos de cambio tras el 
rellenado. Una vez revisadas todas las estaciones y 
filtradas las que traían puntos de cambio, se redujo la 
serie de estaciones con datos completos y homogéneos a 
91 para precipitación y 53 para temperatura. Este es el 
resultado final del trabajo. Todas las series se encuentran 
disponibles para descarga libre en el repositorio 
https://github.com/MarkoAndrade/PMVC-UMSS. 

Figura 16. Homogeneización de la estación P4120 
(Base) con la referencia CO3874 en RHTestsV4 para 
Precipitación. La línea azul muestra una discontinuidad 
(punto de cambio).

Figura 17. Homogeneización de la estación CP2775 en 
RHTestsV4 para Temperatura Mínima. La línea azul 
muestra una discontinuidad (punto de cambio).
4. Conclusiones
El trabajo permitió desarrollar una nueva alternativa 
para el control de calidad de series climáticas, la cual 
tiene como principal novedad la inclusión de métodos 
basados en Redes Neuronales Profundas (DNN). 
Asimismo, incorporó a RHTests como una herramienta 
de homogeneización diferente a las que se habían 
utilizado en estudios previos. Ambas mejoras 
permitieron obtener series mensuales de precipitación y 
temperatura para toda Bolivia, completas y 
homogéneas, con mejores ajustes que los obtenidos con 
procedimientos tradicionales. El desarrollo acelerado de 
los métodos basados en redes neuronales y su inclusión 
en la solución de problemas climatológicos, hace pensar 
que a futuro estos métodos serán preferibles en 
comparación con los métodos estadísticos tradicionales. 
En cuanto al resultado final, no discrepa demasiado de 
reportes previos sobre la temática. Muestra que los datos 
provistos por las estaciones climatológicas del país son, 
en su mayor parte, incompletos y faltos de 
homogeneidad. Esto hace que, tras un control de calidad 
como el del presente trabajo, se tengan que desechar 
alrededor del 90% de las estaciones disponibles de 
inicio, reduciendo considerablemente la información 

climática disponible en el país. Esta situación obliga a 
buscar continuamente mejoras para el relleno y 
homogeneización de series climáticas en Bolivia.
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2014) así como en el libro “Estadística y quimiometría 
para química analítica” (Miller, J.C. 2005). Todo el 
análisis estadístico se realizó con el software RStudio 
versión 4.0.4 empleando un nivel de significancia de 
0,05.  
Linealidad
La linealidad del método se evaluó mediante una 
regresión lineal simple entre la cantidad de nitrógeno 
orgánico y la masa de quinua molida, para lo cual se 
consideraron inicialmente 5 puntos: 0,1; 0,2; 0,3; 0,4 y 
0,5 g de quinua. Adicionalmente se determinaron el 
coeficiente de correlación de Pearson, el coeficiente de 
determinación, los intervalos de confianza al 95% de la 
ordenada y al origen y la pendiente, así como la suma de 
cuadrados de los residuales. Los valores de nitrógeno 
orgánico para cada masa de quinua fueron 
determinados por triplicado y el blanco fue el promedio 
de 5 corridas experimentales consecutivas. 
Límite de detección, límite de cuantificación y límite 
de blanco
El límite de blanco (Ec. 3), límite de detección (Ec. 4) y 
límite de cuantificación (Ec. 5) se determinaron con 
base en las ecuaciones indicadas por Armbruster & Pry 
(Armbruster, D.A., Pry, T. 2008) como se muestran a 
continuación:

En estas ecuaciones  LoB es el límite de blanco, LoD es 
el límite de detección, LoQ es el límite de 
cuantificación,  mediablancos es el promedio de los 
blancos medidos, sdblancos es la desviación estándar de 
los blancos medidos y sdm  es la desviación estándar de 
muestras con baja concentración de analito (en nuestro 
caso 0.1 g de quinua, cuyas cantidades de proteína 
corresponden a valores muy cercanos al blanco). El 
factor de multiplicación 3 para LoQ es arbitrario y fue 
definido de forma análoga a las ecuaciones presentadas 
en Miller & Miller (Miller, J.N., Miller, J.C. 2005). Para 
determinar estos parámetros se consideraron 6 réplicas 
de blancos que consistieron en agua desionizada.  
Exactitud: sesgo y ensayo de recuperación
La exactitud del método se evaluó determinando tanto 
el sesgo como realizando ensayos de recuperación 
empleando glicina como sustancia de referencia 
(Bufferck, M., Muhleiss, A. 2018). Los ensayos de 
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La quinua es una planta nativa de la región Andina que 
es ampliamente cultivada debido a las notables 
propiedades nutricionales de su semilla  (Jacobsen, S.E. 
2006); (Bazile, D., Jacobsen, S.E, Verniau, A.  2016). Si 
bien el contenido proteico de esta (aproximadamente 
15% (Abugoch James, L.E. 2009) es ligeramente 
superior al de alimentos como la cebada, trigo o avena 
(Abugoch James, L.E. 2009; Repo-Carrasco, R., 
Espinoza, C., Jacobsen, S.E. 2003) lo que en realidad la 
hace notoria es el balance de aminoácidos que presenta, 
cubriendo un rango más amplio que los cereales y 
legumbres además de exhibir un contenido alto de lisina 
y metionina, aminoácidos limitantes en la mayoría de 
estos alimentos (Abugoch James, L.E. 2009). A esto se 
suma su alto valor biológico (proporción de la proteína 
del alimento que es incorporado a las proteínas del 
cuerpo) así como la baja huella hídrica y de carbono que 
representa el crecimiento de la planta 
(Gordillo-Bastidas, E., Díaz-Rizzolo, D.A., Roura, E., 
Massanés, T., Gomis, R. 2016). 
Dada la importancia del consumo de proteínas en la 
dieta humana, determinar el contenido de estas en los 
alimentos es una tarea frecuente en el control de calidad 
y caracterización de productos alimenticios; lo cual es 
particularmente cierto en el caso de alimentos con una 

alta calidad proteica como la quinua. Para determinar el 
porcentaje de proteína en los alimentos se pueden 
aplicar principalmente dos métodos químicos, el 
método de Kjeldahl que estima el contenido de proteína 
a partir de la medición del nitrógeno orgánico total, y el 
método de Dumas, que se basa en la combustión de la 
muestra y en la cuantificación de su proteína a partir de 
la reducción de los óxidos de nitrógeno formados a 
nitrógeno gaseoso (N2) (Nielsen, S.S., 2010). El método 
de Kjeldahl es tradicionalmente el más usado, aunque la 
facilidad de automatización, rapidez y la ausencia de 
reactivos peligrosos en el procedimiento han provocado 
que el método de Dumas sea aplicado cada vez más 
frecuentemente en la actualidad (Müller, J., 2017).
La determinación de proteína mediante el método de 
Kjeldahl involucra tres etapas: digestión, destilación y 
titulación. En la primera etapa se busca transformar el 
nitrógeno orgánico del producto alimenticio 
(mayormente asociado a proteínas) en una sal 
inorgánica donde este nitrógeno se encuentre accesible 
para un procesamiento posterior. En la destilación, el 
nitrógeno proveniente de la digestión es transformado 
en amoniaco, el cual es colectado en una solución ácida 
de donde es determinado por titulación o 
retro-titulación con un ácido o base estandarizada 

respectivamente (Buffler, M., 2017).
Debido a la creciente necesidad de contar con 
equipamiento y un procedimiento accesible para 
determinar el contenido proteico de productos 
alimenticios en el Centro de Tecnología Agroindustrial 
es que se plantea el presente trabajo con el propósito de 
reacondicionar el instrumental disponible y desarrollar 
un protocolo propio estandarizado con el cual 
estudiantes de grado puedan llevar a cabo la 
determinación de proteína en quinua o desarrollar 
protocolos similares para otros productos alimenticios.    
2. Materiales y Métodos
Equipamiento
El método para la determinación de proteína en granos 
de quinua se estandarizó empleando un destilador 
micro-Kjeldahl (Figura 1A) que fue reacondicionado 
para tales fines mediante la incorporación de una 
resistencia eléctrica nueva y un controlador de potencia 
(Figura 1B). El aparato fue instalado en una campana de 
extracción para lograr la expulsión de los gases 
desprendidos durante el procesamiento de las muestras. 
Adicionalmente se utilizaron una balanza analítica 
(Mettler Toledo ME104, Ohio, EUA), balanza de 
precisión (Mettler Toledo ME4002, Ohio,EUA), 
desionizador de agua (Merck Simplicity®), Darmstadt, 
Alemania), hornilla eléctrica (Fisatom 500, Saõ Paulo, 
Brasil) y termómetro infrarrojo (Surpeer IR5D, 
Guangdong, China).

Figura 1. Equipo micro-Kjeldahl para determinar 
proteína en quinua. A) Destilador micro-Kjeldahl B) 
Resistencia eléctrica y controlador de potencia
Reactivos
Todos los reactivos empleados en el trabajo 
experimental fueron de grado analítico e incluyeron 
ácido sulfúrico (H2SO4 95%, Merck), hidróxido de 
sodio (NaOH 99%, Merck), sulfato de cobre (II) 
pentahidratado (CuSO4·5H2O 99%, Sigma), sulfato de 
sodio anhidro (Na2SO4 99%, Merck), rojo de metilo 
(Scharlau), verde de bromocresol (Scharlau), 
fenolftaleína (Scharlau), carbonato de sodio (Na2CO3 
99%, Merck), biftalato de potasio (99%, Scharlau), 
glicina (99%, Sigma, sustancia de referencia) y alcohol 
isopropílico (99%,Sigma-Aldrich). Se utilizó agua 
desionizada para todas las corridas experimentales y en 
la preparación de todas las soluciones acuosas.
Preparación de las muestras
Para la estandarización del método se emplearon granos 
de quinua comercial (Quinua real Salem®), los cuales 
fueron molidos con ayuda de un molino manual para 
luego ser tamizados a través de una malla de acero 
inoxidable de 20 mesh (0.841 mm). La harina resultante 
fue guardada en un envase de vidrio seco hasta su 
utilización respectivamente (Chang, S.K.C. 2010).  
Procedimiento general para la determinación de 
proteína
Una cantidad de quinua molida (entre 0.1 y 0.4 g) y 
tamizada (< 1mm) se agregó al matraz Kjeldahl junto 
con 2 g de Na2SO4 anhidro y 0.1 g de CuSO4·5H2O. A la 
mezcla resultante se agregaron 5 mL de H2SO4 y el 

matraz se llevó a calentamiento durante 65 minutos a 
una temperatura aproximada de 370°C (medida con un 
termómetro infrarrojo). Finalizada la etapa de digestión 
(se obtiene una solución de apariencia verde-azulada 
tenue) se dejó enfriar por 10 minutos y se adicionaron 
aprox. 5 mL de agua desionizada para trasvasar 
completamente el contenido digerido del matraz al 
destilador ya en calentamiento (ver Material 
Suplementario Sec. 1). Para iniciar la destilación se 
agregaron 20 mL de una solución de NaOH 50% p/v y 
el destilado se recibió en 25 mL de solución 
estandarizada de H2SO4 (ver Material Suplementario 
Sec. 2) hasta lograr un volumen final de 100 mL. El 
exceso de ácido sulfúrico sin neutralizar de esta 
solución fue entonces titulado (retro-titulación) con una 
solución estandarizada de NaOH (ver Material 
Suplementario Sec. 3) utilizando rojo de metilo como 
indicador (Nielsen, S.S., 2010; da Silva, T.E., Detmann, 
E., de Oliveira Franco, M., Nobre Palma, M.N. and 
Rocha, G.C. 2016). A partir del volumen consumido de 
esta solución de NaOH se determinó el porcentaje de 
proteína en las muestras de quinua empleando las 
Ecuaciones 1 y 2:

Donde             corresponde al volumen de ácido sulfúrico 
donde se recibe inicialmente el destilado (los 25 mL),                                                                                          
es           es la normalidad del H2SO4 estandarizado, VNaOH 
es el volumen consumido (en mL) de NaOH 
estandarizado al momento de la titulación, NNaOH es la 
normalidad estandarizada de la solución de NaOH y NB 
es la cantidad (en gramos) de nitrógeno que contiene el 
blanco. El factor 6,25 permite realizar la conversión 
entre nitrógeno-proteína para el caso de la quinua 
(Gonzalez, J.A., Konishi, Y., Bruno, M., Valoy, M., 
Prado, F.E. 2012; Elsohaimy, S.A., Refaay, T.M., 
Zaytoun, M.A.M. 2015) siendo el mismo valor asumido 
para gran parte de los alimentos, aunque varía en varios 
casos.  
Estandarización del método
La estandarización del método se basó tanto en los 
lineamientos del Consejo Internacional de 
Armonización (ICH por sus siglas en inglés) en su guía 
Q2(R1) “Validación de procedimientos analíticos: texto 
y metodología” (ICH Harmonized Tripartite Guideline, 

recuperación se realizaron por triplicado en la parte 
baja, media y alta de la línea de regresión, para lo cual 
se pesó una cantidad base de quinua molida (0,100 g) a 
la que se agregaron 0,010; 0,020 y 0,027 g de glicina de 
tal forma que se obtuvieron cantidades totales de 
nitrógeno en la zona baja, media y alta de la línea de 
regresión. Dado que esta cantidad determinada de 
nitrógeno proviene tanto de la quinua como de la glicina 
añadida, la cantidad que aporta específicamente esta 
última se puede determinar por diferencia (valor 
experimental) luego de calcular la cantidad de 
nitrógeno aportado por la quinua mediante la ecuación 
de regresión lineal. Este valor puede ser comparado con 
el valor teórico de nitrógeno en la glicina, el cual se 
calcula a partir de la masa añadida de esta y su fórmula 
molecular. Del cociente entre la cantidad de nitrógeno 
experimental y teórico para la glicina es que se define la 
exactitud del método como porcentaje de recuperación.
El sesgo se evaluó determinando la masa experimental 
de glicina a partir de la masa de nitrógeno hallado 
experimentalmente con el método propuesto y 
comparando estos valores con las masas teóricas 
conocidas de glicina que fueron añadidas a las muestras 
de quinua molida. La comparación se realizó mediante 
una prueba t de Student para varianzas desiguales 
donde la hipótesis nula (no hay diferencia significativa) 
es aceptada para valores de P mayores a 0,05.
Rango
El rango de aplicabilidad del método se determinó a 
partir de la evaluación de la regresión lineal y 
considerando la exactitud del mismo en la zona baja, 
media y alta de esta misma regresión.  A través del 
rango se buscó definir que del 80% al 120% de la 
cantidad recomendada de quinua para realizar el ensayo 
se encuentren dentro del rango abarcado por la 
regresión lineal. 
Precisión: repetibilidad y precisión intermedia
La precisión se evaluó como: repetibilidad y precisión 
intermedia. La repetibilidad se determinó como el 
coeficiente de variación de 6 muestras consecutivas de 
quinua (0,4 g); mientras que la precisión intermedia se 
evaluó mediante un diseño experimental de dos factores 
(Día y Analista) a dos niveles cada uno (22) (sin 
réplicas) donde cada corrida experimental correspondió 
a la determinación del porcentaje de proteína en 
muestras de 0,3 g de quinua.   
3. Resultados y Discusión

La regresión lineal se muestra en la Figura 2A. La curva 
se obtuvo con 4 puntos porque las corridas 
experimentales que se probaron con 0,5 g de quinua 
fueron infructuosas, ya sea porque la muestra no se 
digería completamente, o debido a pérdidas importantes 
de material producto de salpicaduras por la excesiva 
cantidad de material orgánico para el volumen de 
H2SO4 empleado en la digestión. Emplear una mayor 
cantidad de H2SO4 no fue factible dado que su volumen 
define la cantidad de NaOH de neutralización (PanReac 
AppliChem. 2018). Sumados ambos volúmenes, 
cuando se emplean más de 5 mL de H2SO4, sobrepasan 
la capacidad de la cámara del destilador 
micro-Kjeldahl.

Figura 2. (A) Regresión lineal entre la cantidad de 
proteína [g] y la masa de quinua empleada [g]. (B) 
Regresión lineal entre el contenido de nitrógeno [g] y la 
masa de quinua [g].

Las ecuaciones resultantes de esta regresión lineal tanto 
para la cantidad de proteína como para la de nitrógeno 
en función de la masa de quinua (Figura 2B) se 
muestran en las Ecuaciones 6 y 7, respectivamente. Las 
características más importantes de la regresión lineal 
entre la masa de proteína y la masa de quinua se 
encuentran resumidas en la Tabla 1:

El valor cercano a 1 del coeficiente de correlación de 
Pearson da cuenta del ajuste adecuado de los datos 
experimentales con la línea de regresión. Esta misma 
bondad se ve reflejada en el coeficiente de 
determinación y en la suma de cuadrados de los 
residuales, cuyo valor hallado al ser cercano a cero, 
reafirma la buena adecuación del modelo a los datos. 
Por otro lado, el límite de blanco para el método fue 
0,0129 g de proteína de quinua, mientras que el límite 
de detección y límite de cuantificación corresponden a 
0,0144 g y 0,0174 g de proteína respectivamente. Es 
importante notar que la cantidad de proteína 
correspondiente a 0,1 g de quinua se encuentra por 
debajo del límite de cuantificación y aunque esto no 
trajo consecuencias negativas para la regresión lineal 
que se realizó, indica que la cantidad mínima de quinua 
que tendría que analizarse mediante este método debe 
ser mayor o igual a 0,2 g.
Tabla 1
Características de la regresión lineal entre la cantidad 
de proteína [g] y la masa de quinua [g]

En cuanto a la exactitud, puede verse claramente que el 
método mejora a medida que la evaluación pasa de la 

zona baja de la línea de regresión a la zona media y alta 
(Tabla 2). Esto indica que se tiene una mejor exactitud 
(107% expresada como recuperación) a medida que la 
cantidad de quinua sujeta a análisis aumenta, siendo el 
límite superior 0,4 g y el límite inferior los ya 
mencionados 0,2 g. Ambos valores entonces 
delimitarían el rango de aplicabilidad del método e 
indican que la masa más adecuada de quinua para 
realizar el ensayo es de 0,3 g considerando que el 80% 
de este valor se encuentra cabalmente por encima del 
límite inferior, mientras que el 120% se encuentra por 
debajo del límite superior. 
Tabla 2
Exactitud del método micro-Kjeldahl (evaluado como 
% recuperación) para determinar proteína en granos 
de quinua 

a Zona baja, media y alta de la línea de regresión
b Volumen de NaOH estandarizado empleado en la 

titulación
c Cantidad de nitrógeno en la glicina (valor teórico)
d Cantidad de nitrógeno en la glicina determinado 

experimentalmente
Como era de esperarse, el método es más inexacto 
cuando se hacen mediciones con 0,1 g de quinua dado 
que se encuentra muy cercano a los valores del blanco y 
por debajo del límite de cuantificación. Adicionalmente 
puede observarse que el método exhibe una tendencia a 
sobre-estimar la cantidad de nitrógeno presente en las 

muestras; esto se explica por la titulación del H2SO4 
remanente con NaOH estandarizado empleando rojo de 
metilo como indicador, el cual vira en un rango de pH 
entre 4,4-6,2. Como se titula hasta un pH ligeramente 
ácido y no hasta neutralización, hay un exceso de ácido 
que se contabiliza como neutralizado por el amoniaco 
proveniente de la muestra. Si en lugar de rojo de metilo 
se empleara un pH-metro para monitorear la 
neutralización se conseguirían resultados más exactos. 
Por otro lado, se ha reportado que la principal fuente de 
incertidumbre en el método Kjeldahl para la 
determinación de nitrógeno es el material volumétrico 
que se emplea en el proceso (Anglov, T., Petersen, I.M., 
Kristiansen, J. 2003). Basándonos en la 
experimentación realizada y el protocolo establecido, la 
bureta empleada en la etapa de titulación final sería la 
que afecta más en la determinación de proteína y tendría 
que ser de la mejor precisión posible.   
Por otro lado, los resultados de la evaluación del sesgo 
muestran en todos los casos, ya sea en la parte baja, 
media o alta de la regresión lineal, que no hay 
diferencias significativas entre los valores teóricos 
conocidos de la sustancia de referencia (glicina) y los 
valores determinados experimentalmente (ver Tabla 3); 
indicando que el método es aceptable y de una 
veracidad adecuada.
Tabla 3
Exactitud del método micro-Kjeldahl (evaluado como 
sesgo) para determinar proteína en granos de quinua 

a Zona baja, media y alta de la línea de regresión
b Valor de P determinando mediante la prueba t de 

Student para muestras con varianzas desiguales

En lo que concierne a la evaluación de la precisión del 
método, esta se realizó considerando tanto la 
repetibilidad como la precisión intermedia. Para 
determinar la primera se empleó 0,4 g de quinua molida 
en concordancia con los lineamientos de la ICH, los 
cuales indican realizar 6 determinaciones al 100% de la 
concentración de prueba (ICH Harmonised Tripartite 
Guideline 2014) Los resultados obtenidos se muestran 
en la Tabla 4.
Tabla 4 
Repetibilidad del método micro-Kjeldahl para 
determinar proteína en granos de quinua

a Volumen de NaOH estandarizado empleado en la 
titulación
Con las mediciones presentadas en la Tabla 4 se 
determinó el promedio, desviación estándar y 
coeficiente de variación, para los cuales se obtuvieron 
los valores de 14,94%, 0,63 y 4,2% respectivamente. 
Por otro lado, los resultados del diseño experimental 
empleado (22 sin réplicas) para evaluar la precisión 
intermedia se muestran en la Tabla 5.
Tabla 5
Porcentajes de proteína obtenidos en el diseño 
experimental 22

Dado que no fue posible realizar réplicas debido al 
tiempo que dura cada corrida experimental, el diseño 
experimental planteado fue evaluado empleando una 

gráfica de Pareto (Figura 3) donde se utilizó el método 
de Lenth para determinar los valores críticos.

Figura 3. Gráfica de Pareto para los efectos de los factores 
Día y Analistaa

a ME es el margen de error determinado mediante el 
método de Lenth empleando el procedimiento por 
defecto del paquete “unrepx” en RStudio
Los valores obtenidos para el margen de error (ME) y el 
margen de error simultáneo (SME) fueron 2,87 y 7,19 
respectivamente. Como puede apreciarse en la Figura 3, 
ni el efecto del Día, Analista o la interacción de ambos 
puede considerarse significativa y el método podría 
aplicarse independientemente del día en el que este se 
realice o la persona que lo aplique.
4. Conclusiones
Se ha estandarizado un método micro-Kjeldahl para la 
determinación de proteína en granos de quinua. El 
método es relativamente sencillo de aplicar y constituye 
una alternativa para que estudiantes de grado y tesistas 
que no tienen acceso a normativa oficial puedan 
determinar proteína en granos de quinua o desarrollar 
métodos análogos para otros productos alimenticios. El 
método muestra una relación lineal entre la cantidad de 
proteína determinada y la masa de quinua procesada 
(R2=0,9967), presentando un límite de detección y 
límite de cuantificación de 0,0144 g y 0,0174 g de 
proteína respectivamente. El método es aplicable para 
muestras de quinua entre 0,2-0,4 g y tiene una mejor 
exactitud a medida que la masa de quinua usada en el 
procedimiento aumenta (107% de recuperación en la 
parte media y alta de la línea de regresión). La 
repetibilidad del método se cuantificó como el 
coeficiente de variación de seis mediciones 
consecutivas y presenta un valor de 4,2% lo que indica 
una adecuada precisión del método. La determinación 

de proteína mediante el protocolo planteado no depende 
del día ni del analista que lo aplique.    
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Toda serie de datos climáticos proveniente de 
estaciones de monitoreo debe pasar por una revisión o 
control de calidad antes de ser utilizada en estudios 
concretos. Por lo general los esfuerzos se orientan a 
analizar la homogeneidad de las series históricas de 
modo que cualquier conclusión basada en tales registros 
sea suficientemente representativa del comportamiento 
real del clima (Peterson et al., 1998). Algunas de las 
causas más comunes de inhomogeneidades en los 
registros climáticos son los cambios en la 
instrumentación, en el observador, en la ubicación y 
exposición de la estación de monitoreo, y en los 
procedimientos observacionales (Wang, 2008a). Estos 
cambios artificiales en las series de datos se conocen 
como puntos de quiebre o puntos de cambio; se han 
desarrollado distintos algoritmos para identificarlos, 

distinguirlos de los cambios reales y, eventualmente, 
corregirlos. Un segundo problema, también bastante 
frecuente en el control de calidad de series climáticas, 
es el referido a la cantidad de datos faltantes. En 
algunos casos el porcentaje de faltantes es tan alto que 
la serie debe ser desechada ya que no podría justificarse 
estadísticamente ningún proceso de rellenado artificial. 
En el caso de Bolivia, las series de precipitación pluvial 
y de temperatura (máxima y mínima) son provistas por 
el Servicio Nacional de Meteorología e Hidrología 
(SENAMHI) que cuenta con estaciones de monitoreo 
en distintas zonas del país. Se observa que la cantidad 
de estaciones es baja para la extensión territorial de 
Bolivia, y además, los registros presentan notorias 
discontinuidades (datos faltantes) al margen de las 
inhomogeneidades propias de cualquier serie climática. 

Si bien existen reportes previos sobre control de calidad 
en series climáticas de SENAMHI-Bolivia, se propone 
en este trabajo una metodología alternativa para el 
relleno y homogeneización de series mensuales de 
precipitación pluvial y temperatura. Se ha escogido 
como periodo de estudio 1980 a 2015 y seleccionado las 
estaciones de monitoreo SENAMHI que cumplen con 
la condición de ausentes con un porcentaje menor al 
30%. El relleno se realizó utilizando algoritmos de 
redes neuronales en los cuales cada serie es completada 
con ayuda de estaciones próximas (con las que tiene 
buena correlación) y acudiendo también, en algunos 
casos, a series de datos ajenas a la base de SENAMHI 
(fuentes externas) con las que la serie a ser completada 
tiene buena correlación. Se ha podido evidenciar que 
los métodos de redes neuronales son más eficientes que 
los métodos estadísticos convencionales para el relleno 
de este tipo de series temporales. En cuanto a la 
homogeneización de las series, existen reportes de 
comparación entre distintos algoritmos utilizados en la 
actualidad (Venema, 2012) en los que se contemplan los 
softwares más utilizados por la comunidad en la 
homogenización de series mensuales de precipitación y 
temperatura. La mayor parte de los algoritmos se basan 
en aproximaciones de homogeneización relativa, la cual 
asume que estaciones cercanas están expuestas a 
condiciones climáticas parecidas y que cualquier 
diferencia entre estaciones cercanas puede utilizarse 
para detectar inhomogeneidades. Algunos de los 
paquetes de homogenización más recientes son 
(Guijarro, 2017): Climatol 3.0 (Guijarro, 2018), 
ACMANT 3.0 (Domonkos, 2014), (Domonkos and 
Coll, 2017), MASH 3.03 (Szentimrey, 2007), 
RH-testsV4 (Wang & Feng, 2013b), USHCN v52d 
(Menne & Williams, 2005), HOMER 2.6 (Mestre, 
2013). En este trabajo se ha utilizado RHtestsV4, el cual 
consiste una paquetería en R (R Core Team, 2019) con 
la cual se puede detectar y corregir múltiples puntos de 
cambio que podrían estar presentes en series climáticas 
con errores autorregresivos de primer orden. Las series 
pueden ser de precipitación, temperatura o cualquier 
otra variable climática, y de tipo diario, mensual o anual 
(se excluye las series de precipitación diaria por no 
tener un comportamiento gaussiano, requiriendo una 
variante de RHtests que en este trabajo no fue 
necesario). RHtestsV4 se basa en el test t de máxima 
penalidad (Wang, 2007) y en el test F de máxima 
penalidad (Wang, 2008b), incluidos ambos en un 
algoritmo de testeo recursivo. Dependiendo de si la 

serie temporal a homogeneizar (serie base) cuenta o no 
con una serie de referencia (serie ya homogénea y con 
alta correlación con la serie base), se utiliza el test t o el 
test F (test t si se tiene serie de referencia y test F si no 
se tiene serie de referencia). En las secciones 
subsiguientes se explica con más detalle tanto el 
procedimiento de relleno como el de homogeneización 
aplicado a las series climáticas seleccionadas para 
Bolivia. El trabajo concluye con la presentación de las 
series mensuales de precipitación y temperatura 
completas y homogéneas, almacenadas en un 
repositorio virtual de acceso libre para toda la 
comunidad.
2. Métodos
En este estudio se ha utilizado la base de datos SISMET 
del Servicio Nacional de Meteorología e Hidrología de 
Bolivia (SENAMHI, 2020) para el periodo 1980 a 
2015. Si bien la base cuenta con información climática 
de más de 1200 estaciones, no todas cubren el rango 
requerido en el trabajo. Se seleccionaron, de inicio, 190 
estaciones para precipitación y 92 para temperatura 
máxima y mínima según el criterio de cubrir el período 
de estudio con un porcentaje de datos faltantes menor a 
30 %. Las Figs. 1 y 2 muestran la ubicación geográfica 
de las estaciones, tanto para precipitación como para 
temperatura. Se observa una mayor densidad de 
estaciones en la zona central del país en comparación 
con el noreste y el sudoeste que están poco 
monitoreados. Para fines de comparación, se han 
considerado también datos provenientes de fuentes 
externas. Una de esas fuentes proviene de la Unidad de 
Investigación Climática (Climatic Research Unity, 
CRU) de la Universidad East Anglia (Harris, I. et al., 
2014). Los datos CRU han sido generados por 
interpolación de datos disponibles de estaciones 
meteorológicas de todo el mundo, logrando una 
resolución de 0.5° latitud/longitud. Si bien esta 
resolución no es suficiente para, por ejemplo, estudios 
hidrológicos, ya permite tener una idea de la 
climatología del país y sirve de base en este trabajo para 
fines de comparación. Las Figs. 3 y 4 muestran la 
climatología de Bolivia para el período 1980 a 2015 en 
base a medias mensuales de temperatura (°C) y 
precipitación (mm/día) provistas por CRU. En el caso 
de la temperatura, es notorio el gradiente altitudinal al 
pasar de la zona oriental a las tierras altas del occidente. 
En cuanto a la precipitación, destaca la zona del 
Chapare en el trópico de Cochabamba con los valores 
más altos (vea la mancha verde intensa en la región 

central del país para la precipitación DJF en la Fig.4), 
así como la baja precipitación en el altiplano. Una 
segunda fuente de información consultada en este 
trabajo fue la plataforma PCA - Princeton Climate 
Analytics (PCA, 2019). Se trata de un servicio de 
información climática de la Universidad de Princeton 
que combina datos satelitales con observaciones en 
tierra y modelos de reanálisis para proveer series 
hidroclimatológicas con resolución espacial de 0.25° y 
resoluciones temporales diarias, mensuales y anuales. 
Para el caso de Bolivia, PCA ofrece el Monitor de 
Inundaciones y Sequías para Latinoamérica, de donde 
fueron extraídas series temporales mensuales de 
precipitación, temperatura máxima diaria, temperatura 
mínima diaria, radiación solar, escorrentía y 
evaporación, para distintas locaciones coincidentes con 
las de las estaciones climáticas del país. La Fig. 5 
muestra la serie temporal de precipitación extraída de 
dicha plataforma para la ciudad de Cochabamba.

Figura 1. Estaciones seleccionadas con datos de 
precipitación: 190 en toda Bolivia antes de la 
homogeneización

Figura 2. Estaciones seleccionadas con datos de 
temperatura: 92 en toda Bolivia antes de la 
homogeneización

Figura 3. Temperatura promedio estacional Bolivia. 
Período 1980-2015 en base a CRU TS v.4.02

Figura 4. Precipitación promedio estacional Bolivia. 
Período 1980-2015 en base a CRU TS v.4.02

Figura 5. Serie temporal de precipitación mensual en 
mm/día para la ciudad de Cochabamba según la PCA. 
Período 1980 a 2015
2 Herramientas para el control de calidad de series 
climáticas
El software utilizado para la homogeneización fue 
RHTestsV4 (Wang, 2007). Consiste en una paquetería 
escrita en lenguaje R, muy potente, de uso libre y 
multiplataforma. Detecta y ajusta múltiples puntos de 
cambio (desplazamientos) que podrían existir en una 
serie de datos que pueden tener errores autorregresivos 
de primer orden. RHtestsV4 se basa en la prueba t de 
máxima penalidad (Wang, 2007) y en la prueba F de 
máxima penalidad (Wang, 2008b), incluidas ambas en 
un algoritmo de testeo recursivo. Dependiendo de si la 
serie temporal a homogeneizar (serie base) cuenta o no 
con una serie de referencia (serie ya homogénea y con 

alta correlación con la serie base), se utiliza la prueba t 
o la prueba F (test t si se tiene serie de referencia y test 
F si no se tiene serie de referencia). En el caso sin serie 
de referencia, la prueba F de máxima penalidad permite 
que las series de tiempo tengan una tendencia lineal 
durante todo el período del registro de datos, es decir, 
sin cambio en el componente de la tendencia. Los 
resultados sin el uso de una serie de referencia son, sin 
embargo, menos confiables que en el caso con 
referencia. Por este motivo, en el presente trabajo se 
trató de utilizar series de referencia tanto como fue 
posible. 
En cuanto a las técnicas de relleno, se optó por 
implementar un algoritmo de aprendizaje profundo 
(DL o deep learning), que es un subcampo específico 
del aprendizaje automático (machine learning). 
Representa la idea de capas sucesivas de modo que la 
cantidad de capas que contribuyen a un modelo de datos 
se denomina profundidad del modelo (Chollet, F., 
2018). Las redes neuronales con múltiples capas se 
denominan Redes Neuronales Profundas (DNN por sus 
siglas en inglés). Una de las librerías de aprendizaje 
profundo disponible para el desarrollo de redes 
neuronales profundas es Keras (Keras, 2019). Esta 
librería es una API de redes neuronales de alto nivel, 
escrita en Python y desarrollada con un enfoque que 
permite su implementación rápida. En la Fig. 6 se 
observa la composición de una red neuronal profunda 
(DNN), donde x1; x2 y x3 son las características de 
entrada, seguidas de dos capas de neuronas ocultas, y 
finalmente la capa de salida z1 y z2.

Figura 6. Estructura de una red neuronal profunda 
(DNN) de 2 capas ocultas.
Cada neurona contiene una función de activación y un 
valor límite. El valor límite es el mínimo valor que una 

entrada debe tener para activar la neurona. Una función 
de activación está diseñada para el límite de salida de la 
neurona, usualmente para valores entre 0 a 1, o -1 a +1. 
Existen varios tipos de funciones de activación 
disponibles en DL (Moolayil, 2019); en este trabajo se 
han utilizado las funciones Sigmoid y ReLu con valores 
límite de 0 a 1, que se muestran en la Fig. 7. 

Figura 7. Funciones de activación. a) Sigmoid y b) 
ReLU (Moolayil, 2019) utilizadas en este trabajo.
El algoritmo DL utiliza una “función de costo” que es la 
función que se debe minimizar para obtener el mejor 
valor de cada parámetro en el modelo. Las funciones de 
costo más populares son el Error Cuadrático Medio 
(MSE) y el Error Absoluto Medio (MAE). Para reducir 
el costo se utilizan optimizadores, funciones que buscan 
el mejor valor de los parámetros. Su elección y uso 
adecuado constituye la parte más importante del 
llamado “entrenamiento” de la red neuronal. 
Básicamente una función optimizador es un algoritmo 
matemático que emplea reglas del cálculo diferencial 

(derivadas, gradientes) para encontrar óptimos en la red 
a partir de variaciones en el peso relativo de cada 
neurona. En este trabajo se utilizaron los optimizadores 
de Descenso de Gradiente Estocastico (SGD, Stochastic 
Gradient Descent) y el de Estimación de Momento 
Adaptativo (AdAM, Adaptive Moment Estimation).
1.2 Relleno y homogeneización de las series
Se siguieron los siguientes pasos:
1. Descarga de datos crudos y preprocesamiento a un 

formato estándar.
2. Filtro de series en base a datos ausentes y puntos de 

cambio (sin referencia).
3. Homogeneización 1: Se realizó la agrupación para la 

homogeneización con y sin referencia por cada 
grupo.

4. Reconstrucción de series PRCP y TMP con redes 
neuronales profundas, DNN.

5. Homogeneización 2: Se repite el paso 3 pero ahora 
sin agrupación y se realizan ajustes finales.

Estos pasos se encuentran en el diagrama de flujo de la 
Figura 8.

Figura 8. Secuencia metodológica implementada en el 
proceso de homogeneización y reconstrucción de las 
series climáticas de precipitación y temperatura
El filtro del paso 2 consistió en eliminar series con más 
de 30% de datos ausentes (sin importar su ubicación en 
la serie temporal) y eliminar series con más de 5 puntos 
de cambio. En este paso ya se usó RHTests bajo la 
modalidad “sin referencia”; por tanto, este filtro evaluó 
únicamente la consistencia interna de las series. A 
continuación, se procedió a agrupar estaciones tanto 
para PRCP como para TMP en función de su altura 
s.n.m. y su ubicación espacial. La agrupación permite 
determinar la significancia de los puntos de cambio. Se 

obtuvieron 35 regiones para precipitación y 26 para 
temperatura. La Fig. 9 muestra la regionalización para 
la precipitación. 

Figura 9. Regionalización del dominio de estudio: 35 
regiones para precipitación.
El paso 4 (reconstrucción de series mediante DNN) es el 
más novedoso del trabajo. Se utilizaron funciones de 
activación Linear y ReLU según el diagrama de flujo de 
la Figura 10. Por un lado, se acumularon las estaciones 
completas y homogéneas (las mejores estaciones de 
partida) junto con las extraídas de la PCA (3 variables: 
precipitación, evaporación y escorrentía) para conformar 
los predictores del método DNN; por el otro lado, se 
ordenaron las series incompletas identificando como 
objetivo las variables a ser reconstruidas en cada una. 

Figura 10. Diagrama de flujo para el relleno o 
reconstrucción de series de precipitación y temperatura 
mediante redes neuronales profundas (DNN). 

Abreviaciones: LAFDM: Datos de la plataforma 
Princeton Analytics para Latinoamérica, DA: Datos 
ausentes, DNN: Redes neuronales profundas, CC: 
Coeficiente de correlación, MLR: Regresión lineal 
múltiple.
Se procedió a ajustar mediante regresión lineal múltiple 
(MLR) y mediante DNN cada una de las series objetivo, 
luego se calculó el Error Cuadrático Medio (MSE) y el 
Error Absoluto Medio (MAE) en ambos casos, junto 
con los coeficientes de correlación para poder distinguir 
si el ajuste por DNN es mejor que el MLR. La ventaja 
del método DNN es que el proceso de “entrenamiento” 
de las redes permite mejorar el ajuste hasta que, 
eventualmente, supera al MLR. Como se ve en el 
diagrama de flujo, el proceso de entrenamiento se repite 
hasta que el error del DNN sea menor que el del MLR. 
La Fig. 11 muestra la estructura de la red neuronal 
profunda, DNN, que se utilizó en el trabajo. Se 
muestran las 4 capas escondidas, cada una con 27 
neuronas y sus respectivas activaciones, y los datos de 
salida de la red ya entrenada.  

Figura 11. Estructura de la red neuronal para la 
reconstrucción de PRCP: Datos de entrada, 4 capas 
escondidas de 27 neuronas c/u, y datos de salida.
Una vez rellenada la serie con el dato ajustado por DNN 
se pasa al siguiente dato ausente. El proceso se detiene, 
finalmente, cuando se ha rellenado la totalidad de datos 
ausentes en la serie. 
Como último paso (paso 5), se realiza una segunda 
corrida en RHTestsV4 para verificar que no se haya 
introducido puntos de cambio nuevos durante el 
rellenado. Las series que pasan esta última prueba de 
homogeneización son, finalmente, consideradas 
completas y homogéneas.
3. Resultados del Proceso de Relleno y 
Homogeneización 
Los resultados para cada estación fueron similares a los 

que se muestra en las figuras siguientes. La Fig. 12 
muestra el ajuste MLR para la estación Tiraque, en 
unidades normalizadas. Se destaca una parte de la serie 
para mostrar que el modelo contempla el dato de 
precipitación cero (valores negativos excluidos) como 
límite inferior. La Fig. 13 muestra la misma estación, 
pero ahora con el modelo ajustado por DNN. Si bien 
ambos modelos lucen similares, el cálculo del error 
permite distinguirlos. Para el caso mostrado, se obtuvo 
un MSE de 0.1243 en el MLR y de 0.1107 en el DNN. 
Esta mejora de alrededor de 1% a favor del DNN se 
observó en todas las series. Del mismo modo, la 
correlación del ajuste DNN (0.8717) fue superior que la 
del ajuste MLR (0.8531). 

Figura 12. Modelo MLR para la estación TP3304 
(Tiraque)-Precipitación. En negro los valores originales 
de la serie y en rojo los valores modelados.
  

Figura 13. Modelo DNN para la estación TP3304 
(Tiraque) - Precipitación. En azul los valores originales 
de la serie y en rojo los valores modelados.
Una vez obtenido un ajuste DNN superior al MLR, se 
utilizó tal modelo para rellenar los datos faltantes en 
cada una de las series. Por ejemplo, la Fig. 14 muestra el 
resultado para la estación Mizque, en mm de 
precipitación, para el rango de estudio. Para 
temperatura, máxima y mínima, el procedimiento arrojó 
resultados análogos. La Fig. 15 muestra el relleno de la 
serie de Temperatura Mínima en la estación La 
Tamborada.

Figura 14. Estación TP2045 (Mizque), precipitación, 
reconstruida a partir del modelo DNN. En rojo los datos 
rellenados.

Figura 15. Estación TP2597 (La Tamborada), 
temperatura mínima, reconstruida a partir del modelo 
DNN. En rojo los datos rellenados.
Tras el rellenado de series con DNN se obtuvieron 190 
estaciones de precipitación y 93 de temperatura, previo a 
la última homogeneización. Se muestra en la Fig. 16 la 
salida del proceso de homogeneización en RHTestsV4 
para precipitación y en la Fig. 17 para temperatura. El 
cálculo detecta los puntos de cambio (puntos donde se 
pierde la homogeneidad) en la serie. Los ejemplos de las 
Figs. 16 y 17 corresponden a series que fueron 
descartadas por tener uno o más puntos de cambio tras el 
rellenado. Una vez revisadas todas las estaciones y 
filtradas las que traían puntos de cambio, se redujo la 
serie de estaciones con datos completos y homogéneos a 
91 para precipitación y 53 para temperatura. Este es el 
resultado final del trabajo. Todas las series se encuentran 
disponibles para descarga libre en el repositorio 
https://github.com/MarkoAndrade/PMVC-UMSS. 

Figura 16. Homogeneización de la estación P4120 
(Base) con la referencia CO3874 en RHTestsV4 para 
Precipitación. La línea azul muestra una discontinuidad 
(punto de cambio).

Figura 17. Homogeneización de la estación CP2775 en 
RHTestsV4 para Temperatura Mínima. La línea azul 
muestra una discontinuidad (punto de cambio).
4. Conclusiones
El trabajo permitió desarrollar una nueva alternativa 
para el control de calidad de series climáticas, la cual 
tiene como principal novedad la inclusión de métodos 
basados en Redes Neuronales Profundas (DNN). 
Asimismo, incorporó a RHTests como una herramienta 
de homogeneización diferente a las que se habían 
utilizado en estudios previos. Ambas mejoras 
permitieron obtener series mensuales de precipitación y 
temperatura para toda Bolivia, completas y 
homogéneas, con mejores ajustes que los obtenidos con 
procedimientos tradicionales. El desarrollo acelerado de 
los métodos basados en redes neuronales y su inclusión 
en la solución de problemas climatológicos, hace pensar 
que a futuro estos métodos serán preferibles en 
comparación con los métodos estadísticos tradicionales. 
En cuanto al resultado final, no discrepa demasiado de 
reportes previos sobre la temática. Muestra que los datos 
provistos por las estaciones climatológicas del país son, 
en su mayor parte, incompletos y faltos de 
homogeneidad. Esto hace que, tras un control de calidad 
como el del presente trabajo, se tengan que desechar 
alrededor del 90% de las estaciones disponibles de 
inicio, reduciendo considerablemente la información 

climática disponible en el país. Esta situación obliga a 
buscar continuamente mejoras para el relleno y 
homogeneización de series climáticas en Bolivia.
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2014) así como en el libro “Estadística y quimiometría 
para química analítica” (Miller, J.C. 2005). Todo el 
análisis estadístico se realizó con el software RStudio 
versión 4.0.4 empleando un nivel de significancia de 
0,05.  
Linealidad
La linealidad del método se evaluó mediante una 
regresión lineal simple entre la cantidad de nitrógeno 
orgánico y la masa de quinua molida, para lo cual se 
consideraron inicialmente 5 puntos: 0,1; 0,2; 0,3; 0,4 y 
0,5 g de quinua. Adicionalmente se determinaron el 
coeficiente de correlación de Pearson, el coeficiente de 
determinación, los intervalos de confianza al 95% de la 
ordenada y al origen y la pendiente, así como la suma de 
cuadrados de los residuales. Los valores de nitrógeno 
orgánico para cada masa de quinua fueron 
determinados por triplicado y el blanco fue el promedio 
de 5 corridas experimentales consecutivas. 
Límite de detección, límite de cuantificación y límite 
de blanco
El límite de blanco (Ec. 3), límite de detección (Ec. 4) y 
límite de cuantificación (Ec. 5) se determinaron con 
base en las ecuaciones indicadas por Armbruster & Pry 
(Armbruster, D.A., Pry, T. 2008) como se muestran a 
continuación:

En estas ecuaciones  LoB es el límite de blanco, LoD es 
el límite de detección, LoQ es el límite de 
cuantificación,  mediablancos es el promedio de los 
blancos medidos, sdblancos es la desviación estándar de 
los blancos medidos y sdm  es la desviación estándar de 
muestras con baja concentración de analito (en nuestro 
caso 0.1 g de quinua, cuyas cantidades de proteína 
corresponden a valores muy cercanos al blanco). El 
factor de multiplicación 3 para LoQ es arbitrario y fue 
definido de forma análoga a las ecuaciones presentadas 
en Miller & Miller (Miller, J.N., Miller, J.C. 2005). Para 
determinar estos parámetros se consideraron 6 réplicas 
de blancos que consistieron en agua desionizada.  
Exactitud: sesgo y ensayo de recuperación
La exactitud del método se evaluó determinando tanto 
el sesgo como realizando ensayos de recuperación 
empleando glicina como sustancia de referencia 
(Bufferck, M., Muhleiss, A. 2018). Los ensayos de 
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La quinua es una planta nativa de la región Andina que 
es ampliamente cultivada debido a las notables 
propiedades nutricionales de su semilla  (Jacobsen, S.E. 
2006); (Bazile, D., Jacobsen, S.E, Verniau, A.  2016). Si 
bien el contenido proteico de esta (aproximadamente 
15% (Abugoch James, L.E. 2009) es ligeramente 
superior al de alimentos como la cebada, trigo o avena 
(Abugoch James, L.E. 2009; Repo-Carrasco, R., 
Espinoza, C., Jacobsen, S.E. 2003) lo que en realidad la 
hace notoria es el balance de aminoácidos que presenta, 
cubriendo un rango más amplio que los cereales y 
legumbres además de exhibir un contenido alto de lisina 
y metionina, aminoácidos limitantes en la mayoría de 
estos alimentos (Abugoch James, L.E. 2009). A esto se 
suma su alto valor biológico (proporción de la proteína 
del alimento que es incorporado a las proteínas del 
cuerpo) así como la baja huella hídrica y de carbono que 
representa el crecimiento de la planta 
(Gordillo-Bastidas, E., Díaz-Rizzolo, D.A., Roura, E., 
Massanés, T., Gomis, R. 2016). 
Dada la importancia del consumo de proteínas en la 
dieta humana, determinar el contenido de estas en los 
alimentos es una tarea frecuente en el control de calidad 
y caracterización de productos alimenticios; lo cual es 
particularmente cierto en el caso de alimentos con una 

alta calidad proteica como la quinua. Para determinar el 
porcentaje de proteína en los alimentos se pueden 
aplicar principalmente dos métodos químicos, el 
método de Kjeldahl que estima el contenido de proteína 
a partir de la medición del nitrógeno orgánico total, y el 
método de Dumas, que se basa en la combustión de la 
muestra y en la cuantificación de su proteína a partir de 
la reducción de los óxidos de nitrógeno formados a 
nitrógeno gaseoso (N2) (Nielsen, S.S., 2010). El método 
de Kjeldahl es tradicionalmente el más usado, aunque la 
facilidad de automatización, rapidez y la ausencia de 
reactivos peligrosos en el procedimiento han provocado 
que el método de Dumas sea aplicado cada vez más 
frecuentemente en la actualidad (Müller, J., 2017).
La determinación de proteína mediante el método de 
Kjeldahl involucra tres etapas: digestión, destilación y 
titulación. En la primera etapa se busca transformar el 
nitrógeno orgánico del producto alimenticio 
(mayormente asociado a proteínas) en una sal 
inorgánica donde este nitrógeno se encuentre accesible 
para un procesamiento posterior. En la destilación, el 
nitrógeno proveniente de la digestión es transformado 
en amoniaco, el cual es colectado en una solución ácida 
de donde es determinado por titulación o 
retro-titulación con un ácido o base estandarizada 

respectivamente (Buffler, M., 2017).
Debido a la creciente necesidad de contar con 
equipamiento y un procedimiento accesible para 
determinar el contenido proteico de productos 
alimenticios en el Centro de Tecnología Agroindustrial 
es que se plantea el presente trabajo con el propósito de 
reacondicionar el instrumental disponible y desarrollar 
un protocolo propio estandarizado con el cual 
estudiantes de grado puedan llevar a cabo la 
determinación de proteína en quinua o desarrollar 
protocolos similares para otros productos alimenticios.    
2. Materiales y Métodos
Equipamiento
El método para la determinación de proteína en granos 
de quinua se estandarizó empleando un destilador 
micro-Kjeldahl (Figura 1A) que fue reacondicionado 
para tales fines mediante la incorporación de una 
resistencia eléctrica nueva y un controlador de potencia 
(Figura 1B). El aparato fue instalado en una campana de 
extracción para lograr la expulsión de los gases 
desprendidos durante el procesamiento de las muestras. 
Adicionalmente se utilizaron una balanza analítica 
(Mettler Toledo ME104, Ohio, EUA), balanza de 
precisión (Mettler Toledo ME4002, Ohio,EUA), 
desionizador de agua (Merck Simplicity®), Darmstadt, 
Alemania), hornilla eléctrica (Fisatom 500, Saõ Paulo, 
Brasil) y termómetro infrarrojo (Surpeer IR5D, 
Guangdong, China).

Figura 1. Equipo micro-Kjeldahl para determinar 
proteína en quinua. A) Destilador micro-Kjeldahl B) 
Resistencia eléctrica y controlador de potencia
Reactivos
Todos los reactivos empleados en el trabajo 
experimental fueron de grado analítico e incluyeron 
ácido sulfúrico (H2SO4 95%, Merck), hidróxido de 
sodio (NaOH 99%, Merck), sulfato de cobre (II) 
pentahidratado (CuSO4·5H2O 99%, Sigma), sulfato de 
sodio anhidro (Na2SO4 99%, Merck), rojo de metilo 
(Scharlau), verde de bromocresol (Scharlau), 
fenolftaleína (Scharlau), carbonato de sodio (Na2CO3 
99%, Merck), biftalato de potasio (99%, Scharlau), 
glicina (99%, Sigma, sustancia de referencia) y alcohol 
isopropílico (99%,Sigma-Aldrich). Se utilizó agua 
desionizada para todas las corridas experimentales y en 
la preparación de todas las soluciones acuosas.
Preparación de las muestras
Para la estandarización del método se emplearon granos 
de quinua comercial (Quinua real Salem®), los cuales 
fueron molidos con ayuda de un molino manual para 
luego ser tamizados a través de una malla de acero 
inoxidable de 20 mesh (0.841 mm). La harina resultante 
fue guardada en un envase de vidrio seco hasta su 
utilización respectivamente (Chang, S.K.C. 2010).  
Procedimiento general para la determinación de 
proteína
Una cantidad de quinua molida (entre 0.1 y 0.4 g) y 
tamizada (< 1mm) se agregó al matraz Kjeldahl junto 
con 2 g de Na2SO4 anhidro y 0.1 g de CuSO4·5H2O. A la 
mezcla resultante se agregaron 5 mL de H2SO4 y el 

matraz se llevó a calentamiento durante 65 minutos a 
una temperatura aproximada de 370°C (medida con un 
termómetro infrarrojo). Finalizada la etapa de digestión 
(se obtiene una solución de apariencia verde-azulada 
tenue) se dejó enfriar por 10 minutos y se adicionaron 
aprox. 5 mL de agua desionizada para trasvasar 
completamente el contenido digerido del matraz al 
destilador ya en calentamiento (ver Material 
Suplementario Sec. 1). Para iniciar la destilación se 
agregaron 20 mL de una solución de NaOH 50% p/v y 
el destilado se recibió en 25 mL de solución 
estandarizada de H2SO4 (ver Material Suplementario 
Sec. 2) hasta lograr un volumen final de 100 mL. El 
exceso de ácido sulfúrico sin neutralizar de esta 
solución fue entonces titulado (retro-titulación) con una 
solución estandarizada de NaOH (ver Material 
Suplementario Sec. 3) utilizando rojo de metilo como 
indicador (Nielsen, S.S., 2010; da Silva, T.E., Detmann, 
E., de Oliveira Franco, M., Nobre Palma, M.N. and 
Rocha, G.C. 2016). A partir del volumen consumido de 
esta solución de NaOH se determinó el porcentaje de 
proteína en las muestras de quinua empleando las 
Ecuaciones 1 y 2:

Donde             corresponde al volumen de ácido sulfúrico 
donde se recibe inicialmente el destilado (los 25 mL),                                                                                          
es           es la normalidad del H2SO4 estandarizado, VNaOH 
es el volumen consumido (en mL) de NaOH 
estandarizado al momento de la titulación, NNaOH es la 
normalidad estandarizada de la solución de NaOH y NB 
es la cantidad (en gramos) de nitrógeno que contiene el 
blanco. El factor 6,25 permite realizar la conversión 
entre nitrógeno-proteína para el caso de la quinua 
(Gonzalez, J.A., Konishi, Y., Bruno, M., Valoy, M., 
Prado, F.E. 2012; Elsohaimy, S.A., Refaay, T.M., 
Zaytoun, M.A.M. 2015) siendo el mismo valor asumido 
para gran parte de los alimentos, aunque varía en varios 
casos.  
Estandarización del método
La estandarización del método se basó tanto en los 
lineamientos del Consejo Internacional de 
Armonización (ICH por sus siglas en inglés) en su guía 
Q2(R1) “Validación de procedimientos analíticos: texto 
y metodología” (ICH Harmonized Tripartite Guideline, 

recuperación se realizaron por triplicado en la parte 
baja, media y alta de la línea de regresión, para lo cual 
se pesó una cantidad base de quinua molida (0,100 g) a 
la que se agregaron 0,010; 0,020 y 0,027 g de glicina de 
tal forma que se obtuvieron cantidades totales de 
nitrógeno en la zona baja, media y alta de la línea de 
regresión. Dado que esta cantidad determinada de 
nitrógeno proviene tanto de la quinua como de la glicina 
añadida, la cantidad que aporta específicamente esta 
última se puede determinar por diferencia (valor 
experimental) luego de calcular la cantidad de 
nitrógeno aportado por la quinua mediante la ecuación 
de regresión lineal. Este valor puede ser comparado con 
el valor teórico de nitrógeno en la glicina, el cual se 
calcula a partir de la masa añadida de esta y su fórmula 
molecular. Del cociente entre la cantidad de nitrógeno 
experimental y teórico para la glicina es que se define la 
exactitud del método como porcentaje de recuperación.
El sesgo se evaluó determinando la masa experimental 
de glicina a partir de la masa de nitrógeno hallado 
experimentalmente con el método propuesto y 
comparando estos valores con las masas teóricas 
conocidas de glicina que fueron añadidas a las muestras 
de quinua molida. La comparación se realizó mediante 
una prueba t de Student para varianzas desiguales 
donde la hipótesis nula (no hay diferencia significativa) 
es aceptada para valores de P mayores a 0,05.
Rango
El rango de aplicabilidad del método se determinó a 
partir de la evaluación de la regresión lineal y 
considerando la exactitud del mismo en la zona baja, 
media y alta de esta misma regresión.  A través del 
rango se buscó definir que del 80% al 120% de la 
cantidad recomendada de quinua para realizar el ensayo 
se encuentren dentro del rango abarcado por la 
regresión lineal. 
Precisión: repetibilidad y precisión intermedia
La precisión se evaluó como: repetibilidad y precisión 
intermedia. La repetibilidad se determinó como el 
coeficiente de variación de 6 muestras consecutivas de 
quinua (0,4 g); mientras que la precisión intermedia se 
evaluó mediante un diseño experimental de dos factores 
(Día y Analista) a dos niveles cada uno (22) (sin 
réplicas) donde cada corrida experimental correspondió 
a la determinación del porcentaje de proteína en 
muestras de 0,3 g de quinua.   
3. Resultados y Discusión

La regresión lineal se muestra en la Figura 2A. La curva 
se obtuvo con 4 puntos porque las corridas 
experimentales que se probaron con 0,5 g de quinua 
fueron infructuosas, ya sea porque la muestra no se 
digería completamente, o debido a pérdidas importantes 
de material producto de salpicaduras por la excesiva 
cantidad de material orgánico para el volumen de 
H2SO4 empleado en la digestión. Emplear una mayor 
cantidad de H2SO4 no fue factible dado que su volumen 
define la cantidad de NaOH de neutralización (PanReac 
AppliChem. 2018). Sumados ambos volúmenes, 
cuando se emplean más de 5 mL de H2SO4, sobrepasan 
la capacidad de la cámara del destilador 
micro-Kjeldahl.

Figura 2. (A) Regresión lineal entre la cantidad de 
proteína [g] y la masa de quinua empleada [g]. (B) 
Regresión lineal entre el contenido de nitrógeno [g] y la 
masa de quinua [g].

Las ecuaciones resultantes de esta regresión lineal tanto 
para la cantidad de proteína como para la de nitrógeno 
en función de la masa de quinua (Figura 2B) se 
muestran en las Ecuaciones 6 y 7, respectivamente. Las 
características más importantes de la regresión lineal 
entre la masa de proteína y la masa de quinua se 
encuentran resumidas en la Tabla 1:

El valor cercano a 1 del coeficiente de correlación de 
Pearson da cuenta del ajuste adecuado de los datos 
experimentales con la línea de regresión. Esta misma 
bondad se ve reflejada en el coeficiente de 
determinación y en la suma de cuadrados de los 
residuales, cuyo valor hallado al ser cercano a cero, 
reafirma la buena adecuación del modelo a los datos. 
Por otro lado, el límite de blanco para el método fue 
0,0129 g de proteína de quinua, mientras que el límite 
de detección y límite de cuantificación corresponden a 
0,0144 g y 0,0174 g de proteína respectivamente. Es 
importante notar que la cantidad de proteína 
correspondiente a 0,1 g de quinua se encuentra por 
debajo del límite de cuantificación y aunque esto no 
trajo consecuencias negativas para la regresión lineal 
que se realizó, indica que la cantidad mínima de quinua 
que tendría que analizarse mediante este método debe 
ser mayor o igual a 0,2 g.
Tabla 1
Características de la regresión lineal entre la cantidad 
de proteína [g] y la masa de quinua [g]

En cuanto a la exactitud, puede verse claramente que el 
método mejora a medida que la evaluación pasa de la 

zona baja de la línea de regresión a la zona media y alta 
(Tabla 2). Esto indica que se tiene una mejor exactitud 
(107% expresada como recuperación) a medida que la 
cantidad de quinua sujeta a análisis aumenta, siendo el 
límite superior 0,4 g y el límite inferior los ya 
mencionados 0,2 g. Ambos valores entonces 
delimitarían el rango de aplicabilidad del método e 
indican que la masa más adecuada de quinua para 
realizar el ensayo es de 0,3 g considerando que el 80% 
de este valor se encuentra cabalmente por encima del 
límite inferior, mientras que el 120% se encuentra por 
debajo del límite superior. 
Tabla 2
Exactitud del método micro-Kjeldahl (evaluado como 
% recuperación) para determinar proteína en granos 
de quinua 

a Zona baja, media y alta de la línea de regresión
b Volumen de NaOH estandarizado empleado en la 

titulación
c Cantidad de nitrógeno en la glicina (valor teórico)
d Cantidad de nitrógeno en la glicina determinado 

experimentalmente
Como era de esperarse, el método es más inexacto 
cuando se hacen mediciones con 0,1 g de quinua dado 
que se encuentra muy cercano a los valores del blanco y 
por debajo del límite de cuantificación. Adicionalmente 
puede observarse que el método exhibe una tendencia a 
sobre-estimar la cantidad de nitrógeno presente en las 

muestras; esto se explica por la titulación del H2SO4 
remanente con NaOH estandarizado empleando rojo de 
metilo como indicador, el cual vira en un rango de pH 
entre 4,4-6,2. Como se titula hasta un pH ligeramente 
ácido y no hasta neutralización, hay un exceso de ácido 
que se contabiliza como neutralizado por el amoniaco 
proveniente de la muestra. Si en lugar de rojo de metilo 
se empleara un pH-metro para monitorear la 
neutralización se conseguirían resultados más exactos. 
Por otro lado, se ha reportado que la principal fuente de 
incertidumbre en el método Kjeldahl para la 
determinación de nitrógeno es el material volumétrico 
que se emplea en el proceso (Anglov, T., Petersen, I.M., 
Kristiansen, J. 2003). Basándonos en la 
experimentación realizada y el protocolo establecido, la 
bureta empleada en la etapa de titulación final sería la 
que afecta más en la determinación de proteína y tendría 
que ser de la mejor precisión posible.   
Por otro lado, los resultados de la evaluación del sesgo 
muestran en todos los casos, ya sea en la parte baja, 
media o alta de la regresión lineal, que no hay 
diferencias significativas entre los valores teóricos 
conocidos de la sustancia de referencia (glicina) y los 
valores determinados experimentalmente (ver Tabla 3); 
indicando que el método es aceptable y de una 
veracidad adecuada.
Tabla 3
Exactitud del método micro-Kjeldahl (evaluado como 
sesgo) para determinar proteína en granos de quinua 

a Zona baja, media y alta de la línea de regresión
b Valor de P determinando mediante la prueba t de 

Student para muestras con varianzas desiguales

En lo que concierne a la evaluación de la precisión del 
método, esta se realizó considerando tanto la 
repetibilidad como la precisión intermedia. Para 
determinar la primera se empleó 0,4 g de quinua molida 
en concordancia con los lineamientos de la ICH, los 
cuales indican realizar 6 determinaciones al 100% de la 
concentración de prueba (ICH Harmonised Tripartite 
Guideline 2014) Los resultados obtenidos se muestran 
en la Tabla 4.
Tabla 4 
Repetibilidad del método micro-Kjeldahl para 
determinar proteína en granos de quinua

a Volumen de NaOH estandarizado empleado en la 
titulación
Con las mediciones presentadas en la Tabla 4 se 
determinó el promedio, desviación estándar y 
coeficiente de variación, para los cuales se obtuvieron 
los valores de 14,94%, 0,63 y 4,2% respectivamente. 
Por otro lado, los resultados del diseño experimental 
empleado (22 sin réplicas) para evaluar la precisión 
intermedia se muestran en la Tabla 5.
Tabla 5
Porcentajes de proteína obtenidos en el diseño 
experimental 22

Dado que no fue posible realizar réplicas debido al 
tiempo que dura cada corrida experimental, el diseño 
experimental planteado fue evaluado empleando una 

gráfica de Pareto (Figura 3) donde se utilizó el método 
de Lenth para determinar los valores críticos.

Figura 3. Gráfica de Pareto para los efectos de los factores 
Día y Analistaa

a ME es el margen de error determinado mediante el 
método de Lenth empleando el procedimiento por 
defecto del paquete “unrepx” en RStudio
Los valores obtenidos para el margen de error (ME) y el 
margen de error simultáneo (SME) fueron 2,87 y 7,19 
respectivamente. Como puede apreciarse en la Figura 3, 
ni el efecto del Día, Analista o la interacción de ambos 
puede considerarse significativa y el método podría 
aplicarse independientemente del día en el que este se 
realice o la persona que lo aplique.
4. Conclusiones
Se ha estandarizado un método micro-Kjeldahl para la 
determinación de proteína en granos de quinua. El 
método es relativamente sencillo de aplicar y constituye 
una alternativa para que estudiantes de grado y tesistas 
que no tienen acceso a normativa oficial puedan 
determinar proteína en granos de quinua o desarrollar 
métodos análogos para otros productos alimenticios. El 
método muestra una relación lineal entre la cantidad de 
proteína determinada y la masa de quinua procesada 
(R2=0,9967), presentando un límite de detección y 
límite de cuantificación de 0,0144 g y 0,0174 g de 
proteína respectivamente. El método es aplicable para 
muestras de quinua entre 0,2-0,4 g y tiene una mejor 
exactitud a medida que la masa de quinua usada en el 
procedimiento aumenta (107% de recuperación en la 
parte media y alta de la línea de regresión). La 
repetibilidad del método se cuantificó como el 
coeficiente de variación de seis mediciones 
consecutivas y presenta un valor de 4,2% lo que indica 
una adecuada precisión del método. La determinación 

de proteína mediante el protocolo planteado no depende 
del día ni del analista que lo aplique.    
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Toda serie de datos climáticos proveniente de 
estaciones de monitoreo debe pasar por una revisión o 
control de calidad antes de ser utilizada en estudios 
concretos. Por lo general los esfuerzos se orientan a 
analizar la homogeneidad de las series históricas de 
modo que cualquier conclusión basada en tales registros 
sea suficientemente representativa del comportamiento 
real del clima (Peterson et al., 1998). Algunas de las 
causas más comunes de inhomogeneidades en los 
registros climáticos son los cambios en la 
instrumentación, en el observador, en la ubicación y 
exposición de la estación de monitoreo, y en los 
procedimientos observacionales (Wang, 2008a). Estos 
cambios artificiales en las series de datos se conocen 
como puntos de quiebre o puntos de cambio; se han 
desarrollado distintos algoritmos para identificarlos, 

distinguirlos de los cambios reales y, eventualmente, 
corregirlos. Un segundo problema, también bastante 
frecuente en el control de calidad de series climáticas, 
es el referido a la cantidad de datos faltantes. En 
algunos casos el porcentaje de faltantes es tan alto que 
la serie debe ser desechada ya que no podría justificarse 
estadísticamente ningún proceso de rellenado artificial. 
En el caso de Bolivia, las series de precipitación pluvial 
y de temperatura (máxima y mínima) son provistas por 
el Servicio Nacional de Meteorología e Hidrología 
(SENAMHI) que cuenta con estaciones de monitoreo 
en distintas zonas del país. Se observa que la cantidad 
de estaciones es baja para la extensión territorial de 
Bolivia, y además, los registros presentan notorias 
discontinuidades (datos faltantes) al margen de las 
inhomogeneidades propias de cualquier serie climática. 

Si bien existen reportes previos sobre control de calidad 
en series climáticas de SENAMHI-Bolivia, se propone 
en este trabajo una metodología alternativa para el 
relleno y homogeneización de series mensuales de 
precipitación pluvial y temperatura. Se ha escogido 
como periodo de estudio 1980 a 2015 y seleccionado las 
estaciones de monitoreo SENAMHI que cumplen con 
la condición de ausentes con un porcentaje menor al 
30%. El relleno se realizó utilizando algoritmos de 
redes neuronales en los cuales cada serie es completada 
con ayuda de estaciones próximas (con las que tiene 
buena correlación) y acudiendo también, en algunos 
casos, a series de datos ajenas a la base de SENAMHI 
(fuentes externas) con las que la serie a ser completada 
tiene buena correlación. Se ha podido evidenciar que 
los métodos de redes neuronales son más eficientes que 
los métodos estadísticos convencionales para el relleno 
de este tipo de series temporales. En cuanto a la 
homogeneización de las series, existen reportes de 
comparación entre distintos algoritmos utilizados en la 
actualidad (Venema, 2012) en los que se contemplan los 
softwares más utilizados por la comunidad en la 
homogenización de series mensuales de precipitación y 
temperatura. La mayor parte de los algoritmos se basan 
en aproximaciones de homogeneización relativa, la cual 
asume que estaciones cercanas están expuestas a 
condiciones climáticas parecidas y que cualquier 
diferencia entre estaciones cercanas puede utilizarse 
para detectar inhomogeneidades. Algunos de los 
paquetes de homogenización más recientes son 
(Guijarro, 2017): Climatol 3.0 (Guijarro, 2018), 
ACMANT 3.0 (Domonkos, 2014), (Domonkos and 
Coll, 2017), MASH 3.03 (Szentimrey, 2007), 
RH-testsV4 (Wang & Feng, 2013b), USHCN v52d 
(Menne & Williams, 2005), HOMER 2.6 (Mestre, 
2013). En este trabajo se ha utilizado RHtestsV4, el cual 
consiste una paquetería en R (R Core Team, 2019) con 
la cual se puede detectar y corregir múltiples puntos de 
cambio que podrían estar presentes en series climáticas 
con errores autorregresivos de primer orden. Las series 
pueden ser de precipitación, temperatura o cualquier 
otra variable climática, y de tipo diario, mensual o anual 
(se excluye las series de precipitación diaria por no 
tener un comportamiento gaussiano, requiriendo una 
variante de RHtests que en este trabajo no fue 
necesario). RHtestsV4 se basa en el test t de máxima 
penalidad (Wang, 2007) y en el test F de máxima 
penalidad (Wang, 2008b), incluidos ambos en un 
algoritmo de testeo recursivo. Dependiendo de si la 

serie temporal a homogeneizar (serie base) cuenta o no 
con una serie de referencia (serie ya homogénea y con 
alta correlación con la serie base), se utiliza el test t o el 
test F (test t si se tiene serie de referencia y test F si no 
se tiene serie de referencia). En las secciones 
subsiguientes se explica con más detalle tanto el 
procedimiento de relleno como el de homogeneización 
aplicado a las series climáticas seleccionadas para 
Bolivia. El trabajo concluye con la presentación de las 
series mensuales de precipitación y temperatura 
completas y homogéneas, almacenadas en un 
repositorio virtual de acceso libre para toda la 
comunidad.
2. Métodos
En este estudio se ha utilizado la base de datos SISMET 
del Servicio Nacional de Meteorología e Hidrología de 
Bolivia (SENAMHI, 2020) para el periodo 1980 a 
2015. Si bien la base cuenta con información climática 
de más de 1200 estaciones, no todas cubren el rango 
requerido en el trabajo. Se seleccionaron, de inicio, 190 
estaciones para precipitación y 92 para temperatura 
máxima y mínima según el criterio de cubrir el período 
de estudio con un porcentaje de datos faltantes menor a 
30 %. Las Figs. 1 y 2 muestran la ubicación geográfica 
de las estaciones, tanto para precipitación como para 
temperatura. Se observa una mayor densidad de 
estaciones en la zona central del país en comparación 
con el noreste y el sudoeste que están poco 
monitoreados. Para fines de comparación, se han 
considerado también datos provenientes de fuentes 
externas. Una de esas fuentes proviene de la Unidad de 
Investigación Climática (Climatic Research Unity, 
CRU) de la Universidad East Anglia (Harris, I. et al., 
2014). Los datos CRU han sido generados por 
interpolación de datos disponibles de estaciones 
meteorológicas de todo el mundo, logrando una 
resolución de 0.5° latitud/longitud. Si bien esta 
resolución no es suficiente para, por ejemplo, estudios 
hidrológicos, ya permite tener una idea de la 
climatología del país y sirve de base en este trabajo para 
fines de comparación. Las Figs. 3 y 4 muestran la 
climatología de Bolivia para el período 1980 a 2015 en 
base a medias mensuales de temperatura (°C) y 
precipitación (mm/día) provistas por CRU. En el caso 
de la temperatura, es notorio el gradiente altitudinal al 
pasar de la zona oriental a las tierras altas del occidente. 
En cuanto a la precipitación, destaca la zona del 
Chapare en el trópico de Cochabamba con los valores 
más altos (vea la mancha verde intensa en la región 

central del país para la precipitación DJF en la Fig.4), 
así como la baja precipitación en el altiplano. Una 
segunda fuente de información consultada en este 
trabajo fue la plataforma PCA - Princeton Climate 
Analytics (PCA, 2019). Se trata de un servicio de 
información climática de la Universidad de Princeton 
que combina datos satelitales con observaciones en 
tierra y modelos de reanálisis para proveer series 
hidroclimatológicas con resolución espacial de 0.25° y 
resoluciones temporales diarias, mensuales y anuales. 
Para el caso de Bolivia, PCA ofrece el Monitor de 
Inundaciones y Sequías para Latinoamérica, de donde 
fueron extraídas series temporales mensuales de 
precipitación, temperatura máxima diaria, temperatura 
mínima diaria, radiación solar, escorrentía y 
evaporación, para distintas locaciones coincidentes con 
las de las estaciones climáticas del país. La Fig. 5 
muestra la serie temporal de precipitación extraída de 
dicha plataforma para la ciudad de Cochabamba.

Figura 1. Estaciones seleccionadas con datos de 
precipitación: 190 en toda Bolivia antes de la 
homogeneización

Figura 2. Estaciones seleccionadas con datos de 
temperatura: 92 en toda Bolivia antes de la 
homogeneización

Figura 3. Temperatura promedio estacional Bolivia. 
Período 1980-2015 en base a CRU TS v.4.02

Figura 4. Precipitación promedio estacional Bolivia. 
Período 1980-2015 en base a CRU TS v.4.02

Figura 5. Serie temporal de precipitación mensual en 
mm/día para la ciudad de Cochabamba según la PCA. 
Período 1980 a 2015
2 Herramientas para el control de calidad de series 
climáticas
El software utilizado para la homogeneización fue 
RHTestsV4 (Wang, 2007). Consiste en una paquetería 
escrita en lenguaje R, muy potente, de uso libre y 
multiplataforma. Detecta y ajusta múltiples puntos de 
cambio (desplazamientos) que podrían existir en una 
serie de datos que pueden tener errores autorregresivos 
de primer orden. RHtestsV4 se basa en la prueba t de 
máxima penalidad (Wang, 2007) y en la prueba F de 
máxima penalidad (Wang, 2008b), incluidas ambas en 
un algoritmo de testeo recursivo. Dependiendo de si la 
serie temporal a homogeneizar (serie base) cuenta o no 
con una serie de referencia (serie ya homogénea y con 

alta correlación con la serie base), se utiliza la prueba t 
o la prueba F (test t si se tiene serie de referencia y test 
F si no se tiene serie de referencia). En el caso sin serie 
de referencia, la prueba F de máxima penalidad permite 
que las series de tiempo tengan una tendencia lineal 
durante todo el período del registro de datos, es decir, 
sin cambio en el componente de la tendencia. Los 
resultados sin el uso de una serie de referencia son, sin 
embargo, menos confiables que en el caso con 
referencia. Por este motivo, en el presente trabajo se 
trató de utilizar series de referencia tanto como fue 
posible. 
En cuanto a las técnicas de relleno, se optó por 
implementar un algoritmo de aprendizaje profundo 
(DL o deep learning), que es un subcampo específico 
del aprendizaje automático (machine learning). 
Representa la idea de capas sucesivas de modo que la 
cantidad de capas que contribuyen a un modelo de datos 
se denomina profundidad del modelo (Chollet, F., 
2018). Las redes neuronales con múltiples capas se 
denominan Redes Neuronales Profundas (DNN por sus 
siglas en inglés). Una de las librerías de aprendizaje 
profundo disponible para el desarrollo de redes 
neuronales profundas es Keras (Keras, 2019). Esta 
librería es una API de redes neuronales de alto nivel, 
escrita en Python y desarrollada con un enfoque que 
permite su implementación rápida. En la Fig. 6 se 
observa la composición de una red neuronal profunda 
(DNN), donde x1; x2 y x3 son las características de 
entrada, seguidas de dos capas de neuronas ocultas, y 
finalmente la capa de salida z1 y z2.

Figura 6. Estructura de una red neuronal profunda 
(DNN) de 2 capas ocultas.
Cada neurona contiene una función de activación y un 
valor límite. El valor límite es el mínimo valor que una 

entrada debe tener para activar la neurona. Una función 
de activación está diseñada para el límite de salida de la 
neurona, usualmente para valores entre 0 a 1, o -1 a +1. 
Existen varios tipos de funciones de activación 
disponibles en DL (Moolayil, 2019); en este trabajo se 
han utilizado las funciones Sigmoid y ReLu con valores 
límite de 0 a 1, que se muestran en la Fig. 7. 

Figura 7. Funciones de activación. a) Sigmoid y b) 
ReLU (Moolayil, 2019) utilizadas en este trabajo.
El algoritmo DL utiliza una “función de costo” que es la 
función que se debe minimizar para obtener el mejor 
valor de cada parámetro en el modelo. Las funciones de 
costo más populares son el Error Cuadrático Medio 
(MSE) y el Error Absoluto Medio (MAE). Para reducir 
el costo se utilizan optimizadores, funciones que buscan 
el mejor valor de los parámetros. Su elección y uso 
adecuado constituye la parte más importante del 
llamado “entrenamiento” de la red neuronal. 
Básicamente una función optimizador es un algoritmo 
matemático que emplea reglas del cálculo diferencial 

(derivadas, gradientes) para encontrar óptimos en la red 
a partir de variaciones en el peso relativo de cada 
neurona. En este trabajo se utilizaron los optimizadores 
de Descenso de Gradiente Estocastico (SGD, Stochastic 
Gradient Descent) y el de Estimación de Momento 
Adaptativo (AdAM, Adaptive Moment Estimation).
1.2 Relleno y homogeneización de las series
Se siguieron los siguientes pasos:
1. Descarga de datos crudos y preprocesamiento a un 

formato estándar.
2. Filtro de series en base a datos ausentes y puntos de 

cambio (sin referencia).
3. Homogeneización 1: Se realizó la agrupación para la 

homogeneización con y sin referencia por cada 
grupo.

4. Reconstrucción de series PRCP y TMP con redes 
neuronales profundas, DNN.

5. Homogeneización 2: Se repite el paso 3 pero ahora 
sin agrupación y se realizan ajustes finales.

Estos pasos se encuentran en el diagrama de flujo de la 
Figura 8.

Figura 8. Secuencia metodológica implementada en el 
proceso de homogeneización y reconstrucción de las 
series climáticas de precipitación y temperatura
El filtro del paso 2 consistió en eliminar series con más 
de 30% de datos ausentes (sin importar su ubicación en 
la serie temporal) y eliminar series con más de 5 puntos 
de cambio. En este paso ya se usó RHTests bajo la 
modalidad “sin referencia”; por tanto, este filtro evaluó 
únicamente la consistencia interna de las series. A 
continuación, se procedió a agrupar estaciones tanto 
para PRCP como para TMP en función de su altura 
s.n.m. y su ubicación espacial. La agrupación permite 
determinar la significancia de los puntos de cambio. Se 

obtuvieron 35 regiones para precipitación y 26 para 
temperatura. La Fig. 9 muestra la regionalización para 
la precipitación. 

Figura 9. Regionalización del dominio de estudio: 35 
regiones para precipitación.
El paso 4 (reconstrucción de series mediante DNN) es el 
más novedoso del trabajo. Se utilizaron funciones de 
activación Linear y ReLU según el diagrama de flujo de 
la Figura 10. Por un lado, se acumularon las estaciones 
completas y homogéneas (las mejores estaciones de 
partida) junto con las extraídas de la PCA (3 variables: 
precipitación, evaporación y escorrentía) para conformar 
los predictores del método DNN; por el otro lado, se 
ordenaron las series incompletas identificando como 
objetivo las variables a ser reconstruidas en cada una. 

Figura 10. Diagrama de flujo para el relleno o 
reconstrucción de series de precipitación y temperatura 
mediante redes neuronales profundas (DNN). 

Abreviaciones: LAFDM: Datos de la plataforma 
Princeton Analytics para Latinoamérica, DA: Datos 
ausentes, DNN: Redes neuronales profundas, CC: 
Coeficiente de correlación, MLR: Regresión lineal 
múltiple.
Se procedió a ajustar mediante regresión lineal múltiple 
(MLR) y mediante DNN cada una de las series objetivo, 
luego se calculó el Error Cuadrático Medio (MSE) y el 
Error Absoluto Medio (MAE) en ambos casos, junto 
con los coeficientes de correlación para poder distinguir 
si el ajuste por DNN es mejor que el MLR. La ventaja 
del método DNN es que el proceso de “entrenamiento” 
de las redes permite mejorar el ajuste hasta que, 
eventualmente, supera al MLR. Como se ve en el 
diagrama de flujo, el proceso de entrenamiento se repite 
hasta que el error del DNN sea menor que el del MLR. 
La Fig. 11 muestra la estructura de la red neuronal 
profunda, DNN, que se utilizó en el trabajo. Se 
muestran las 4 capas escondidas, cada una con 27 
neuronas y sus respectivas activaciones, y los datos de 
salida de la red ya entrenada.  

Figura 11. Estructura de la red neuronal para la 
reconstrucción de PRCP: Datos de entrada, 4 capas 
escondidas de 27 neuronas c/u, y datos de salida.
Una vez rellenada la serie con el dato ajustado por DNN 
se pasa al siguiente dato ausente. El proceso se detiene, 
finalmente, cuando se ha rellenado la totalidad de datos 
ausentes en la serie. 
Como último paso (paso 5), se realiza una segunda 
corrida en RHTestsV4 para verificar que no se haya 
introducido puntos de cambio nuevos durante el 
rellenado. Las series que pasan esta última prueba de 
homogeneización son, finalmente, consideradas 
completas y homogéneas.
3. Resultados del Proceso de Relleno y 
Homogeneización 
Los resultados para cada estación fueron similares a los 

que se muestra en las figuras siguientes. La Fig. 12 
muestra el ajuste MLR para la estación Tiraque, en 
unidades normalizadas. Se destaca una parte de la serie 
para mostrar que el modelo contempla el dato de 
precipitación cero (valores negativos excluidos) como 
límite inferior. La Fig. 13 muestra la misma estación, 
pero ahora con el modelo ajustado por DNN. Si bien 
ambos modelos lucen similares, el cálculo del error 
permite distinguirlos. Para el caso mostrado, se obtuvo 
un MSE de 0.1243 en el MLR y de 0.1107 en el DNN. 
Esta mejora de alrededor de 1% a favor del DNN se 
observó en todas las series. Del mismo modo, la 
correlación del ajuste DNN (0.8717) fue superior que la 
del ajuste MLR (0.8531). 

Figura 12. Modelo MLR para la estación TP3304 
(Tiraque)-Precipitación. En negro los valores originales 
de la serie y en rojo los valores modelados.
  

Figura 13. Modelo DNN para la estación TP3304 
(Tiraque) - Precipitación. En azul los valores originales 
de la serie y en rojo los valores modelados.
Una vez obtenido un ajuste DNN superior al MLR, se 
utilizó tal modelo para rellenar los datos faltantes en 
cada una de las series. Por ejemplo, la Fig. 14 muestra el 
resultado para la estación Mizque, en mm de 
precipitación, para el rango de estudio. Para 
temperatura, máxima y mínima, el procedimiento arrojó 
resultados análogos. La Fig. 15 muestra el relleno de la 
serie de Temperatura Mínima en la estación La 
Tamborada.

Figura 14. Estación TP2045 (Mizque), precipitación, 
reconstruida a partir del modelo DNN. En rojo los datos 
rellenados.

Figura 15. Estación TP2597 (La Tamborada), 
temperatura mínima, reconstruida a partir del modelo 
DNN. En rojo los datos rellenados.
Tras el rellenado de series con DNN se obtuvieron 190 
estaciones de precipitación y 93 de temperatura, previo a 
la última homogeneización. Se muestra en la Fig. 16 la 
salida del proceso de homogeneización en RHTestsV4 
para precipitación y en la Fig. 17 para temperatura. El 
cálculo detecta los puntos de cambio (puntos donde se 
pierde la homogeneidad) en la serie. Los ejemplos de las 
Figs. 16 y 17 corresponden a series que fueron 
descartadas por tener uno o más puntos de cambio tras el 
rellenado. Una vez revisadas todas las estaciones y 
filtradas las que traían puntos de cambio, se redujo la 
serie de estaciones con datos completos y homogéneos a 
91 para precipitación y 53 para temperatura. Este es el 
resultado final del trabajo. Todas las series se encuentran 
disponibles para descarga libre en el repositorio 
https://github.com/MarkoAndrade/PMVC-UMSS. 

Figura 16. Homogeneización de la estación P4120 
(Base) con la referencia CO3874 en RHTestsV4 para 
Precipitación. La línea azul muestra una discontinuidad 
(punto de cambio).

Figura 17. Homogeneización de la estación CP2775 en 
RHTestsV4 para Temperatura Mínima. La línea azul 
muestra una discontinuidad (punto de cambio).
4. Conclusiones
El trabajo permitió desarrollar una nueva alternativa 
para el control de calidad de series climáticas, la cual 
tiene como principal novedad la inclusión de métodos 
basados en Redes Neuronales Profundas (DNN). 
Asimismo, incorporó a RHTests como una herramienta 
de homogeneización diferente a las que se habían 
utilizado en estudios previos. Ambas mejoras 
permitieron obtener series mensuales de precipitación y 
temperatura para toda Bolivia, completas y 
homogéneas, con mejores ajustes que los obtenidos con 
procedimientos tradicionales. El desarrollo acelerado de 
los métodos basados en redes neuronales y su inclusión 
en la solución de problemas climatológicos, hace pensar 
que a futuro estos métodos serán preferibles en 
comparación con los métodos estadísticos tradicionales. 
En cuanto al resultado final, no discrepa demasiado de 
reportes previos sobre la temática. Muestra que los datos 
provistos por las estaciones climatológicas del país son, 
en su mayor parte, incompletos y faltos de 
homogeneidad. Esto hace que, tras un control de calidad 
como el del presente trabajo, se tengan que desechar 
alrededor del 90% de las estaciones disponibles de 
inicio, reduciendo considerablemente la información 

climática disponible en el país. Esta situación obliga a 
buscar continuamente mejoras para el relleno y 
homogeneización de series climáticas en Bolivia.
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2014) así como en el libro “Estadística y quimiometría 
para química analítica” (Miller, J.C. 2005). Todo el 
análisis estadístico se realizó con el software RStudio 
versión 4.0.4 empleando un nivel de significancia de 
0,05.  
Linealidad
La linealidad del método se evaluó mediante una 
regresión lineal simple entre la cantidad de nitrógeno 
orgánico y la masa de quinua molida, para lo cual se 
consideraron inicialmente 5 puntos: 0,1; 0,2; 0,3; 0,4 y 
0,5 g de quinua. Adicionalmente se determinaron el 
coeficiente de correlación de Pearson, el coeficiente de 
determinación, los intervalos de confianza al 95% de la 
ordenada y al origen y la pendiente, así como la suma de 
cuadrados de los residuales. Los valores de nitrógeno 
orgánico para cada masa de quinua fueron 
determinados por triplicado y el blanco fue el promedio 
de 5 corridas experimentales consecutivas. 
Límite de detección, límite de cuantificación y límite 
de blanco
El límite de blanco (Ec. 3), límite de detección (Ec. 4) y 
límite de cuantificación (Ec. 5) se determinaron con 
base en las ecuaciones indicadas por Armbruster & Pry 
(Armbruster, D.A., Pry, T. 2008) como se muestran a 
continuación:

En estas ecuaciones  LoB es el límite de blanco, LoD es 
el límite de detección, LoQ es el límite de 
cuantificación,  mediablancos es el promedio de los 
blancos medidos, sdblancos es la desviación estándar de 
los blancos medidos y sdm  es la desviación estándar de 
muestras con baja concentración de analito (en nuestro 
caso 0.1 g de quinua, cuyas cantidades de proteína 
corresponden a valores muy cercanos al blanco). El 
factor de multiplicación 3 para LoQ es arbitrario y fue 
definido de forma análoga a las ecuaciones presentadas 
en Miller & Miller (Miller, J.N., Miller, J.C. 2005). Para 
determinar estos parámetros se consideraron 6 réplicas 
de blancos que consistieron en agua desionizada.  
Exactitud: sesgo y ensayo de recuperación
La exactitud del método se evaluó determinando tanto 
el sesgo como realizando ensayos de recuperación 
empleando glicina como sustancia de referencia 
(Bufferck, M., Muhleiss, A. 2018). Los ensayos de 
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La quinua es una planta nativa de la región Andina que 
es ampliamente cultivada debido a las notables 
propiedades nutricionales de su semilla  (Jacobsen, S.E. 
2006); (Bazile, D., Jacobsen, S.E, Verniau, A.  2016). Si 
bien el contenido proteico de esta (aproximadamente 
15% (Abugoch James, L.E. 2009) es ligeramente 
superior al de alimentos como la cebada, trigo o avena 
(Abugoch James, L.E. 2009; Repo-Carrasco, R., 
Espinoza, C., Jacobsen, S.E. 2003) lo que en realidad la 
hace notoria es el balance de aminoácidos que presenta, 
cubriendo un rango más amplio que los cereales y 
legumbres además de exhibir un contenido alto de lisina 
y metionina, aminoácidos limitantes en la mayoría de 
estos alimentos (Abugoch James, L.E. 2009). A esto se 
suma su alto valor biológico (proporción de la proteína 
del alimento que es incorporado a las proteínas del 
cuerpo) así como la baja huella hídrica y de carbono que 
representa el crecimiento de la planta 
(Gordillo-Bastidas, E., Díaz-Rizzolo, D.A., Roura, E., 
Massanés, T., Gomis, R. 2016). 
Dada la importancia del consumo de proteínas en la 
dieta humana, determinar el contenido de estas en los 
alimentos es una tarea frecuente en el control de calidad 
y caracterización de productos alimenticios; lo cual es 
particularmente cierto en el caso de alimentos con una 

alta calidad proteica como la quinua. Para determinar el 
porcentaje de proteína en los alimentos se pueden 
aplicar principalmente dos métodos químicos, el 
método de Kjeldahl que estima el contenido de proteína 
a partir de la medición del nitrógeno orgánico total, y el 
método de Dumas, que se basa en la combustión de la 
muestra y en la cuantificación de su proteína a partir de 
la reducción de los óxidos de nitrógeno formados a 
nitrógeno gaseoso (N2) (Nielsen, S.S., 2010). El método 
de Kjeldahl es tradicionalmente el más usado, aunque la 
facilidad de automatización, rapidez y la ausencia de 
reactivos peligrosos en el procedimiento han provocado 
que el método de Dumas sea aplicado cada vez más 
frecuentemente en la actualidad (Müller, J., 2017).
La determinación de proteína mediante el método de 
Kjeldahl involucra tres etapas: digestión, destilación y 
titulación. En la primera etapa se busca transformar el 
nitrógeno orgánico del producto alimenticio 
(mayormente asociado a proteínas) en una sal 
inorgánica donde este nitrógeno se encuentre accesible 
para un procesamiento posterior. En la destilación, el 
nitrógeno proveniente de la digestión es transformado 
en amoniaco, el cual es colectado en una solución ácida 
de donde es determinado por titulación o 
retro-titulación con un ácido o base estandarizada 

respectivamente (Buffler, M., 2017).
Debido a la creciente necesidad de contar con 
equipamiento y un procedimiento accesible para 
determinar el contenido proteico de productos 
alimenticios en el Centro de Tecnología Agroindustrial 
es que se plantea el presente trabajo con el propósito de 
reacondicionar el instrumental disponible y desarrollar 
un protocolo propio estandarizado con el cual 
estudiantes de grado puedan llevar a cabo la 
determinación de proteína en quinua o desarrollar 
protocolos similares para otros productos alimenticios.    
2. Materiales y Métodos
Equipamiento
El método para la determinación de proteína en granos 
de quinua se estandarizó empleando un destilador 
micro-Kjeldahl (Figura 1A) que fue reacondicionado 
para tales fines mediante la incorporación de una 
resistencia eléctrica nueva y un controlador de potencia 
(Figura 1B). El aparato fue instalado en una campana de 
extracción para lograr la expulsión de los gases 
desprendidos durante el procesamiento de las muestras. 
Adicionalmente se utilizaron una balanza analítica 
(Mettler Toledo ME104, Ohio, EUA), balanza de 
precisión (Mettler Toledo ME4002, Ohio,EUA), 
desionizador de agua (Merck Simplicity®), Darmstadt, 
Alemania), hornilla eléctrica (Fisatom 500, Saõ Paulo, 
Brasil) y termómetro infrarrojo (Surpeer IR5D, 
Guangdong, China).

Figura 1. Equipo micro-Kjeldahl para determinar 
proteína en quinua. A) Destilador micro-Kjeldahl B) 
Resistencia eléctrica y controlador de potencia
Reactivos
Todos los reactivos empleados en el trabajo 
experimental fueron de grado analítico e incluyeron 
ácido sulfúrico (H2SO4 95%, Merck), hidróxido de 
sodio (NaOH 99%, Merck), sulfato de cobre (II) 
pentahidratado (CuSO4·5H2O 99%, Sigma), sulfato de 
sodio anhidro (Na2SO4 99%, Merck), rojo de metilo 
(Scharlau), verde de bromocresol (Scharlau), 
fenolftaleína (Scharlau), carbonato de sodio (Na2CO3 
99%, Merck), biftalato de potasio (99%, Scharlau), 
glicina (99%, Sigma, sustancia de referencia) y alcohol 
isopropílico (99%,Sigma-Aldrich). Se utilizó agua 
desionizada para todas las corridas experimentales y en 
la preparación de todas las soluciones acuosas.
Preparación de las muestras
Para la estandarización del método se emplearon granos 
de quinua comercial (Quinua real Salem®), los cuales 
fueron molidos con ayuda de un molino manual para 
luego ser tamizados a través de una malla de acero 
inoxidable de 20 mesh (0.841 mm). La harina resultante 
fue guardada en un envase de vidrio seco hasta su 
utilización respectivamente (Chang, S.K.C. 2010).  
Procedimiento general para la determinación de 
proteína
Una cantidad de quinua molida (entre 0.1 y 0.4 g) y 
tamizada (< 1mm) se agregó al matraz Kjeldahl junto 
con 2 g de Na2SO4 anhidro y 0.1 g de CuSO4·5H2O. A la 
mezcla resultante se agregaron 5 mL de H2SO4 y el 

matraz se llevó a calentamiento durante 65 minutos a 
una temperatura aproximada de 370°C (medida con un 
termómetro infrarrojo). Finalizada la etapa de digestión 
(se obtiene una solución de apariencia verde-azulada 
tenue) se dejó enfriar por 10 minutos y se adicionaron 
aprox. 5 mL de agua desionizada para trasvasar 
completamente el contenido digerido del matraz al 
destilador ya en calentamiento (ver Material 
Suplementario Sec. 1). Para iniciar la destilación se 
agregaron 20 mL de una solución de NaOH 50% p/v y 
el destilado se recibió en 25 mL de solución 
estandarizada de H2SO4 (ver Material Suplementario 
Sec. 2) hasta lograr un volumen final de 100 mL. El 
exceso de ácido sulfúrico sin neutralizar de esta 
solución fue entonces titulado (retro-titulación) con una 
solución estandarizada de NaOH (ver Material 
Suplementario Sec. 3) utilizando rojo de metilo como 
indicador (Nielsen, S.S., 2010; da Silva, T.E., Detmann, 
E., de Oliveira Franco, M., Nobre Palma, M.N. and 
Rocha, G.C. 2016). A partir del volumen consumido de 
esta solución de NaOH se determinó el porcentaje de 
proteína en las muestras de quinua empleando las 
Ecuaciones 1 y 2:

Donde             corresponde al volumen de ácido sulfúrico 
donde se recibe inicialmente el destilado (los 25 mL),                                                                                          
es           es la normalidad del H2SO4 estandarizado, VNaOH 
es el volumen consumido (en mL) de NaOH 
estandarizado al momento de la titulación, NNaOH es la 
normalidad estandarizada de la solución de NaOH y NB 
es la cantidad (en gramos) de nitrógeno que contiene el 
blanco. El factor 6,25 permite realizar la conversión 
entre nitrógeno-proteína para el caso de la quinua 
(Gonzalez, J.A., Konishi, Y., Bruno, M., Valoy, M., 
Prado, F.E. 2012; Elsohaimy, S.A., Refaay, T.M., 
Zaytoun, M.A.M. 2015) siendo el mismo valor asumido 
para gran parte de los alimentos, aunque varía en varios 
casos.  
Estandarización del método
La estandarización del método se basó tanto en los 
lineamientos del Consejo Internacional de 
Armonización (ICH por sus siglas en inglés) en su guía 
Q2(R1) “Validación de procedimientos analíticos: texto 
y metodología” (ICH Harmonized Tripartite Guideline, 

recuperación se realizaron por triplicado en la parte 
baja, media y alta de la línea de regresión, para lo cual 
se pesó una cantidad base de quinua molida (0,100 g) a 
la que se agregaron 0,010; 0,020 y 0,027 g de glicina de 
tal forma que se obtuvieron cantidades totales de 
nitrógeno en la zona baja, media y alta de la línea de 
regresión. Dado que esta cantidad determinada de 
nitrógeno proviene tanto de la quinua como de la glicina 
añadida, la cantidad que aporta específicamente esta 
última se puede determinar por diferencia (valor 
experimental) luego de calcular la cantidad de 
nitrógeno aportado por la quinua mediante la ecuación 
de regresión lineal. Este valor puede ser comparado con 
el valor teórico de nitrógeno en la glicina, el cual se 
calcula a partir de la masa añadida de esta y su fórmula 
molecular. Del cociente entre la cantidad de nitrógeno 
experimental y teórico para la glicina es que se define la 
exactitud del método como porcentaje de recuperación.
El sesgo se evaluó determinando la masa experimental 
de glicina a partir de la masa de nitrógeno hallado 
experimentalmente con el método propuesto y 
comparando estos valores con las masas teóricas 
conocidas de glicina que fueron añadidas a las muestras 
de quinua molida. La comparación se realizó mediante 
una prueba t de Student para varianzas desiguales 
donde la hipótesis nula (no hay diferencia significativa) 
es aceptada para valores de P mayores a 0,05.
Rango
El rango de aplicabilidad del método se determinó a 
partir de la evaluación de la regresión lineal y 
considerando la exactitud del mismo en la zona baja, 
media y alta de esta misma regresión.  A través del 
rango se buscó definir que del 80% al 120% de la 
cantidad recomendada de quinua para realizar el ensayo 
se encuentren dentro del rango abarcado por la 
regresión lineal. 
Precisión: repetibilidad y precisión intermedia
La precisión se evaluó como: repetibilidad y precisión 
intermedia. La repetibilidad se determinó como el 
coeficiente de variación de 6 muestras consecutivas de 
quinua (0,4 g); mientras que la precisión intermedia se 
evaluó mediante un diseño experimental de dos factores 
(Día y Analista) a dos niveles cada uno (22) (sin 
réplicas) donde cada corrida experimental correspondió 
a la determinación del porcentaje de proteína en 
muestras de 0,3 g de quinua.   
3. Resultados y Discusión

La regresión lineal se muestra en la Figura 2A. La curva 
se obtuvo con 4 puntos porque las corridas 
experimentales que se probaron con 0,5 g de quinua 
fueron infructuosas, ya sea porque la muestra no se 
digería completamente, o debido a pérdidas importantes 
de material producto de salpicaduras por la excesiva 
cantidad de material orgánico para el volumen de 
H2SO4 empleado en la digestión. Emplear una mayor 
cantidad de H2SO4 no fue factible dado que su volumen 
define la cantidad de NaOH de neutralización (PanReac 
AppliChem. 2018). Sumados ambos volúmenes, 
cuando se emplean más de 5 mL de H2SO4, sobrepasan 
la capacidad de la cámara del destilador 
micro-Kjeldahl.

Figura 2. (A) Regresión lineal entre la cantidad de 
proteína [g] y la masa de quinua empleada [g]. (B) 
Regresión lineal entre el contenido de nitrógeno [g] y la 
masa de quinua [g].

Las ecuaciones resultantes de esta regresión lineal tanto 
para la cantidad de proteína como para la de nitrógeno 
en función de la masa de quinua (Figura 2B) se 
muestran en las Ecuaciones 6 y 7, respectivamente. Las 
características más importantes de la regresión lineal 
entre la masa de proteína y la masa de quinua se 
encuentran resumidas en la Tabla 1:

El valor cercano a 1 del coeficiente de correlación de 
Pearson da cuenta del ajuste adecuado de los datos 
experimentales con la línea de regresión. Esta misma 
bondad se ve reflejada en el coeficiente de 
determinación y en la suma de cuadrados de los 
residuales, cuyo valor hallado al ser cercano a cero, 
reafirma la buena adecuación del modelo a los datos. 
Por otro lado, el límite de blanco para el método fue 
0,0129 g de proteína de quinua, mientras que el límite 
de detección y límite de cuantificación corresponden a 
0,0144 g y 0,0174 g de proteína respectivamente. Es 
importante notar que la cantidad de proteína 
correspondiente a 0,1 g de quinua se encuentra por 
debajo del límite de cuantificación y aunque esto no 
trajo consecuencias negativas para la regresión lineal 
que se realizó, indica que la cantidad mínima de quinua 
que tendría que analizarse mediante este método debe 
ser mayor o igual a 0,2 g.
Tabla 1
Características de la regresión lineal entre la cantidad 
de proteína [g] y la masa de quinua [g]

En cuanto a la exactitud, puede verse claramente que el 
método mejora a medida que la evaluación pasa de la 

zona baja de la línea de regresión a la zona media y alta 
(Tabla 2). Esto indica que se tiene una mejor exactitud 
(107% expresada como recuperación) a medida que la 
cantidad de quinua sujeta a análisis aumenta, siendo el 
límite superior 0,4 g y el límite inferior los ya 
mencionados 0,2 g. Ambos valores entonces 
delimitarían el rango de aplicabilidad del método e 
indican que la masa más adecuada de quinua para 
realizar el ensayo es de 0,3 g considerando que el 80% 
de este valor se encuentra cabalmente por encima del 
límite inferior, mientras que el 120% se encuentra por 
debajo del límite superior. 
Tabla 2
Exactitud del método micro-Kjeldahl (evaluado como 
% recuperación) para determinar proteína en granos 
de quinua 

a Zona baja, media y alta de la línea de regresión
b Volumen de NaOH estandarizado empleado en la 

titulación
c Cantidad de nitrógeno en la glicina (valor teórico)
d Cantidad de nitrógeno en la glicina determinado 

experimentalmente
Como era de esperarse, el método es más inexacto 
cuando se hacen mediciones con 0,1 g de quinua dado 
que se encuentra muy cercano a los valores del blanco y 
por debajo del límite de cuantificación. Adicionalmente 
puede observarse que el método exhibe una tendencia a 
sobre-estimar la cantidad de nitrógeno presente en las 

muestras; esto se explica por la titulación del H2SO4 
remanente con NaOH estandarizado empleando rojo de 
metilo como indicador, el cual vira en un rango de pH 
entre 4,4-6,2. Como se titula hasta un pH ligeramente 
ácido y no hasta neutralización, hay un exceso de ácido 
que se contabiliza como neutralizado por el amoniaco 
proveniente de la muestra. Si en lugar de rojo de metilo 
se empleara un pH-metro para monitorear la 
neutralización se conseguirían resultados más exactos. 
Por otro lado, se ha reportado que la principal fuente de 
incertidumbre en el método Kjeldahl para la 
determinación de nitrógeno es el material volumétrico 
que se emplea en el proceso (Anglov, T., Petersen, I.M., 
Kristiansen, J. 2003). Basándonos en la 
experimentación realizada y el protocolo establecido, la 
bureta empleada en la etapa de titulación final sería la 
que afecta más en la determinación de proteína y tendría 
que ser de la mejor precisión posible.   
Por otro lado, los resultados de la evaluación del sesgo 
muestran en todos los casos, ya sea en la parte baja, 
media o alta de la regresión lineal, que no hay 
diferencias significativas entre los valores teóricos 
conocidos de la sustancia de referencia (glicina) y los 
valores determinados experimentalmente (ver Tabla 3); 
indicando que el método es aceptable y de una 
veracidad adecuada.
Tabla 3
Exactitud del método micro-Kjeldahl (evaluado como 
sesgo) para determinar proteína en granos de quinua 

a Zona baja, media y alta de la línea de regresión
b Valor de P determinando mediante la prueba t de 

Student para muestras con varianzas desiguales

En lo que concierne a la evaluación de la precisión del 
método, esta se realizó considerando tanto la 
repetibilidad como la precisión intermedia. Para 
determinar la primera se empleó 0,4 g de quinua molida 
en concordancia con los lineamientos de la ICH, los 
cuales indican realizar 6 determinaciones al 100% de la 
concentración de prueba (ICH Harmonised Tripartite 
Guideline 2014) Los resultados obtenidos se muestran 
en la Tabla 4.
Tabla 4 
Repetibilidad del método micro-Kjeldahl para 
determinar proteína en granos de quinua

a Volumen de NaOH estandarizado empleado en la 
titulación
Con las mediciones presentadas en la Tabla 4 se 
determinó el promedio, desviación estándar y 
coeficiente de variación, para los cuales se obtuvieron 
los valores de 14,94%, 0,63 y 4,2% respectivamente. 
Por otro lado, los resultados del diseño experimental 
empleado (22 sin réplicas) para evaluar la precisión 
intermedia se muestran en la Tabla 5.
Tabla 5
Porcentajes de proteína obtenidos en el diseño 
experimental 22

Dado que no fue posible realizar réplicas debido al 
tiempo que dura cada corrida experimental, el diseño 
experimental planteado fue evaluado empleando una 

gráfica de Pareto (Figura 3) donde se utilizó el método 
de Lenth para determinar los valores críticos.

Figura 3. Gráfica de Pareto para los efectos de los factores 
Día y Analistaa

a ME es el margen de error determinado mediante el 
método de Lenth empleando el procedimiento por 
defecto del paquete “unrepx” en RStudio
Los valores obtenidos para el margen de error (ME) y el 
margen de error simultáneo (SME) fueron 2,87 y 7,19 
respectivamente. Como puede apreciarse en la Figura 3, 
ni el efecto del Día, Analista o la interacción de ambos 
puede considerarse significativa y el método podría 
aplicarse independientemente del día en el que este se 
realice o la persona que lo aplique.
4. Conclusiones
Se ha estandarizado un método micro-Kjeldahl para la 
determinación de proteína en granos de quinua. El 
método es relativamente sencillo de aplicar y constituye 
una alternativa para que estudiantes de grado y tesistas 
que no tienen acceso a normativa oficial puedan 
determinar proteína en granos de quinua o desarrollar 
métodos análogos para otros productos alimenticios. El 
método muestra una relación lineal entre la cantidad de 
proteína determinada y la masa de quinua procesada 
(R2=0,9967), presentando un límite de detección y 
límite de cuantificación de 0,0144 g y 0,0174 g de 
proteína respectivamente. El método es aplicable para 
muestras de quinua entre 0,2-0,4 g y tiene una mejor 
exactitud a medida que la masa de quinua usada en el 
procedimiento aumenta (107% de recuperación en la 
parte media y alta de la línea de regresión). La 
repetibilidad del método se cuantificó como el 
coeficiente de variación de seis mediciones 
consecutivas y presenta un valor de 4,2% lo que indica 
una adecuada precisión del método. La determinación 

de proteína mediante el protocolo planteado no depende 
del día ni del analista que lo aplique.    
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Toda serie de datos climáticos proveniente de 
estaciones de monitoreo debe pasar por una revisión o 
control de calidad antes de ser utilizada en estudios 
concretos. Por lo general los esfuerzos se orientan a 
analizar la homogeneidad de las series históricas de 
modo que cualquier conclusión basada en tales registros 
sea suficientemente representativa del comportamiento 
real del clima (Peterson et al., 1998). Algunas de las 
causas más comunes de inhomogeneidades en los 
registros climáticos son los cambios en la 
instrumentación, en el observador, en la ubicación y 
exposición de la estación de monitoreo, y en los 
procedimientos observacionales (Wang, 2008a). Estos 
cambios artificiales en las series de datos se conocen 
como puntos de quiebre o puntos de cambio; se han 
desarrollado distintos algoritmos para identificarlos, 

distinguirlos de los cambios reales y, eventualmente, 
corregirlos. Un segundo problema, también bastante 
frecuente en el control de calidad de series climáticas, 
es el referido a la cantidad de datos faltantes. En 
algunos casos el porcentaje de faltantes es tan alto que 
la serie debe ser desechada ya que no podría justificarse 
estadísticamente ningún proceso de rellenado artificial. 
En el caso de Bolivia, las series de precipitación pluvial 
y de temperatura (máxima y mínima) son provistas por 
el Servicio Nacional de Meteorología e Hidrología 
(SENAMHI) que cuenta con estaciones de monitoreo 
en distintas zonas del país. Se observa que la cantidad 
de estaciones es baja para la extensión territorial de 
Bolivia, y además, los registros presentan notorias 
discontinuidades (datos faltantes) al margen de las 
inhomogeneidades propias de cualquier serie climática. 

Si bien existen reportes previos sobre control de calidad 
en series climáticas de SENAMHI-Bolivia, se propone 
en este trabajo una metodología alternativa para el 
relleno y homogeneización de series mensuales de 
precipitación pluvial y temperatura. Se ha escogido 
como periodo de estudio 1980 a 2015 y seleccionado las 
estaciones de monitoreo SENAMHI que cumplen con 
la condición de ausentes con un porcentaje menor al 
30%. El relleno se realizó utilizando algoritmos de 
redes neuronales en los cuales cada serie es completada 
con ayuda de estaciones próximas (con las que tiene 
buena correlación) y acudiendo también, en algunos 
casos, a series de datos ajenas a la base de SENAMHI 
(fuentes externas) con las que la serie a ser completada 
tiene buena correlación. Se ha podido evidenciar que 
los métodos de redes neuronales son más eficientes que 
los métodos estadísticos convencionales para el relleno 
de este tipo de series temporales. En cuanto a la 
homogeneización de las series, existen reportes de 
comparación entre distintos algoritmos utilizados en la 
actualidad (Venema, 2012) en los que se contemplan los 
softwares más utilizados por la comunidad en la 
homogenización de series mensuales de precipitación y 
temperatura. La mayor parte de los algoritmos se basan 
en aproximaciones de homogeneización relativa, la cual 
asume que estaciones cercanas están expuestas a 
condiciones climáticas parecidas y que cualquier 
diferencia entre estaciones cercanas puede utilizarse 
para detectar inhomogeneidades. Algunos de los 
paquetes de homogenización más recientes son 
(Guijarro, 2017): Climatol 3.0 (Guijarro, 2018), 
ACMANT 3.0 (Domonkos, 2014), (Domonkos and 
Coll, 2017), MASH 3.03 (Szentimrey, 2007), 
RH-testsV4 (Wang & Feng, 2013b), USHCN v52d 
(Menne & Williams, 2005), HOMER 2.6 (Mestre, 
2013). En este trabajo se ha utilizado RHtestsV4, el cual 
consiste una paquetería en R (R Core Team, 2019) con 
la cual se puede detectar y corregir múltiples puntos de 
cambio que podrían estar presentes en series climáticas 
con errores autorregresivos de primer orden. Las series 
pueden ser de precipitación, temperatura o cualquier 
otra variable climática, y de tipo diario, mensual o anual 
(se excluye las series de precipitación diaria por no 
tener un comportamiento gaussiano, requiriendo una 
variante de RHtests que en este trabajo no fue 
necesario). RHtestsV4 se basa en el test t de máxima 
penalidad (Wang, 2007) y en el test F de máxima 
penalidad (Wang, 2008b), incluidos ambos en un 
algoritmo de testeo recursivo. Dependiendo de si la 

serie temporal a homogeneizar (serie base) cuenta o no 
con una serie de referencia (serie ya homogénea y con 
alta correlación con la serie base), se utiliza el test t o el 
test F (test t si se tiene serie de referencia y test F si no 
se tiene serie de referencia). En las secciones 
subsiguientes se explica con más detalle tanto el 
procedimiento de relleno como el de homogeneización 
aplicado a las series climáticas seleccionadas para 
Bolivia. El trabajo concluye con la presentación de las 
series mensuales de precipitación y temperatura 
completas y homogéneas, almacenadas en un 
repositorio virtual de acceso libre para toda la 
comunidad.
2. Métodos
En este estudio se ha utilizado la base de datos SISMET 
del Servicio Nacional de Meteorología e Hidrología de 
Bolivia (SENAMHI, 2020) para el periodo 1980 a 
2015. Si bien la base cuenta con información climática 
de más de 1200 estaciones, no todas cubren el rango 
requerido en el trabajo. Se seleccionaron, de inicio, 190 
estaciones para precipitación y 92 para temperatura 
máxima y mínima según el criterio de cubrir el período 
de estudio con un porcentaje de datos faltantes menor a 
30 %. Las Figs. 1 y 2 muestran la ubicación geográfica 
de las estaciones, tanto para precipitación como para 
temperatura. Se observa una mayor densidad de 
estaciones en la zona central del país en comparación 
con el noreste y el sudoeste que están poco 
monitoreados. Para fines de comparación, se han 
considerado también datos provenientes de fuentes 
externas. Una de esas fuentes proviene de la Unidad de 
Investigación Climática (Climatic Research Unity, 
CRU) de la Universidad East Anglia (Harris, I. et al., 
2014). Los datos CRU han sido generados por 
interpolación de datos disponibles de estaciones 
meteorológicas de todo el mundo, logrando una 
resolución de 0.5° latitud/longitud. Si bien esta 
resolución no es suficiente para, por ejemplo, estudios 
hidrológicos, ya permite tener una idea de la 
climatología del país y sirve de base en este trabajo para 
fines de comparación. Las Figs. 3 y 4 muestran la 
climatología de Bolivia para el período 1980 a 2015 en 
base a medias mensuales de temperatura (°C) y 
precipitación (mm/día) provistas por CRU. En el caso 
de la temperatura, es notorio el gradiente altitudinal al 
pasar de la zona oriental a las tierras altas del occidente. 
En cuanto a la precipitación, destaca la zona del 
Chapare en el trópico de Cochabamba con los valores 
más altos (vea la mancha verde intensa en la región 

central del país para la precipitación DJF en la Fig.4), 
así como la baja precipitación en el altiplano. Una 
segunda fuente de información consultada en este 
trabajo fue la plataforma PCA - Princeton Climate 
Analytics (PCA, 2019). Se trata de un servicio de 
información climática de la Universidad de Princeton 
que combina datos satelitales con observaciones en 
tierra y modelos de reanálisis para proveer series 
hidroclimatológicas con resolución espacial de 0.25° y 
resoluciones temporales diarias, mensuales y anuales. 
Para el caso de Bolivia, PCA ofrece el Monitor de 
Inundaciones y Sequías para Latinoamérica, de donde 
fueron extraídas series temporales mensuales de 
precipitación, temperatura máxima diaria, temperatura 
mínima diaria, radiación solar, escorrentía y 
evaporación, para distintas locaciones coincidentes con 
las de las estaciones climáticas del país. La Fig. 5 
muestra la serie temporal de precipitación extraída de 
dicha plataforma para la ciudad de Cochabamba.

Figura 1. Estaciones seleccionadas con datos de 
precipitación: 190 en toda Bolivia antes de la 
homogeneización

Figura 2. Estaciones seleccionadas con datos de 
temperatura: 92 en toda Bolivia antes de la 
homogeneización

Figura 3. Temperatura promedio estacional Bolivia. 
Período 1980-2015 en base a CRU TS v.4.02

Figura 4. Precipitación promedio estacional Bolivia. 
Período 1980-2015 en base a CRU TS v.4.02

Figura 5. Serie temporal de precipitación mensual en 
mm/día para la ciudad de Cochabamba según la PCA. 
Período 1980 a 2015
2 Herramientas para el control de calidad de series 
climáticas
El software utilizado para la homogeneización fue 
RHTestsV4 (Wang, 2007). Consiste en una paquetería 
escrita en lenguaje R, muy potente, de uso libre y 
multiplataforma. Detecta y ajusta múltiples puntos de 
cambio (desplazamientos) que podrían existir en una 
serie de datos que pueden tener errores autorregresivos 
de primer orden. RHtestsV4 se basa en la prueba t de 
máxima penalidad (Wang, 2007) y en la prueba F de 
máxima penalidad (Wang, 2008b), incluidas ambas en 
un algoritmo de testeo recursivo. Dependiendo de si la 
serie temporal a homogeneizar (serie base) cuenta o no 
con una serie de referencia (serie ya homogénea y con 

alta correlación con la serie base), se utiliza la prueba t 
o la prueba F (test t si se tiene serie de referencia y test 
F si no se tiene serie de referencia). En el caso sin serie 
de referencia, la prueba F de máxima penalidad permite 
que las series de tiempo tengan una tendencia lineal 
durante todo el período del registro de datos, es decir, 
sin cambio en el componente de la tendencia. Los 
resultados sin el uso de una serie de referencia son, sin 
embargo, menos confiables que en el caso con 
referencia. Por este motivo, en el presente trabajo se 
trató de utilizar series de referencia tanto como fue 
posible. 
En cuanto a las técnicas de relleno, se optó por 
implementar un algoritmo de aprendizaje profundo 
(DL o deep learning), que es un subcampo específico 
del aprendizaje automático (machine learning). 
Representa la idea de capas sucesivas de modo que la 
cantidad de capas que contribuyen a un modelo de datos 
se denomina profundidad del modelo (Chollet, F., 
2018). Las redes neuronales con múltiples capas se 
denominan Redes Neuronales Profundas (DNN por sus 
siglas en inglés). Una de las librerías de aprendizaje 
profundo disponible para el desarrollo de redes 
neuronales profundas es Keras (Keras, 2019). Esta 
librería es una API de redes neuronales de alto nivel, 
escrita en Python y desarrollada con un enfoque que 
permite su implementación rápida. En la Fig. 6 se 
observa la composición de una red neuronal profunda 
(DNN), donde x1; x2 y x3 son las características de 
entrada, seguidas de dos capas de neuronas ocultas, y 
finalmente la capa de salida z1 y z2.

Figura 6. Estructura de una red neuronal profunda 
(DNN) de 2 capas ocultas.
Cada neurona contiene una función de activación y un 
valor límite. El valor límite es el mínimo valor que una 

entrada debe tener para activar la neurona. Una función 
de activación está diseñada para el límite de salida de la 
neurona, usualmente para valores entre 0 a 1, o -1 a +1. 
Existen varios tipos de funciones de activación 
disponibles en DL (Moolayil, 2019); en este trabajo se 
han utilizado las funciones Sigmoid y ReLu con valores 
límite de 0 a 1, que se muestran en la Fig. 7. 

Figura 7. Funciones de activación. a) Sigmoid y b) 
ReLU (Moolayil, 2019) utilizadas en este trabajo.
El algoritmo DL utiliza una “función de costo” que es la 
función que se debe minimizar para obtener el mejor 
valor de cada parámetro en el modelo. Las funciones de 
costo más populares son el Error Cuadrático Medio 
(MSE) y el Error Absoluto Medio (MAE). Para reducir 
el costo se utilizan optimizadores, funciones que buscan 
el mejor valor de los parámetros. Su elección y uso 
adecuado constituye la parte más importante del 
llamado “entrenamiento” de la red neuronal. 
Básicamente una función optimizador es un algoritmo 
matemático que emplea reglas del cálculo diferencial 

(derivadas, gradientes) para encontrar óptimos en la red 
a partir de variaciones en el peso relativo de cada 
neurona. En este trabajo se utilizaron los optimizadores 
de Descenso de Gradiente Estocastico (SGD, Stochastic 
Gradient Descent) y el de Estimación de Momento 
Adaptativo (AdAM, Adaptive Moment Estimation).
1.2 Relleno y homogeneización de las series
Se siguieron los siguientes pasos:
1. Descarga de datos crudos y preprocesamiento a un 

formato estándar.
2. Filtro de series en base a datos ausentes y puntos de 

cambio (sin referencia).
3. Homogeneización 1: Se realizó la agrupación para la 

homogeneización con y sin referencia por cada 
grupo.

4. Reconstrucción de series PRCP y TMP con redes 
neuronales profundas, DNN.

5. Homogeneización 2: Se repite el paso 3 pero ahora 
sin agrupación y se realizan ajustes finales.

Estos pasos se encuentran en el diagrama de flujo de la 
Figura 8.

Figura 8. Secuencia metodológica implementada en el 
proceso de homogeneización y reconstrucción de las 
series climáticas de precipitación y temperatura
El filtro del paso 2 consistió en eliminar series con más 
de 30% de datos ausentes (sin importar su ubicación en 
la serie temporal) y eliminar series con más de 5 puntos 
de cambio. En este paso ya se usó RHTests bajo la 
modalidad “sin referencia”; por tanto, este filtro evaluó 
únicamente la consistencia interna de las series. A 
continuación, se procedió a agrupar estaciones tanto 
para PRCP como para TMP en función de su altura 
s.n.m. y su ubicación espacial. La agrupación permite 
determinar la significancia de los puntos de cambio. Se 

obtuvieron 35 regiones para precipitación y 26 para 
temperatura. La Fig. 9 muestra la regionalización para 
la precipitación. 

Figura 9. Regionalización del dominio de estudio: 35 
regiones para precipitación.
El paso 4 (reconstrucción de series mediante DNN) es el 
más novedoso del trabajo. Se utilizaron funciones de 
activación Linear y ReLU según el diagrama de flujo de 
la Figura 10. Por un lado, se acumularon las estaciones 
completas y homogéneas (las mejores estaciones de 
partida) junto con las extraídas de la PCA (3 variables: 
precipitación, evaporación y escorrentía) para conformar 
los predictores del método DNN; por el otro lado, se 
ordenaron las series incompletas identificando como 
objetivo las variables a ser reconstruidas en cada una. 

Figura 10. Diagrama de flujo para el relleno o 
reconstrucción de series de precipitación y temperatura 
mediante redes neuronales profundas (DNN). 

Abreviaciones: LAFDM: Datos de la plataforma 
Princeton Analytics para Latinoamérica, DA: Datos 
ausentes, DNN: Redes neuronales profundas, CC: 
Coeficiente de correlación, MLR: Regresión lineal 
múltiple.
Se procedió a ajustar mediante regresión lineal múltiple 
(MLR) y mediante DNN cada una de las series objetivo, 
luego se calculó el Error Cuadrático Medio (MSE) y el 
Error Absoluto Medio (MAE) en ambos casos, junto 
con los coeficientes de correlación para poder distinguir 
si el ajuste por DNN es mejor que el MLR. La ventaja 
del método DNN es que el proceso de “entrenamiento” 
de las redes permite mejorar el ajuste hasta que, 
eventualmente, supera al MLR. Como se ve en el 
diagrama de flujo, el proceso de entrenamiento se repite 
hasta que el error del DNN sea menor que el del MLR. 
La Fig. 11 muestra la estructura de la red neuronal 
profunda, DNN, que se utilizó en el trabajo. Se 
muestran las 4 capas escondidas, cada una con 27 
neuronas y sus respectivas activaciones, y los datos de 
salida de la red ya entrenada.  

Figura 11. Estructura de la red neuronal para la 
reconstrucción de PRCP: Datos de entrada, 4 capas 
escondidas de 27 neuronas c/u, y datos de salida.
Una vez rellenada la serie con el dato ajustado por DNN 
se pasa al siguiente dato ausente. El proceso se detiene, 
finalmente, cuando se ha rellenado la totalidad de datos 
ausentes en la serie. 
Como último paso (paso 5), se realiza una segunda 
corrida en RHTestsV4 para verificar que no se haya 
introducido puntos de cambio nuevos durante el 
rellenado. Las series que pasan esta última prueba de 
homogeneización son, finalmente, consideradas 
completas y homogéneas.
3. Resultados del Proceso de Relleno y 
Homogeneización 
Los resultados para cada estación fueron similares a los 

que se muestra en las figuras siguientes. La Fig. 12 
muestra el ajuste MLR para la estación Tiraque, en 
unidades normalizadas. Se destaca una parte de la serie 
para mostrar que el modelo contempla el dato de 
precipitación cero (valores negativos excluidos) como 
límite inferior. La Fig. 13 muestra la misma estación, 
pero ahora con el modelo ajustado por DNN. Si bien 
ambos modelos lucen similares, el cálculo del error 
permite distinguirlos. Para el caso mostrado, se obtuvo 
un MSE de 0.1243 en el MLR y de 0.1107 en el DNN. 
Esta mejora de alrededor de 1% a favor del DNN se 
observó en todas las series. Del mismo modo, la 
correlación del ajuste DNN (0.8717) fue superior que la 
del ajuste MLR (0.8531). 

Figura 12. Modelo MLR para la estación TP3304 
(Tiraque)-Precipitación. En negro los valores originales 
de la serie y en rojo los valores modelados.
  

Figura 13. Modelo DNN para la estación TP3304 
(Tiraque) - Precipitación. En azul los valores originales 
de la serie y en rojo los valores modelados.
Una vez obtenido un ajuste DNN superior al MLR, se 
utilizó tal modelo para rellenar los datos faltantes en 
cada una de las series. Por ejemplo, la Fig. 14 muestra el 
resultado para la estación Mizque, en mm de 
precipitación, para el rango de estudio. Para 
temperatura, máxima y mínima, el procedimiento arrojó 
resultados análogos. La Fig. 15 muestra el relleno de la 
serie de Temperatura Mínima en la estación La 
Tamborada.

Figura 14. Estación TP2045 (Mizque), precipitación, 
reconstruida a partir del modelo DNN. En rojo los datos 
rellenados.

Figura 15. Estación TP2597 (La Tamborada), 
temperatura mínima, reconstruida a partir del modelo 
DNN. En rojo los datos rellenados.
Tras el rellenado de series con DNN se obtuvieron 190 
estaciones de precipitación y 93 de temperatura, previo a 
la última homogeneización. Se muestra en la Fig. 16 la 
salida del proceso de homogeneización en RHTestsV4 
para precipitación y en la Fig. 17 para temperatura. El 
cálculo detecta los puntos de cambio (puntos donde se 
pierde la homogeneidad) en la serie. Los ejemplos de las 
Figs. 16 y 17 corresponden a series que fueron 
descartadas por tener uno o más puntos de cambio tras el 
rellenado. Una vez revisadas todas las estaciones y 
filtradas las que traían puntos de cambio, se redujo la 
serie de estaciones con datos completos y homogéneos a 
91 para precipitación y 53 para temperatura. Este es el 
resultado final del trabajo. Todas las series se encuentran 
disponibles para descarga libre en el repositorio 
https://github.com/MarkoAndrade/PMVC-UMSS. 

Figura 16. Homogeneización de la estación P4120 
(Base) con la referencia CO3874 en RHTestsV4 para 
Precipitación. La línea azul muestra una discontinuidad 
(punto de cambio).

Figura 17. Homogeneización de la estación CP2775 en 
RHTestsV4 para Temperatura Mínima. La línea azul 
muestra una discontinuidad (punto de cambio).
4. Conclusiones
El trabajo permitió desarrollar una nueva alternativa 
para el control de calidad de series climáticas, la cual 
tiene como principal novedad la inclusión de métodos 
basados en Redes Neuronales Profundas (DNN). 
Asimismo, incorporó a RHTests como una herramienta 
de homogeneización diferente a las que se habían 
utilizado en estudios previos. Ambas mejoras 
permitieron obtener series mensuales de precipitación y 
temperatura para toda Bolivia, completas y 
homogéneas, con mejores ajustes que los obtenidos con 
procedimientos tradicionales. El desarrollo acelerado de 
los métodos basados en redes neuronales y su inclusión 
en la solución de problemas climatológicos, hace pensar 
que a futuro estos métodos serán preferibles en 
comparación con los métodos estadísticos tradicionales. 
En cuanto al resultado final, no discrepa demasiado de 
reportes previos sobre la temática. Muestra que los datos 
provistos por las estaciones climatológicas del país son, 
en su mayor parte, incompletos y faltos de 
homogeneidad. Esto hace que, tras un control de calidad 
como el del presente trabajo, se tengan que desechar 
alrededor del 90% de las estaciones disponibles de 
inicio, reduciendo considerablemente la información 

climática disponible en el país. Esta situación obliga a 
buscar continuamente mejoras para el relleno y 
homogeneización de series climáticas en Bolivia.
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2014) así como en el libro “Estadística y quimiometría 
para química analítica” (Miller, J.C. 2005). Todo el 
análisis estadístico se realizó con el software RStudio 
versión 4.0.4 empleando un nivel de significancia de 
0,05.  
Linealidad
La linealidad del método se evaluó mediante una 
regresión lineal simple entre la cantidad de nitrógeno 
orgánico y la masa de quinua molida, para lo cual se 
consideraron inicialmente 5 puntos: 0,1; 0,2; 0,3; 0,4 y 
0,5 g de quinua. Adicionalmente se determinaron el 
coeficiente de correlación de Pearson, el coeficiente de 
determinación, los intervalos de confianza al 95% de la 
ordenada y al origen y la pendiente, así como la suma de 
cuadrados de los residuales. Los valores de nitrógeno 
orgánico para cada masa de quinua fueron 
determinados por triplicado y el blanco fue el promedio 
de 5 corridas experimentales consecutivas. 
Límite de detección, límite de cuantificación y límite 
de blanco
El límite de blanco (Ec. 3), límite de detección (Ec. 4) y 
límite de cuantificación (Ec. 5) se determinaron con 
base en las ecuaciones indicadas por Armbruster & Pry 
(Armbruster, D.A., Pry, T. 2008) como se muestran a 
continuación:

En estas ecuaciones  LoB es el límite de blanco, LoD es 
el límite de detección, LoQ es el límite de 
cuantificación,  mediablancos es el promedio de los 
blancos medidos, sdblancos es la desviación estándar de 
los blancos medidos y sdm  es la desviación estándar de 
muestras con baja concentración de analito (en nuestro 
caso 0.1 g de quinua, cuyas cantidades de proteína 
corresponden a valores muy cercanos al blanco). El 
factor de multiplicación 3 para LoQ es arbitrario y fue 
definido de forma análoga a las ecuaciones presentadas 
en Miller & Miller (Miller, J.N., Miller, J.C. 2005). Para 
determinar estos parámetros se consideraron 6 réplicas 
de blancos que consistieron en agua desionizada.  
Exactitud: sesgo y ensayo de recuperación
La exactitud del método se evaluó determinando tanto 
el sesgo como realizando ensayos de recuperación 
empleando glicina como sustancia de referencia 
(Bufferck, M., Muhleiss, A. 2018). Los ensayos de 
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La quinua es una planta nativa de la región Andina que 
es ampliamente cultivada debido a las notables 
propiedades nutricionales de su semilla  (Jacobsen, S.E. 
2006); (Bazile, D., Jacobsen, S.E, Verniau, A.  2016). Si 
bien el contenido proteico de esta (aproximadamente 
15% (Abugoch James, L.E. 2009) es ligeramente 
superior al de alimentos como la cebada, trigo o avena 
(Abugoch James, L.E. 2009; Repo-Carrasco, R., 
Espinoza, C., Jacobsen, S.E. 2003) lo que en realidad la 
hace notoria es el balance de aminoácidos que presenta, 
cubriendo un rango más amplio que los cereales y 
legumbres además de exhibir un contenido alto de lisina 
y metionina, aminoácidos limitantes en la mayoría de 
estos alimentos (Abugoch James, L.E. 2009). A esto se 
suma su alto valor biológico (proporción de la proteína 
del alimento que es incorporado a las proteínas del 
cuerpo) así como la baja huella hídrica y de carbono que 
representa el crecimiento de la planta 
(Gordillo-Bastidas, E., Díaz-Rizzolo, D.A., Roura, E., 
Massanés, T., Gomis, R. 2016). 
Dada la importancia del consumo de proteínas en la 
dieta humana, determinar el contenido de estas en los 
alimentos es una tarea frecuente en el control de calidad 
y caracterización de productos alimenticios; lo cual es 
particularmente cierto en el caso de alimentos con una 

alta calidad proteica como la quinua. Para determinar el 
porcentaje de proteína en los alimentos se pueden 
aplicar principalmente dos métodos químicos, el 
método de Kjeldahl que estima el contenido de proteína 
a partir de la medición del nitrógeno orgánico total, y el 
método de Dumas, que se basa en la combustión de la 
muestra y en la cuantificación de su proteína a partir de 
la reducción de los óxidos de nitrógeno formados a 
nitrógeno gaseoso (N2) (Nielsen, S.S., 2010). El método 
de Kjeldahl es tradicionalmente el más usado, aunque la 
facilidad de automatización, rapidez y la ausencia de 
reactivos peligrosos en el procedimiento han provocado 
que el método de Dumas sea aplicado cada vez más 
frecuentemente en la actualidad (Müller, J., 2017).
La determinación de proteína mediante el método de 
Kjeldahl involucra tres etapas: digestión, destilación y 
titulación. En la primera etapa se busca transformar el 
nitrógeno orgánico del producto alimenticio 
(mayormente asociado a proteínas) en una sal 
inorgánica donde este nitrógeno se encuentre accesible 
para un procesamiento posterior. En la destilación, el 
nitrógeno proveniente de la digestión es transformado 
en amoniaco, el cual es colectado en una solución ácida 
de donde es determinado por titulación o 
retro-titulación con un ácido o base estandarizada 

respectivamente (Buffler, M., 2017).
Debido a la creciente necesidad de contar con 
equipamiento y un procedimiento accesible para 
determinar el contenido proteico de productos 
alimenticios en el Centro de Tecnología Agroindustrial 
es que se plantea el presente trabajo con el propósito de 
reacondicionar el instrumental disponible y desarrollar 
un protocolo propio estandarizado con el cual 
estudiantes de grado puedan llevar a cabo la 
determinación de proteína en quinua o desarrollar 
protocolos similares para otros productos alimenticios.    
2. Materiales y Métodos
Equipamiento
El método para la determinación de proteína en granos 
de quinua se estandarizó empleando un destilador 
micro-Kjeldahl (Figura 1A) que fue reacondicionado 
para tales fines mediante la incorporación de una 
resistencia eléctrica nueva y un controlador de potencia 
(Figura 1B). El aparato fue instalado en una campana de 
extracción para lograr la expulsión de los gases 
desprendidos durante el procesamiento de las muestras. 
Adicionalmente se utilizaron una balanza analítica 
(Mettler Toledo ME104, Ohio, EUA), balanza de 
precisión (Mettler Toledo ME4002, Ohio,EUA), 
desionizador de agua (Merck Simplicity®), Darmstadt, 
Alemania), hornilla eléctrica (Fisatom 500, Saõ Paulo, 
Brasil) y termómetro infrarrojo (Surpeer IR5D, 
Guangdong, China).

Figura 1. Equipo micro-Kjeldahl para determinar 
proteína en quinua. A) Destilador micro-Kjeldahl B) 
Resistencia eléctrica y controlador de potencia
Reactivos
Todos los reactivos empleados en el trabajo 
experimental fueron de grado analítico e incluyeron 
ácido sulfúrico (H2SO4 95%, Merck), hidróxido de 
sodio (NaOH 99%, Merck), sulfato de cobre (II) 
pentahidratado (CuSO4·5H2O 99%, Sigma), sulfato de 
sodio anhidro (Na2SO4 99%, Merck), rojo de metilo 
(Scharlau), verde de bromocresol (Scharlau), 
fenolftaleína (Scharlau), carbonato de sodio (Na2CO3 
99%, Merck), biftalato de potasio (99%, Scharlau), 
glicina (99%, Sigma, sustancia de referencia) y alcohol 
isopropílico (99%,Sigma-Aldrich). Se utilizó agua 
desionizada para todas las corridas experimentales y en 
la preparación de todas las soluciones acuosas.
Preparación de las muestras
Para la estandarización del método se emplearon granos 
de quinua comercial (Quinua real Salem®), los cuales 
fueron molidos con ayuda de un molino manual para 
luego ser tamizados a través de una malla de acero 
inoxidable de 20 mesh (0.841 mm). La harina resultante 
fue guardada en un envase de vidrio seco hasta su 
utilización respectivamente (Chang, S.K.C. 2010).  
Procedimiento general para la determinación de 
proteína
Una cantidad de quinua molida (entre 0.1 y 0.4 g) y 
tamizada (< 1mm) se agregó al matraz Kjeldahl junto 
con 2 g de Na2SO4 anhidro y 0.1 g de CuSO4·5H2O. A la 
mezcla resultante se agregaron 5 mL de H2SO4 y el 

matraz se llevó a calentamiento durante 65 minutos a 
una temperatura aproximada de 370°C (medida con un 
termómetro infrarrojo). Finalizada la etapa de digestión 
(se obtiene una solución de apariencia verde-azulada 
tenue) se dejó enfriar por 10 minutos y se adicionaron 
aprox. 5 mL de agua desionizada para trasvasar 
completamente el contenido digerido del matraz al 
destilador ya en calentamiento (ver Material 
Suplementario Sec. 1). Para iniciar la destilación se 
agregaron 20 mL de una solución de NaOH 50% p/v y 
el destilado se recibió en 25 mL de solución 
estandarizada de H2SO4 (ver Material Suplementario 
Sec. 2) hasta lograr un volumen final de 100 mL. El 
exceso de ácido sulfúrico sin neutralizar de esta 
solución fue entonces titulado (retro-titulación) con una 
solución estandarizada de NaOH (ver Material 
Suplementario Sec. 3) utilizando rojo de metilo como 
indicador (Nielsen, S.S., 2010; da Silva, T.E., Detmann, 
E., de Oliveira Franco, M., Nobre Palma, M.N. and 
Rocha, G.C. 2016). A partir del volumen consumido de 
esta solución de NaOH se determinó el porcentaje de 
proteína en las muestras de quinua empleando las 
Ecuaciones 1 y 2:

Donde             corresponde al volumen de ácido sulfúrico 
donde se recibe inicialmente el destilado (los 25 mL),                                                                                          
es           es la normalidad del H2SO4 estandarizado, VNaOH 
es el volumen consumido (en mL) de NaOH 
estandarizado al momento de la titulación, NNaOH es la 
normalidad estandarizada de la solución de NaOH y NB 
es la cantidad (en gramos) de nitrógeno que contiene el 
blanco. El factor 6,25 permite realizar la conversión 
entre nitrógeno-proteína para el caso de la quinua 
(Gonzalez, J.A., Konishi, Y., Bruno, M., Valoy, M., 
Prado, F.E. 2012; Elsohaimy, S.A., Refaay, T.M., 
Zaytoun, M.A.M. 2015) siendo el mismo valor asumido 
para gran parte de los alimentos, aunque varía en varios 
casos.  
Estandarización del método
La estandarización del método se basó tanto en los 
lineamientos del Consejo Internacional de 
Armonización (ICH por sus siglas en inglés) en su guía 
Q2(R1) “Validación de procedimientos analíticos: texto 
y metodología” (ICH Harmonized Tripartite Guideline, 

recuperación se realizaron por triplicado en la parte 
baja, media y alta de la línea de regresión, para lo cual 
se pesó una cantidad base de quinua molida (0,100 g) a 
la que se agregaron 0,010; 0,020 y 0,027 g de glicina de 
tal forma que se obtuvieron cantidades totales de 
nitrógeno en la zona baja, media y alta de la línea de 
regresión. Dado que esta cantidad determinada de 
nitrógeno proviene tanto de la quinua como de la glicina 
añadida, la cantidad que aporta específicamente esta 
última se puede determinar por diferencia (valor 
experimental) luego de calcular la cantidad de 
nitrógeno aportado por la quinua mediante la ecuación 
de regresión lineal. Este valor puede ser comparado con 
el valor teórico de nitrógeno en la glicina, el cual se 
calcula a partir de la masa añadida de esta y su fórmula 
molecular. Del cociente entre la cantidad de nitrógeno 
experimental y teórico para la glicina es que se define la 
exactitud del método como porcentaje de recuperación.
El sesgo se evaluó determinando la masa experimental 
de glicina a partir de la masa de nitrógeno hallado 
experimentalmente con el método propuesto y 
comparando estos valores con las masas teóricas 
conocidas de glicina que fueron añadidas a las muestras 
de quinua molida. La comparación se realizó mediante 
una prueba t de Student para varianzas desiguales 
donde la hipótesis nula (no hay diferencia significativa) 
es aceptada para valores de P mayores a 0,05.
Rango
El rango de aplicabilidad del método se determinó a 
partir de la evaluación de la regresión lineal y 
considerando la exactitud del mismo en la zona baja, 
media y alta de esta misma regresión.  A través del 
rango se buscó definir que del 80% al 120% de la 
cantidad recomendada de quinua para realizar el ensayo 
se encuentren dentro del rango abarcado por la 
regresión lineal. 
Precisión: repetibilidad y precisión intermedia
La precisión se evaluó como: repetibilidad y precisión 
intermedia. La repetibilidad se determinó como el 
coeficiente de variación de 6 muestras consecutivas de 
quinua (0,4 g); mientras que la precisión intermedia se 
evaluó mediante un diseño experimental de dos factores 
(Día y Analista) a dos niveles cada uno (22) (sin 
réplicas) donde cada corrida experimental correspondió 
a la determinación del porcentaje de proteína en 
muestras de 0,3 g de quinua.   
3. Resultados y Discusión

La regresión lineal se muestra en la Figura 2A. La curva 
se obtuvo con 4 puntos porque las corridas 
experimentales que se probaron con 0,5 g de quinua 
fueron infructuosas, ya sea porque la muestra no se 
digería completamente, o debido a pérdidas importantes 
de material producto de salpicaduras por la excesiva 
cantidad de material orgánico para el volumen de 
H2SO4 empleado en la digestión. Emplear una mayor 
cantidad de H2SO4 no fue factible dado que su volumen 
define la cantidad de NaOH de neutralización (PanReac 
AppliChem. 2018). Sumados ambos volúmenes, 
cuando se emplean más de 5 mL de H2SO4, sobrepasan 
la capacidad de la cámara del destilador 
micro-Kjeldahl.

Figura 2. (A) Regresión lineal entre la cantidad de 
proteína [g] y la masa de quinua empleada [g]. (B) 
Regresión lineal entre el contenido de nitrógeno [g] y la 
masa de quinua [g].

Las ecuaciones resultantes de esta regresión lineal tanto 
para la cantidad de proteína como para la de nitrógeno 
en función de la masa de quinua (Figura 2B) se 
muestran en las Ecuaciones 6 y 7, respectivamente. Las 
características más importantes de la regresión lineal 
entre la masa de proteína y la masa de quinua se 
encuentran resumidas en la Tabla 1:

El valor cercano a 1 del coeficiente de correlación de 
Pearson da cuenta del ajuste adecuado de los datos 
experimentales con la línea de regresión. Esta misma 
bondad se ve reflejada en el coeficiente de 
determinación y en la suma de cuadrados de los 
residuales, cuyo valor hallado al ser cercano a cero, 
reafirma la buena adecuación del modelo a los datos. 
Por otro lado, el límite de blanco para el método fue 
0,0129 g de proteína de quinua, mientras que el límite 
de detección y límite de cuantificación corresponden a 
0,0144 g y 0,0174 g de proteína respectivamente. Es 
importante notar que la cantidad de proteína 
correspondiente a 0,1 g de quinua se encuentra por 
debajo del límite de cuantificación y aunque esto no 
trajo consecuencias negativas para la regresión lineal 
que se realizó, indica que la cantidad mínima de quinua 
que tendría que analizarse mediante este método debe 
ser mayor o igual a 0,2 g.
Tabla 1
Características de la regresión lineal entre la cantidad 
de proteína [g] y la masa de quinua [g]

En cuanto a la exactitud, puede verse claramente que el 
método mejora a medida que la evaluación pasa de la 

zona baja de la línea de regresión a la zona media y alta 
(Tabla 2). Esto indica que se tiene una mejor exactitud 
(107% expresada como recuperación) a medida que la 
cantidad de quinua sujeta a análisis aumenta, siendo el 
límite superior 0,4 g y el límite inferior los ya 
mencionados 0,2 g. Ambos valores entonces 
delimitarían el rango de aplicabilidad del método e 
indican que la masa más adecuada de quinua para 
realizar el ensayo es de 0,3 g considerando que el 80% 
de este valor se encuentra cabalmente por encima del 
límite inferior, mientras que el 120% se encuentra por 
debajo del límite superior. 
Tabla 2
Exactitud del método micro-Kjeldahl (evaluado como 
% recuperación) para determinar proteína en granos 
de quinua 

a Zona baja, media y alta de la línea de regresión
b Volumen de NaOH estandarizado empleado en la 

titulación
c Cantidad de nitrógeno en la glicina (valor teórico)
d Cantidad de nitrógeno en la glicina determinado 

experimentalmente
Como era de esperarse, el método es más inexacto 
cuando se hacen mediciones con 0,1 g de quinua dado 
que se encuentra muy cercano a los valores del blanco y 
por debajo del límite de cuantificación. Adicionalmente 
puede observarse que el método exhibe una tendencia a 
sobre-estimar la cantidad de nitrógeno presente en las 

muestras; esto se explica por la titulación del H2SO4 
remanente con NaOH estandarizado empleando rojo de 
metilo como indicador, el cual vira en un rango de pH 
entre 4,4-6,2. Como se titula hasta un pH ligeramente 
ácido y no hasta neutralización, hay un exceso de ácido 
que se contabiliza como neutralizado por el amoniaco 
proveniente de la muestra. Si en lugar de rojo de metilo 
se empleara un pH-metro para monitorear la 
neutralización se conseguirían resultados más exactos. 
Por otro lado, se ha reportado que la principal fuente de 
incertidumbre en el método Kjeldahl para la 
determinación de nitrógeno es el material volumétrico 
que se emplea en el proceso (Anglov, T., Petersen, I.M., 
Kristiansen, J. 2003). Basándonos en la 
experimentación realizada y el protocolo establecido, la 
bureta empleada en la etapa de titulación final sería la 
que afecta más en la determinación de proteína y tendría 
que ser de la mejor precisión posible.   
Por otro lado, los resultados de la evaluación del sesgo 
muestran en todos los casos, ya sea en la parte baja, 
media o alta de la regresión lineal, que no hay 
diferencias significativas entre los valores teóricos 
conocidos de la sustancia de referencia (glicina) y los 
valores determinados experimentalmente (ver Tabla 3); 
indicando que el método es aceptable y de una 
veracidad adecuada.
Tabla 3
Exactitud del método micro-Kjeldahl (evaluado como 
sesgo) para determinar proteína en granos de quinua 

a Zona baja, media y alta de la línea de regresión
b Valor de P determinando mediante la prueba t de 

Student para muestras con varianzas desiguales

En lo que concierne a la evaluación de la precisión del 
método, esta se realizó considerando tanto la 
repetibilidad como la precisión intermedia. Para 
determinar la primera se empleó 0,4 g de quinua molida 
en concordancia con los lineamientos de la ICH, los 
cuales indican realizar 6 determinaciones al 100% de la 
concentración de prueba (ICH Harmonised Tripartite 
Guideline 2014) Los resultados obtenidos se muestran 
en la Tabla 4.
Tabla 4 
Repetibilidad del método micro-Kjeldahl para 
determinar proteína en granos de quinua

a Volumen de NaOH estandarizado empleado en la 
titulación
Con las mediciones presentadas en la Tabla 4 se 
determinó el promedio, desviación estándar y 
coeficiente de variación, para los cuales se obtuvieron 
los valores de 14,94%, 0,63 y 4,2% respectivamente. 
Por otro lado, los resultados del diseño experimental 
empleado (22 sin réplicas) para evaluar la precisión 
intermedia se muestran en la Tabla 5.
Tabla 5
Porcentajes de proteína obtenidos en el diseño 
experimental 22

Dado que no fue posible realizar réplicas debido al 
tiempo que dura cada corrida experimental, el diseño 
experimental planteado fue evaluado empleando una 

gráfica de Pareto (Figura 3) donde se utilizó el método 
de Lenth para determinar los valores críticos.

Figura 3. Gráfica de Pareto para los efectos de los factores 
Día y Analistaa

a ME es el margen de error determinado mediante el 
método de Lenth empleando el procedimiento por 
defecto del paquete “unrepx” en RStudio
Los valores obtenidos para el margen de error (ME) y el 
margen de error simultáneo (SME) fueron 2,87 y 7,19 
respectivamente. Como puede apreciarse en la Figura 3, 
ni el efecto del Día, Analista o la interacción de ambos 
puede considerarse significativa y el método podría 
aplicarse independientemente del día en el que este se 
realice o la persona que lo aplique.
4. Conclusiones
Se ha estandarizado un método micro-Kjeldahl para la 
determinación de proteína en granos de quinua. El 
método es relativamente sencillo de aplicar y constituye 
una alternativa para que estudiantes de grado y tesistas 
que no tienen acceso a normativa oficial puedan 
determinar proteína en granos de quinua o desarrollar 
métodos análogos para otros productos alimenticios. El 
método muestra una relación lineal entre la cantidad de 
proteína determinada y la masa de quinua procesada 
(R2=0,9967), presentando un límite de detección y 
límite de cuantificación de 0,0144 g y 0,0174 g de 
proteína respectivamente. El método es aplicable para 
muestras de quinua entre 0,2-0,4 g y tiene una mejor 
exactitud a medida que la masa de quinua usada en el 
procedimiento aumenta (107% de recuperación en la 
parte media y alta de la línea de regresión). La 
repetibilidad del método se cuantificó como el 
coeficiente de variación de seis mediciones 
consecutivas y presenta un valor de 4,2% lo que indica 
una adecuada precisión del método. La determinación 

de proteína mediante el protocolo planteado no depende 
del día ni del analista que lo aplique.    
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Toda serie de datos climáticos proveniente de 
estaciones de monitoreo debe pasar por una revisión o 
control de calidad antes de ser utilizada en estudios 
concretos. Por lo general los esfuerzos se orientan a 
analizar la homogeneidad de las series históricas de 
modo que cualquier conclusión basada en tales registros 
sea suficientemente representativa del comportamiento 
real del clima (Peterson et al., 1998). Algunas de las 
causas más comunes de inhomogeneidades en los 
registros climáticos son los cambios en la 
instrumentación, en el observador, en la ubicación y 
exposición de la estación de monitoreo, y en los 
procedimientos observacionales (Wang, 2008a). Estos 
cambios artificiales en las series de datos se conocen 
como puntos de quiebre o puntos de cambio; se han 
desarrollado distintos algoritmos para identificarlos, 

distinguirlos de los cambios reales y, eventualmente, 
corregirlos. Un segundo problema, también bastante 
frecuente en el control de calidad de series climáticas, 
es el referido a la cantidad de datos faltantes. En 
algunos casos el porcentaje de faltantes es tan alto que 
la serie debe ser desechada ya que no podría justificarse 
estadísticamente ningún proceso de rellenado artificial. 
En el caso de Bolivia, las series de precipitación pluvial 
y de temperatura (máxima y mínima) son provistas por 
el Servicio Nacional de Meteorología e Hidrología 
(SENAMHI) que cuenta con estaciones de monitoreo 
en distintas zonas del país. Se observa que la cantidad 
de estaciones es baja para la extensión territorial de 
Bolivia, y además, los registros presentan notorias 
discontinuidades (datos faltantes) al margen de las 
inhomogeneidades propias de cualquier serie climática. 

Si bien existen reportes previos sobre control de calidad 
en series climáticas de SENAMHI-Bolivia, se propone 
en este trabajo una metodología alternativa para el 
relleno y homogeneización de series mensuales de 
precipitación pluvial y temperatura. Se ha escogido 
como periodo de estudio 1980 a 2015 y seleccionado las 
estaciones de monitoreo SENAMHI que cumplen con 
la condición de ausentes con un porcentaje menor al 
30%. El relleno se realizó utilizando algoritmos de 
redes neuronales en los cuales cada serie es completada 
con ayuda de estaciones próximas (con las que tiene 
buena correlación) y acudiendo también, en algunos 
casos, a series de datos ajenas a la base de SENAMHI 
(fuentes externas) con las que la serie a ser completada 
tiene buena correlación. Se ha podido evidenciar que 
los métodos de redes neuronales son más eficientes que 
los métodos estadísticos convencionales para el relleno 
de este tipo de series temporales. En cuanto a la 
homogeneización de las series, existen reportes de 
comparación entre distintos algoritmos utilizados en la 
actualidad (Venema, 2012) en los que se contemplan los 
softwares más utilizados por la comunidad en la 
homogenización de series mensuales de precipitación y 
temperatura. La mayor parte de los algoritmos se basan 
en aproximaciones de homogeneización relativa, la cual 
asume que estaciones cercanas están expuestas a 
condiciones climáticas parecidas y que cualquier 
diferencia entre estaciones cercanas puede utilizarse 
para detectar inhomogeneidades. Algunos de los 
paquetes de homogenización más recientes son 
(Guijarro, 2017): Climatol 3.0 (Guijarro, 2018), 
ACMANT 3.0 (Domonkos, 2014), (Domonkos and 
Coll, 2017), MASH 3.03 (Szentimrey, 2007), 
RH-testsV4 (Wang & Feng, 2013b), USHCN v52d 
(Menne & Williams, 2005), HOMER 2.6 (Mestre, 
2013). En este trabajo se ha utilizado RHtestsV4, el cual 
consiste una paquetería en R (R Core Team, 2019) con 
la cual se puede detectar y corregir múltiples puntos de 
cambio que podrían estar presentes en series climáticas 
con errores autorregresivos de primer orden. Las series 
pueden ser de precipitación, temperatura o cualquier 
otra variable climática, y de tipo diario, mensual o anual 
(se excluye las series de precipitación diaria por no 
tener un comportamiento gaussiano, requiriendo una 
variante de RHtests que en este trabajo no fue 
necesario). RHtestsV4 se basa en el test t de máxima 
penalidad (Wang, 2007) y en el test F de máxima 
penalidad (Wang, 2008b), incluidos ambos en un 
algoritmo de testeo recursivo. Dependiendo de si la 

serie temporal a homogeneizar (serie base) cuenta o no 
con una serie de referencia (serie ya homogénea y con 
alta correlación con la serie base), se utiliza el test t o el 
test F (test t si se tiene serie de referencia y test F si no 
se tiene serie de referencia). En las secciones 
subsiguientes se explica con más detalle tanto el 
procedimiento de relleno como el de homogeneización 
aplicado a las series climáticas seleccionadas para 
Bolivia. El trabajo concluye con la presentación de las 
series mensuales de precipitación y temperatura 
completas y homogéneas, almacenadas en un 
repositorio virtual de acceso libre para toda la 
comunidad.
2. Métodos
En este estudio se ha utilizado la base de datos SISMET 
del Servicio Nacional de Meteorología e Hidrología de 
Bolivia (SENAMHI, 2020) para el periodo 1980 a 
2015. Si bien la base cuenta con información climática 
de más de 1200 estaciones, no todas cubren el rango 
requerido en el trabajo. Se seleccionaron, de inicio, 190 
estaciones para precipitación y 92 para temperatura 
máxima y mínima según el criterio de cubrir el período 
de estudio con un porcentaje de datos faltantes menor a 
30 %. Las Figs. 1 y 2 muestran la ubicación geográfica 
de las estaciones, tanto para precipitación como para 
temperatura. Se observa una mayor densidad de 
estaciones en la zona central del país en comparación 
con el noreste y el sudoeste que están poco 
monitoreados. Para fines de comparación, se han 
considerado también datos provenientes de fuentes 
externas. Una de esas fuentes proviene de la Unidad de 
Investigación Climática (Climatic Research Unity, 
CRU) de la Universidad East Anglia (Harris, I. et al., 
2014). Los datos CRU han sido generados por 
interpolación de datos disponibles de estaciones 
meteorológicas de todo el mundo, logrando una 
resolución de 0.5° latitud/longitud. Si bien esta 
resolución no es suficiente para, por ejemplo, estudios 
hidrológicos, ya permite tener una idea de la 
climatología del país y sirve de base en este trabajo para 
fines de comparación. Las Figs. 3 y 4 muestran la 
climatología de Bolivia para el período 1980 a 2015 en 
base a medias mensuales de temperatura (°C) y 
precipitación (mm/día) provistas por CRU. En el caso 
de la temperatura, es notorio el gradiente altitudinal al 
pasar de la zona oriental a las tierras altas del occidente. 
En cuanto a la precipitación, destaca la zona del 
Chapare en el trópico de Cochabamba con los valores 
más altos (vea la mancha verde intensa en la región 

central del país para la precipitación DJF en la Fig.4), 
así como la baja precipitación en el altiplano. Una 
segunda fuente de información consultada en este 
trabajo fue la plataforma PCA - Princeton Climate 
Analytics (PCA, 2019). Se trata de un servicio de 
información climática de la Universidad de Princeton 
que combina datos satelitales con observaciones en 
tierra y modelos de reanálisis para proveer series 
hidroclimatológicas con resolución espacial de 0.25° y 
resoluciones temporales diarias, mensuales y anuales. 
Para el caso de Bolivia, PCA ofrece el Monitor de 
Inundaciones y Sequías para Latinoamérica, de donde 
fueron extraídas series temporales mensuales de 
precipitación, temperatura máxima diaria, temperatura 
mínima diaria, radiación solar, escorrentía y 
evaporación, para distintas locaciones coincidentes con 
las de las estaciones climáticas del país. La Fig. 5 
muestra la serie temporal de precipitación extraída de 
dicha plataforma para la ciudad de Cochabamba.

Figura 1. Estaciones seleccionadas con datos de 
precipitación: 190 en toda Bolivia antes de la 
homogeneización

Figura 2. Estaciones seleccionadas con datos de 
temperatura: 92 en toda Bolivia antes de la 
homogeneización

Figura 3. Temperatura promedio estacional Bolivia. 
Período 1980-2015 en base a CRU TS v.4.02

Figura 4. Precipitación promedio estacional Bolivia. 
Período 1980-2015 en base a CRU TS v.4.02

Figura 5. Serie temporal de precipitación mensual en 
mm/día para la ciudad de Cochabamba según la PCA. 
Período 1980 a 2015
2 Herramientas para el control de calidad de series 
climáticas
El software utilizado para la homogeneización fue 
RHTestsV4 (Wang, 2007). Consiste en una paquetería 
escrita en lenguaje R, muy potente, de uso libre y 
multiplataforma. Detecta y ajusta múltiples puntos de 
cambio (desplazamientos) que podrían existir en una 
serie de datos que pueden tener errores autorregresivos 
de primer orden. RHtestsV4 se basa en la prueba t de 
máxima penalidad (Wang, 2007) y en la prueba F de 
máxima penalidad (Wang, 2008b), incluidas ambas en 
un algoritmo de testeo recursivo. Dependiendo de si la 
serie temporal a homogeneizar (serie base) cuenta o no 
con una serie de referencia (serie ya homogénea y con 

alta correlación con la serie base), se utiliza la prueba t 
o la prueba F (test t si se tiene serie de referencia y test 
F si no se tiene serie de referencia). En el caso sin serie 
de referencia, la prueba F de máxima penalidad permite 
que las series de tiempo tengan una tendencia lineal 
durante todo el período del registro de datos, es decir, 
sin cambio en el componente de la tendencia. Los 
resultados sin el uso de una serie de referencia son, sin 
embargo, menos confiables que en el caso con 
referencia. Por este motivo, en el presente trabajo se 
trató de utilizar series de referencia tanto como fue 
posible. 
En cuanto a las técnicas de relleno, se optó por 
implementar un algoritmo de aprendizaje profundo 
(DL o deep learning), que es un subcampo específico 
del aprendizaje automático (machine learning). 
Representa la idea de capas sucesivas de modo que la 
cantidad de capas que contribuyen a un modelo de datos 
se denomina profundidad del modelo (Chollet, F., 
2018). Las redes neuronales con múltiples capas se 
denominan Redes Neuronales Profundas (DNN por sus 
siglas en inglés). Una de las librerías de aprendizaje 
profundo disponible para el desarrollo de redes 
neuronales profundas es Keras (Keras, 2019). Esta 
librería es una API de redes neuronales de alto nivel, 
escrita en Python y desarrollada con un enfoque que 
permite su implementación rápida. En la Fig. 6 se 
observa la composición de una red neuronal profunda 
(DNN), donde x1; x2 y x3 son las características de 
entrada, seguidas de dos capas de neuronas ocultas, y 
finalmente la capa de salida z1 y z2.

Figura 6. Estructura de una red neuronal profunda 
(DNN) de 2 capas ocultas.
Cada neurona contiene una función de activación y un 
valor límite. El valor límite es el mínimo valor que una 

entrada debe tener para activar la neurona. Una función 
de activación está diseñada para el límite de salida de la 
neurona, usualmente para valores entre 0 a 1, o -1 a +1. 
Existen varios tipos de funciones de activación 
disponibles en DL (Moolayil, 2019); en este trabajo se 
han utilizado las funciones Sigmoid y ReLu con valores 
límite de 0 a 1, que se muestran en la Fig. 7. 

Figura 7. Funciones de activación. a) Sigmoid y b) 
ReLU (Moolayil, 2019) utilizadas en este trabajo.
El algoritmo DL utiliza una “función de costo” que es la 
función que se debe minimizar para obtener el mejor 
valor de cada parámetro en el modelo. Las funciones de 
costo más populares son el Error Cuadrático Medio 
(MSE) y el Error Absoluto Medio (MAE). Para reducir 
el costo se utilizan optimizadores, funciones que buscan 
el mejor valor de los parámetros. Su elección y uso 
adecuado constituye la parte más importante del 
llamado “entrenamiento” de la red neuronal. 
Básicamente una función optimizador es un algoritmo 
matemático que emplea reglas del cálculo diferencial 

(derivadas, gradientes) para encontrar óptimos en la red 
a partir de variaciones en el peso relativo de cada 
neurona. En este trabajo se utilizaron los optimizadores 
de Descenso de Gradiente Estocastico (SGD, Stochastic 
Gradient Descent) y el de Estimación de Momento 
Adaptativo (AdAM, Adaptive Moment Estimation).
1.2 Relleno y homogeneización de las series
Se siguieron los siguientes pasos:
1. Descarga de datos crudos y preprocesamiento a un 

formato estándar.
2. Filtro de series en base a datos ausentes y puntos de 

cambio (sin referencia).
3. Homogeneización 1: Se realizó la agrupación para la 

homogeneización con y sin referencia por cada 
grupo.

4. Reconstrucción de series PRCP y TMP con redes 
neuronales profundas, DNN.

5. Homogeneización 2: Se repite el paso 3 pero ahora 
sin agrupación y se realizan ajustes finales.

Estos pasos se encuentran en el diagrama de flujo de la 
Figura 8.

Figura 8. Secuencia metodológica implementada en el 
proceso de homogeneización y reconstrucción de las 
series climáticas de precipitación y temperatura
El filtro del paso 2 consistió en eliminar series con más 
de 30% de datos ausentes (sin importar su ubicación en 
la serie temporal) y eliminar series con más de 5 puntos 
de cambio. En este paso ya se usó RHTests bajo la 
modalidad “sin referencia”; por tanto, este filtro evaluó 
únicamente la consistencia interna de las series. A 
continuación, se procedió a agrupar estaciones tanto 
para PRCP como para TMP en función de su altura 
s.n.m. y su ubicación espacial. La agrupación permite 
determinar la significancia de los puntos de cambio. Se 

obtuvieron 35 regiones para precipitación y 26 para 
temperatura. La Fig. 9 muestra la regionalización para 
la precipitación. 

Figura 9. Regionalización del dominio de estudio: 35 
regiones para precipitación.
El paso 4 (reconstrucción de series mediante DNN) es el 
más novedoso del trabajo. Se utilizaron funciones de 
activación Linear y ReLU según el diagrama de flujo de 
la Figura 10. Por un lado, se acumularon las estaciones 
completas y homogéneas (las mejores estaciones de 
partida) junto con las extraídas de la PCA (3 variables: 
precipitación, evaporación y escorrentía) para conformar 
los predictores del método DNN; por el otro lado, se 
ordenaron las series incompletas identificando como 
objetivo las variables a ser reconstruidas en cada una. 

Figura 10. Diagrama de flujo para el relleno o 
reconstrucción de series de precipitación y temperatura 
mediante redes neuronales profundas (DNN). 

Abreviaciones: LAFDM: Datos de la plataforma 
Princeton Analytics para Latinoamérica, DA: Datos 
ausentes, DNN: Redes neuronales profundas, CC: 
Coeficiente de correlación, MLR: Regresión lineal 
múltiple.
Se procedió a ajustar mediante regresión lineal múltiple 
(MLR) y mediante DNN cada una de las series objetivo, 
luego se calculó el Error Cuadrático Medio (MSE) y el 
Error Absoluto Medio (MAE) en ambos casos, junto 
con los coeficientes de correlación para poder distinguir 
si el ajuste por DNN es mejor que el MLR. La ventaja 
del método DNN es que el proceso de “entrenamiento” 
de las redes permite mejorar el ajuste hasta que, 
eventualmente, supera al MLR. Como se ve en el 
diagrama de flujo, el proceso de entrenamiento se repite 
hasta que el error del DNN sea menor que el del MLR. 
La Fig. 11 muestra la estructura de la red neuronal 
profunda, DNN, que se utilizó en el trabajo. Se 
muestran las 4 capas escondidas, cada una con 27 
neuronas y sus respectivas activaciones, y los datos de 
salida de la red ya entrenada.  

Figura 11. Estructura de la red neuronal para la 
reconstrucción de PRCP: Datos de entrada, 4 capas 
escondidas de 27 neuronas c/u, y datos de salida.
Una vez rellenada la serie con el dato ajustado por DNN 
se pasa al siguiente dato ausente. El proceso se detiene, 
finalmente, cuando se ha rellenado la totalidad de datos 
ausentes en la serie. 
Como último paso (paso 5), se realiza una segunda 
corrida en RHTestsV4 para verificar que no se haya 
introducido puntos de cambio nuevos durante el 
rellenado. Las series que pasan esta última prueba de 
homogeneización son, finalmente, consideradas 
completas y homogéneas.
3. Resultados del Proceso de Relleno y 
Homogeneización 
Los resultados para cada estación fueron similares a los 

que se muestra en las figuras siguientes. La Fig. 12 
muestra el ajuste MLR para la estación Tiraque, en 
unidades normalizadas. Se destaca una parte de la serie 
para mostrar que el modelo contempla el dato de 
precipitación cero (valores negativos excluidos) como 
límite inferior. La Fig. 13 muestra la misma estación, 
pero ahora con el modelo ajustado por DNN. Si bien 
ambos modelos lucen similares, el cálculo del error 
permite distinguirlos. Para el caso mostrado, se obtuvo 
un MSE de 0.1243 en el MLR y de 0.1107 en el DNN. 
Esta mejora de alrededor de 1% a favor del DNN se 
observó en todas las series. Del mismo modo, la 
correlación del ajuste DNN (0.8717) fue superior que la 
del ajuste MLR (0.8531). 

Figura 12. Modelo MLR para la estación TP3304 
(Tiraque)-Precipitación. En negro los valores originales 
de la serie y en rojo los valores modelados.
  

Figura 13. Modelo DNN para la estación TP3304 
(Tiraque) - Precipitación. En azul los valores originales 
de la serie y en rojo los valores modelados.
Una vez obtenido un ajuste DNN superior al MLR, se 
utilizó tal modelo para rellenar los datos faltantes en 
cada una de las series. Por ejemplo, la Fig. 14 muestra el 
resultado para la estación Mizque, en mm de 
precipitación, para el rango de estudio. Para 
temperatura, máxima y mínima, el procedimiento arrojó 
resultados análogos. La Fig. 15 muestra el relleno de la 
serie de Temperatura Mínima en la estación La 
Tamborada.

Figura 14. Estación TP2045 (Mizque), precipitación, 
reconstruida a partir del modelo DNN. En rojo los datos 
rellenados.

Figura 15. Estación TP2597 (La Tamborada), 
temperatura mínima, reconstruida a partir del modelo 
DNN. En rojo los datos rellenados.
Tras el rellenado de series con DNN se obtuvieron 190 
estaciones de precipitación y 93 de temperatura, previo a 
la última homogeneización. Se muestra en la Fig. 16 la 
salida del proceso de homogeneización en RHTestsV4 
para precipitación y en la Fig. 17 para temperatura. El 
cálculo detecta los puntos de cambio (puntos donde se 
pierde la homogeneidad) en la serie. Los ejemplos de las 
Figs. 16 y 17 corresponden a series que fueron 
descartadas por tener uno o más puntos de cambio tras el 
rellenado. Una vez revisadas todas las estaciones y 
filtradas las que traían puntos de cambio, se redujo la 
serie de estaciones con datos completos y homogéneos a 
91 para precipitación y 53 para temperatura. Este es el 
resultado final del trabajo. Todas las series se encuentran 
disponibles para descarga libre en el repositorio 
https://github.com/MarkoAndrade/PMVC-UMSS. 

Figura 16. Homogeneización de la estación P4120 
(Base) con la referencia CO3874 en RHTestsV4 para 
Precipitación. La línea azul muestra una discontinuidad 
(punto de cambio).

Figura 17. Homogeneización de la estación CP2775 en 
RHTestsV4 para Temperatura Mínima. La línea azul 
muestra una discontinuidad (punto de cambio).
4. Conclusiones
El trabajo permitió desarrollar una nueva alternativa 
para el control de calidad de series climáticas, la cual 
tiene como principal novedad la inclusión de métodos 
basados en Redes Neuronales Profundas (DNN). 
Asimismo, incorporó a RHTests como una herramienta 
de homogeneización diferente a las que se habían 
utilizado en estudios previos. Ambas mejoras 
permitieron obtener series mensuales de precipitación y 
temperatura para toda Bolivia, completas y 
homogéneas, con mejores ajustes que los obtenidos con 
procedimientos tradicionales. El desarrollo acelerado de 
los métodos basados en redes neuronales y su inclusión 
en la solución de problemas climatológicos, hace pensar 
que a futuro estos métodos serán preferibles en 
comparación con los métodos estadísticos tradicionales. 
En cuanto al resultado final, no discrepa demasiado de 
reportes previos sobre la temática. Muestra que los datos 
provistos por las estaciones climatológicas del país son, 
en su mayor parte, incompletos y faltos de 
homogeneidad. Esto hace que, tras un control de calidad 
como el del presente trabajo, se tengan que desechar 
alrededor del 90% de las estaciones disponibles de 
inicio, reduciendo considerablemente la información 

climática disponible en el país. Esta situación obliga a 
buscar continuamente mejoras para el relleno y 
homogeneización de series climáticas en Bolivia.
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2014) así como en el libro “Estadística y quimiometría 
para química analítica” (Miller, J.C. 2005). Todo el 
análisis estadístico se realizó con el software RStudio 
versión 4.0.4 empleando un nivel de significancia de 
0,05.  
Linealidad
La linealidad del método se evaluó mediante una 
regresión lineal simple entre la cantidad de nitrógeno 
orgánico y la masa de quinua molida, para lo cual se 
consideraron inicialmente 5 puntos: 0,1; 0,2; 0,3; 0,4 y 
0,5 g de quinua. Adicionalmente se determinaron el 
coeficiente de correlación de Pearson, el coeficiente de 
determinación, los intervalos de confianza al 95% de la 
ordenada y al origen y la pendiente, así como la suma de 
cuadrados de los residuales. Los valores de nitrógeno 
orgánico para cada masa de quinua fueron 
determinados por triplicado y el blanco fue el promedio 
de 5 corridas experimentales consecutivas. 
Límite de detección, límite de cuantificación y límite 
de blanco
El límite de blanco (Ec. 3), límite de detección (Ec. 4) y 
límite de cuantificación (Ec. 5) se determinaron con 
base en las ecuaciones indicadas por Armbruster & Pry 
(Armbruster, D.A., Pry, T. 2008) como se muestran a 
continuación:

En estas ecuaciones  LoB es el límite de blanco, LoD es 
el límite de detección, LoQ es el límite de 
cuantificación,  mediablancos es el promedio de los 
blancos medidos, sdblancos es la desviación estándar de 
los blancos medidos y sdm  es la desviación estándar de 
muestras con baja concentración de analito (en nuestro 
caso 0.1 g de quinua, cuyas cantidades de proteína 
corresponden a valores muy cercanos al blanco). El 
factor de multiplicación 3 para LoQ es arbitrario y fue 
definido de forma análoga a las ecuaciones presentadas 
en Miller & Miller (Miller, J.N., Miller, J.C. 2005). Para 
determinar estos parámetros se consideraron 6 réplicas 
de blancos que consistieron en agua desionizada.  
Exactitud: sesgo y ensayo de recuperación
La exactitud del método se evaluó determinando tanto 
el sesgo como realizando ensayos de recuperación 
empleando glicina como sustancia de referencia 
(Bufferck, M., Muhleiss, A. 2018). Los ensayos de 
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La quinua es una planta nativa de la región Andina que 
es ampliamente cultivada debido a las notables 
propiedades nutricionales de su semilla  (Jacobsen, S.E. 
2006); (Bazile, D., Jacobsen, S.E, Verniau, A.  2016). Si 
bien el contenido proteico de esta (aproximadamente 
15% (Abugoch James, L.E. 2009) es ligeramente 
superior al de alimentos como la cebada, trigo o avena 
(Abugoch James, L.E. 2009; Repo-Carrasco, R., 
Espinoza, C., Jacobsen, S.E. 2003) lo que en realidad la 
hace notoria es el balance de aminoácidos que presenta, 
cubriendo un rango más amplio que los cereales y 
legumbres además de exhibir un contenido alto de lisina 
y metionina, aminoácidos limitantes en la mayoría de 
estos alimentos (Abugoch James, L.E. 2009). A esto se 
suma su alto valor biológico (proporción de la proteína 
del alimento que es incorporado a las proteínas del 
cuerpo) así como la baja huella hídrica y de carbono que 
representa el crecimiento de la planta 
(Gordillo-Bastidas, E., Díaz-Rizzolo, D.A., Roura, E., 
Massanés, T., Gomis, R. 2016). 
Dada la importancia del consumo de proteínas en la 
dieta humana, determinar el contenido de estas en los 
alimentos es una tarea frecuente en el control de calidad 
y caracterización de productos alimenticios; lo cual es 
particularmente cierto en el caso de alimentos con una 

alta calidad proteica como la quinua. Para determinar el 
porcentaje de proteína en los alimentos se pueden 
aplicar principalmente dos métodos químicos, el 
método de Kjeldahl que estima el contenido de proteína 
a partir de la medición del nitrógeno orgánico total, y el 
método de Dumas, que se basa en la combustión de la 
muestra y en la cuantificación de su proteína a partir de 
la reducción de los óxidos de nitrógeno formados a 
nitrógeno gaseoso (N2) (Nielsen, S.S., 2010). El método 
de Kjeldahl es tradicionalmente el más usado, aunque la 
facilidad de automatización, rapidez y la ausencia de 
reactivos peligrosos en el procedimiento han provocado 
que el método de Dumas sea aplicado cada vez más 
frecuentemente en la actualidad (Müller, J., 2017).
La determinación de proteína mediante el método de 
Kjeldahl involucra tres etapas: digestión, destilación y 
titulación. En la primera etapa se busca transformar el 
nitrógeno orgánico del producto alimenticio 
(mayormente asociado a proteínas) en una sal 
inorgánica donde este nitrógeno se encuentre accesible 
para un procesamiento posterior. En la destilación, el 
nitrógeno proveniente de la digestión es transformado 
en amoniaco, el cual es colectado en una solución ácida 
de donde es determinado por titulación o 
retro-titulación con un ácido o base estandarizada 

respectivamente (Buffler, M., 2017).
Debido a la creciente necesidad de contar con 
equipamiento y un procedimiento accesible para 
determinar el contenido proteico de productos 
alimenticios en el Centro de Tecnología Agroindustrial 
es que se plantea el presente trabajo con el propósito de 
reacondicionar el instrumental disponible y desarrollar 
un protocolo propio estandarizado con el cual 
estudiantes de grado puedan llevar a cabo la 
determinación de proteína en quinua o desarrollar 
protocolos similares para otros productos alimenticios.    
2. Materiales y Métodos
Equipamiento
El método para la determinación de proteína en granos 
de quinua se estandarizó empleando un destilador 
micro-Kjeldahl (Figura 1A) que fue reacondicionado 
para tales fines mediante la incorporación de una 
resistencia eléctrica nueva y un controlador de potencia 
(Figura 1B). El aparato fue instalado en una campana de 
extracción para lograr la expulsión de los gases 
desprendidos durante el procesamiento de las muestras. 
Adicionalmente se utilizaron una balanza analítica 
(Mettler Toledo ME104, Ohio, EUA), balanza de 
precisión (Mettler Toledo ME4002, Ohio,EUA), 
desionizador de agua (Merck Simplicity®), Darmstadt, 
Alemania), hornilla eléctrica (Fisatom 500, Saõ Paulo, 
Brasil) y termómetro infrarrojo (Surpeer IR5D, 
Guangdong, China).

Figura 1. Equipo micro-Kjeldahl para determinar 
proteína en quinua. A) Destilador micro-Kjeldahl B) 
Resistencia eléctrica y controlador de potencia
Reactivos
Todos los reactivos empleados en el trabajo 
experimental fueron de grado analítico e incluyeron 
ácido sulfúrico (H2SO4 95%, Merck), hidróxido de 
sodio (NaOH 99%, Merck), sulfato de cobre (II) 
pentahidratado (CuSO4·5H2O 99%, Sigma), sulfato de 
sodio anhidro (Na2SO4 99%, Merck), rojo de metilo 
(Scharlau), verde de bromocresol (Scharlau), 
fenolftaleína (Scharlau), carbonato de sodio (Na2CO3 
99%, Merck), biftalato de potasio (99%, Scharlau), 
glicina (99%, Sigma, sustancia de referencia) y alcohol 
isopropílico (99%,Sigma-Aldrich). Se utilizó agua 
desionizada para todas las corridas experimentales y en 
la preparación de todas las soluciones acuosas.
Preparación de las muestras
Para la estandarización del método se emplearon granos 
de quinua comercial (Quinua real Salem®), los cuales 
fueron molidos con ayuda de un molino manual para 
luego ser tamizados a través de una malla de acero 
inoxidable de 20 mesh (0.841 mm). La harina resultante 
fue guardada en un envase de vidrio seco hasta su 
utilización respectivamente (Chang, S.K.C. 2010).  
Procedimiento general para la determinación de 
proteína
Una cantidad de quinua molida (entre 0.1 y 0.4 g) y 
tamizada (< 1mm) se agregó al matraz Kjeldahl junto 
con 2 g de Na2SO4 anhidro y 0.1 g de CuSO4·5H2O. A la 
mezcla resultante se agregaron 5 mL de H2SO4 y el 

matraz se llevó a calentamiento durante 65 minutos a 
una temperatura aproximada de 370°C (medida con un 
termómetro infrarrojo). Finalizada la etapa de digestión 
(se obtiene una solución de apariencia verde-azulada 
tenue) se dejó enfriar por 10 minutos y se adicionaron 
aprox. 5 mL de agua desionizada para trasvasar 
completamente el contenido digerido del matraz al 
destilador ya en calentamiento (ver Material 
Suplementario Sec. 1). Para iniciar la destilación se 
agregaron 20 mL de una solución de NaOH 50% p/v y 
el destilado se recibió en 25 mL de solución 
estandarizada de H2SO4 (ver Material Suplementario 
Sec. 2) hasta lograr un volumen final de 100 mL. El 
exceso de ácido sulfúrico sin neutralizar de esta 
solución fue entonces titulado (retro-titulación) con una 
solución estandarizada de NaOH (ver Material 
Suplementario Sec. 3) utilizando rojo de metilo como 
indicador (Nielsen, S.S., 2010; da Silva, T.E., Detmann, 
E., de Oliveira Franco, M., Nobre Palma, M.N. and 
Rocha, G.C. 2016). A partir del volumen consumido de 
esta solución de NaOH se determinó el porcentaje de 
proteína en las muestras de quinua empleando las 
Ecuaciones 1 y 2:

Donde             corresponde al volumen de ácido sulfúrico 
donde se recibe inicialmente el destilado (los 25 mL),                                                                                          
es           es la normalidad del H2SO4 estandarizado, VNaOH 
es el volumen consumido (en mL) de NaOH 
estandarizado al momento de la titulación, NNaOH es la 
normalidad estandarizada de la solución de NaOH y NB 
es la cantidad (en gramos) de nitrógeno que contiene el 
blanco. El factor 6,25 permite realizar la conversión 
entre nitrógeno-proteína para el caso de la quinua 
(Gonzalez, J.A., Konishi, Y., Bruno, M., Valoy, M., 
Prado, F.E. 2012; Elsohaimy, S.A., Refaay, T.M., 
Zaytoun, M.A.M. 2015) siendo el mismo valor asumido 
para gran parte de los alimentos, aunque varía en varios 
casos.  
Estandarización del método
La estandarización del método se basó tanto en los 
lineamientos del Consejo Internacional de 
Armonización (ICH por sus siglas en inglés) en su guía 
Q2(R1) “Validación de procedimientos analíticos: texto 
y metodología” (ICH Harmonized Tripartite Guideline, 

recuperación se realizaron por triplicado en la parte 
baja, media y alta de la línea de regresión, para lo cual 
se pesó una cantidad base de quinua molida (0,100 g) a 
la que se agregaron 0,010; 0,020 y 0,027 g de glicina de 
tal forma que se obtuvieron cantidades totales de 
nitrógeno en la zona baja, media y alta de la línea de 
regresión. Dado que esta cantidad determinada de 
nitrógeno proviene tanto de la quinua como de la glicina 
añadida, la cantidad que aporta específicamente esta 
última se puede determinar por diferencia (valor 
experimental) luego de calcular la cantidad de 
nitrógeno aportado por la quinua mediante la ecuación 
de regresión lineal. Este valor puede ser comparado con 
el valor teórico de nitrógeno en la glicina, el cual se 
calcula a partir de la masa añadida de esta y su fórmula 
molecular. Del cociente entre la cantidad de nitrógeno 
experimental y teórico para la glicina es que se define la 
exactitud del método como porcentaje de recuperación.
El sesgo se evaluó determinando la masa experimental 
de glicina a partir de la masa de nitrógeno hallado 
experimentalmente con el método propuesto y 
comparando estos valores con las masas teóricas 
conocidas de glicina que fueron añadidas a las muestras 
de quinua molida. La comparación se realizó mediante 
una prueba t de Student para varianzas desiguales 
donde la hipótesis nula (no hay diferencia significativa) 
es aceptada para valores de P mayores a 0,05.
Rango
El rango de aplicabilidad del método se determinó a 
partir de la evaluación de la regresión lineal y 
considerando la exactitud del mismo en la zona baja, 
media y alta de esta misma regresión.  A través del 
rango se buscó definir que del 80% al 120% de la 
cantidad recomendada de quinua para realizar el ensayo 
se encuentren dentro del rango abarcado por la 
regresión lineal. 
Precisión: repetibilidad y precisión intermedia
La precisión se evaluó como: repetibilidad y precisión 
intermedia. La repetibilidad se determinó como el 
coeficiente de variación de 6 muestras consecutivas de 
quinua (0,4 g); mientras que la precisión intermedia se 
evaluó mediante un diseño experimental de dos factores 
(Día y Analista) a dos niveles cada uno (22) (sin 
réplicas) donde cada corrida experimental correspondió 
a la determinación del porcentaje de proteína en 
muestras de 0,3 g de quinua.   
3. Resultados y Discusión

La regresión lineal se muestra en la Figura 2A. La curva 
se obtuvo con 4 puntos porque las corridas 
experimentales que se probaron con 0,5 g de quinua 
fueron infructuosas, ya sea porque la muestra no se 
digería completamente, o debido a pérdidas importantes 
de material producto de salpicaduras por la excesiva 
cantidad de material orgánico para el volumen de 
H2SO4 empleado en la digestión. Emplear una mayor 
cantidad de H2SO4 no fue factible dado que su volumen 
define la cantidad de NaOH de neutralización (PanReac 
AppliChem. 2018). Sumados ambos volúmenes, 
cuando se emplean más de 5 mL de H2SO4, sobrepasan 
la capacidad de la cámara del destilador 
micro-Kjeldahl.

Figura 2. (A) Regresión lineal entre la cantidad de 
proteína [g] y la masa de quinua empleada [g]. (B) 
Regresión lineal entre el contenido de nitrógeno [g] y la 
masa de quinua [g].

Las ecuaciones resultantes de esta regresión lineal tanto 
para la cantidad de proteína como para la de nitrógeno 
en función de la masa de quinua (Figura 2B) se 
muestran en las Ecuaciones 6 y 7, respectivamente. Las 
características más importantes de la regresión lineal 
entre la masa de proteína y la masa de quinua se 
encuentran resumidas en la Tabla 1:

El valor cercano a 1 del coeficiente de correlación de 
Pearson da cuenta del ajuste adecuado de los datos 
experimentales con la línea de regresión. Esta misma 
bondad se ve reflejada en el coeficiente de 
determinación y en la suma de cuadrados de los 
residuales, cuyo valor hallado al ser cercano a cero, 
reafirma la buena adecuación del modelo a los datos. 
Por otro lado, el límite de blanco para el método fue 
0,0129 g de proteína de quinua, mientras que el límite 
de detección y límite de cuantificación corresponden a 
0,0144 g y 0,0174 g de proteína respectivamente. Es 
importante notar que la cantidad de proteína 
correspondiente a 0,1 g de quinua se encuentra por 
debajo del límite de cuantificación y aunque esto no 
trajo consecuencias negativas para la regresión lineal 
que se realizó, indica que la cantidad mínima de quinua 
que tendría que analizarse mediante este método debe 
ser mayor o igual a 0,2 g.
Tabla 1
Características de la regresión lineal entre la cantidad 
de proteína [g] y la masa de quinua [g]

En cuanto a la exactitud, puede verse claramente que el 
método mejora a medida que la evaluación pasa de la 

zona baja de la línea de regresión a la zona media y alta 
(Tabla 2). Esto indica que se tiene una mejor exactitud 
(107% expresada como recuperación) a medida que la 
cantidad de quinua sujeta a análisis aumenta, siendo el 
límite superior 0,4 g y el límite inferior los ya 
mencionados 0,2 g. Ambos valores entonces 
delimitarían el rango de aplicabilidad del método e 
indican que la masa más adecuada de quinua para 
realizar el ensayo es de 0,3 g considerando que el 80% 
de este valor se encuentra cabalmente por encima del 
límite inferior, mientras que el 120% se encuentra por 
debajo del límite superior. 
Tabla 2
Exactitud del método micro-Kjeldahl (evaluado como 
% recuperación) para determinar proteína en granos 
de quinua 

a Zona baja, media y alta de la línea de regresión
b Volumen de NaOH estandarizado empleado en la 

titulación
c Cantidad de nitrógeno en la glicina (valor teórico)
d Cantidad de nitrógeno en la glicina determinado 

experimentalmente
Como era de esperarse, el método es más inexacto 
cuando se hacen mediciones con 0,1 g de quinua dado 
que se encuentra muy cercano a los valores del blanco y 
por debajo del límite de cuantificación. Adicionalmente 
puede observarse que el método exhibe una tendencia a 
sobre-estimar la cantidad de nitrógeno presente en las 

muestras; esto se explica por la titulación del H2SO4 
remanente con NaOH estandarizado empleando rojo de 
metilo como indicador, el cual vira en un rango de pH 
entre 4,4-6,2. Como se titula hasta un pH ligeramente 
ácido y no hasta neutralización, hay un exceso de ácido 
que se contabiliza como neutralizado por el amoniaco 
proveniente de la muestra. Si en lugar de rojo de metilo 
se empleara un pH-metro para monitorear la 
neutralización se conseguirían resultados más exactos. 
Por otro lado, se ha reportado que la principal fuente de 
incertidumbre en el método Kjeldahl para la 
determinación de nitrógeno es el material volumétrico 
que se emplea en el proceso (Anglov, T., Petersen, I.M., 
Kristiansen, J. 2003). Basándonos en la 
experimentación realizada y el protocolo establecido, la 
bureta empleada en la etapa de titulación final sería la 
que afecta más en la determinación de proteína y tendría 
que ser de la mejor precisión posible.   
Por otro lado, los resultados de la evaluación del sesgo 
muestran en todos los casos, ya sea en la parte baja, 
media o alta de la regresión lineal, que no hay 
diferencias significativas entre los valores teóricos 
conocidos de la sustancia de referencia (glicina) y los 
valores determinados experimentalmente (ver Tabla 3); 
indicando que el método es aceptable y de una 
veracidad adecuada.
Tabla 3
Exactitud del método micro-Kjeldahl (evaluado como 
sesgo) para determinar proteína en granos de quinua 

a Zona baja, media y alta de la línea de regresión
b Valor de P determinando mediante la prueba t de 

Student para muestras con varianzas desiguales

En lo que concierne a la evaluación de la precisión del 
método, esta se realizó considerando tanto la 
repetibilidad como la precisión intermedia. Para 
determinar la primera se empleó 0,4 g de quinua molida 
en concordancia con los lineamientos de la ICH, los 
cuales indican realizar 6 determinaciones al 100% de la 
concentración de prueba (ICH Harmonised Tripartite 
Guideline 2014) Los resultados obtenidos se muestran 
en la Tabla 4.
Tabla 4 
Repetibilidad del método micro-Kjeldahl para 
determinar proteína en granos de quinua

a Volumen de NaOH estandarizado empleado en la 
titulación
Con las mediciones presentadas en la Tabla 4 se 
determinó el promedio, desviación estándar y 
coeficiente de variación, para los cuales se obtuvieron 
los valores de 14,94%, 0,63 y 4,2% respectivamente. 
Por otro lado, los resultados del diseño experimental 
empleado (22 sin réplicas) para evaluar la precisión 
intermedia se muestran en la Tabla 5.
Tabla 5
Porcentajes de proteína obtenidos en el diseño 
experimental 22

Dado que no fue posible realizar réplicas debido al 
tiempo que dura cada corrida experimental, el diseño 
experimental planteado fue evaluado empleando una 

gráfica de Pareto (Figura 3) donde se utilizó el método 
de Lenth para determinar los valores críticos.

Figura 3. Gráfica de Pareto para los efectos de los factores 
Día y Analistaa

a ME es el margen de error determinado mediante el 
método de Lenth empleando el procedimiento por 
defecto del paquete “unrepx” en RStudio
Los valores obtenidos para el margen de error (ME) y el 
margen de error simultáneo (SME) fueron 2,87 y 7,19 
respectivamente. Como puede apreciarse en la Figura 3, 
ni el efecto del Día, Analista o la interacción de ambos 
puede considerarse significativa y el método podría 
aplicarse independientemente del día en el que este se 
realice o la persona que lo aplique.
4. Conclusiones
Se ha estandarizado un método micro-Kjeldahl para la 
determinación de proteína en granos de quinua. El 
método es relativamente sencillo de aplicar y constituye 
una alternativa para que estudiantes de grado y tesistas 
que no tienen acceso a normativa oficial puedan 
determinar proteína en granos de quinua o desarrollar 
métodos análogos para otros productos alimenticios. El 
método muestra una relación lineal entre la cantidad de 
proteína determinada y la masa de quinua procesada 
(R2=0,9967), presentando un límite de detección y 
límite de cuantificación de 0,0144 g y 0,0174 g de 
proteína respectivamente. El método es aplicable para 
muestras de quinua entre 0,2-0,4 g y tiene una mejor 
exactitud a medida que la masa de quinua usada en el 
procedimiento aumenta (107% de recuperación en la 
parte media y alta de la línea de regresión). La 
repetibilidad del método se cuantificó como el 
coeficiente de variación de seis mediciones 
consecutivas y presenta un valor de 4,2% lo que indica 
una adecuada precisión del método. La determinación 

de proteína mediante el protocolo planteado no depende 
del día ni del analista que lo aplique.    
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Toda serie de datos climáticos proveniente de 
estaciones de monitoreo debe pasar por una revisión o 
control de calidad antes de ser utilizada en estudios 
concretos. Por lo general los esfuerzos se orientan a 
analizar la homogeneidad de las series históricas de 
modo que cualquier conclusión basada en tales registros 
sea suficientemente representativa del comportamiento 
real del clima (Peterson et al., 1998). Algunas de las 
causas más comunes de inhomogeneidades en los 
registros climáticos son los cambios en la 
instrumentación, en el observador, en la ubicación y 
exposición de la estación de monitoreo, y en los 
procedimientos observacionales (Wang, 2008a). Estos 
cambios artificiales en las series de datos se conocen 
como puntos de quiebre o puntos de cambio; se han 
desarrollado distintos algoritmos para identificarlos, 

distinguirlos de los cambios reales y, eventualmente, 
corregirlos. Un segundo problema, también bastante 
frecuente en el control de calidad de series climáticas, 
es el referido a la cantidad de datos faltantes. En 
algunos casos el porcentaje de faltantes es tan alto que 
la serie debe ser desechada ya que no podría justificarse 
estadísticamente ningún proceso de rellenado artificial. 
En el caso de Bolivia, las series de precipitación pluvial 
y de temperatura (máxima y mínima) son provistas por 
el Servicio Nacional de Meteorología e Hidrología 
(SENAMHI) que cuenta con estaciones de monitoreo 
en distintas zonas del país. Se observa que la cantidad 
de estaciones es baja para la extensión territorial de 
Bolivia, y además, los registros presentan notorias 
discontinuidades (datos faltantes) al margen de las 
inhomogeneidades propias de cualquier serie climática. 

Si bien existen reportes previos sobre control de calidad 
en series climáticas de SENAMHI-Bolivia, se propone 
en este trabajo una metodología alternativa para el 
relleno y homogeneización de series mensuales de 
precipitación pluvial y temperatura. Se ha escogido 
como periodo de estudio 1980 a 2015 y seleccionado las 
estaciones de monitoreo SENAMHI que cumplen con 
la condición de ausentes con un porcentaje menor al 
30%. El relleno se realizó utilizando algoritmos de 
redes neuronales en los cuales cada serie es completada 
con ayuda de estaciones próximas (con las que tiene 
buena correlación) y acudiendo también, en algunos 
casos, a series de datos ajenas a la base de SENAMHI 
(fuentes externas) con las que la serie a ser completada 
tiene buena correlación. Se ha podido evidenciar que 
los métodos de redes neuronales son más eficientes que 
los métodos estadísticos convencionales para el relleno 
de este tipo de series temporales. En cuanto a la 
homogeneización de las series, existen reportes de 
comparación entre distintos algoritmos utilizados en la 
actualidad (Venema, 2012) en los que se contemplan los 
softwares más utilizados por la comunidad en la 
homogenización de series mensuales de precipitación y 
temperatura. La mayor parte de los algoritmos se basan 
en aproximaciones de homogeneización relativa, la cual 
asume que estaciones cercanas están expuestas a 
condiciones climáticas parecidas y que cualquier 
diferencia entre estaciones cercanas puede utilizarse 
para detectar inhomogeneidades. Algunos de los 
paquetes de homogenización más recientes son 
(Guijarro, 2017): Climatol 3.0 (Guijarro, 2018), 
ACMANT 3.0 (Domonkos, 2014), (Domonkos and 
Coll, 2017), MASH 3.03 (Szentimrey, 2007), 
RH-testsV4 (Wang & Feng, 2013b), USHCN v52d 
(Menne & Williams, 2005), HOMER 2.6 (Mestre, 
2013). En este trabajo se ha utilizado RHtestsV4, el cual 
consiste una paquetería en R (R Core Team, 2019) con 
la cual se puede detectar y corregir múltiples puntos de 
cambio que podrían estar presentes en series climáticas 
con errores autorregresivos de primer orden. Las series 
pueden ser de precipitación, temperatura o cualquier 
otra variable climática, y de tipo diario, mensual o anual 
(se excluye las series de precipitación diaria por no 
tener un comportamiento gaussiano, requiriendo una 
variante de RHtests que en este trabajo no fue 
necesario). RHtestsV4 se basa en el test t de máxima 
penalidad (Wang, 2007) y en el test F de máxima 
penalidad (Wang, 2008b), incluidos ambos en un 
algoritmo de testeo recursivo. Dependiendo de si la 

serie temporal a homogeneizar (serie base) cuenta o no 
con una serie de referencia (serie ya homogénea y con 
alta correlación con la serie base), se utiliza el test t o el 
test F (test t si se tiene serie de referencia y test F si no 
se tiene serie de referencia). En las secciones 
subsiguientes se explica con más detalle tanto el 
procedimiento de relleno como el de homogeneización 
aplicado a las series climáticas seleccionadas para 
Bolivia. El trabajo concluye con la presentación de las 
series mensuales de precipitación y temperatura 
completas y homogéneas, almacenadas en un 
repositorio virtual de acceso libre para toda la 
comunidad.
2. Métodos
En este estudio se ha utilizado la base de datos SISMET 
del Servicio Nacional de Meteorología e Hidrología de 
Bolivia (SENAMHI, 2020) para el periodo 1980 a 
2015. Si bien la base cuenta con información climática 
de más de 1200 estaciones, no todas cubren el rango 
requerido en el trabajo. Se seleccionaron, de inicio, 190 
estaciones para precipitación y 92 para temperatura 
máxima y mínima según el criterio de cubrir el período 
de estudio con un porcentaje de datos faltantes menor a 
30 %. Las Figs. 1 y 2 muestran la ubicación geográfica 
de las estaciones, tanto para precipitación como para 
temperatura. Se observa una mayor densidad de 
estaciones en la zona central del país en comparación 
con el noreste y el sudoeste que están poco 
monitoreados. Para fines de comparación, se han 
considerado también datos provenientes de fuentes 
externas. Una de esas fuentes proviene de la Unidad de 
Investigación Climática (Climatic Research Unity, 
CRU) de la Universidad East Anglia (Harris, I. et al., 
2014). Los datos CRU han sido generados por 
interpolación de datos disponibles de estaciones 
meteorológicas de todo el mundo, logrando una 
resolución de 0.5° latitud/longitud. Si bien esta 
resolución no es suficiente para, por ejemplo, estudios 
hidrológicos, ya permite tener una idea de la 
climatología del país y sirve de base en este trabajo para 
fines de comparación. Las Figs. 3 y 4 muestran la 
climatología de Bolivia para el período 1980 a 2015 en 
base a medias mensuales de temperatura (°C) y 
precipitación (mm/día) provistas por CRU. En el caso 
de la temperatura, es notorio el gradiente altitudinal al 
pasar de la zona oriental a las tierras altas del occidente. 
En cuanto a la precipitación, destaca la zona del 
Chapare en el trópico de Cochabamba con los valores 
más altos (vea la mancha verde intensa en la región 

central del país para la precipitación DJF en la Fig.4), 
así como la baja precipitación en el altiplano. Una 
segunda fuente de información consultada en este 
trabajo fue la plataforma PCA - Princeton Climate 
Analytics (PCA, 2019). Se trata de un servicio de 
información climática de la Universidad de Princeton 
que combina datos satelitales con observaciones en 
tierra y modelos de reanálisis para proveer series 
hidroclimatológicas con resolución espacial de 0.25° y 
resoluciones temporales diarias, mensuales y anuales. 
Para el caso de Bolivia, PCA ofrece el Monitor de 
Inundaciones y Sequías para Latinoamérica, de donde 
fueron extraídas series temporales mensuales de 
precipitación, temperatura máxima diaria, temperatura 
mínima diaria, radiación solar, escorrentía y 
evaporación, para distintas locaciones coincidentes con 
las de las estaciones climáticas del país. La Fig. 5 
muestra la serie temporal de precipitación extraída de 
dicha plataforma para la ciudad de Cochabamba.

Figura 1. Estaciones seleccionadas con datos de 
precipitación: 190 en toda Bolivia antes de la 
homogeneización

Figura 2. Estaciones seleccionadas con datos de 
temperatura: 92 en toda Bolivia antes de la 
homogeneización

Figura 3. Temperatura promedio estacional Bolivia. 
Período 1980-2015 en base a CRU TS v.4.02

Figura 4. Precipitación promedio estacional Bolivia. 
Período 1980-2015 en base a CRU TS v.4.02

Figura 5. Serie temporal de precipitación mensual en 
mm/día para la ciudad de Cochabamba según la PCA. 
Período 1980 a 2015
2 Herramientas para el control de calidad de series 
climáticas
El software utilizado para la homogeneización fue 
RHTestsV4 (Wang, 2007). Consiste en una paquetería 
escrita en lenguaje R, muy potente, de uso libre y 
multiplataforma. Detecta y ajusta múltiples puntos de 
cambio (desplazamientos) que podrían existir en una 
serie de datos que pueden tener errores autorregresivos 
de primer orden. RHtestsV4 se basa en la prueba t de 
máxima penalidad (Wang, 2007) y en la prueba F de 
máxima penalidad (Wang, 2008b), incluidas ambas en 
un algoritmo de testeo recursivo. Dependiendo de si la 
serie temporal a homogeneizar (serie base) cuenta o no 
con una serie de referencia (serie ya homogénea y con 

alta correlación con la serie base), se utiliza la prueba t 
o la prueba F (test t si se tiene serie de referencia y test 
F si no se tiene serie de referencia). En el caso sin serie 
de referencia, la prueba F de máxima penalidad permite 
que las series de tiempo tengan una tendencia lineal 
durante todo el período del registro de datos, es decir, 
sin cambio en el componente de la tendencia. Los 
resultados sin el uso de una serie de referencia son, sin 
embargo, menos confiables que en el caso con 
referencia. Por este motivo, en el presente trabajo se 
trató de utilizar series de referencia tanto como fue 
posible. 
En cuanto a las técnicas de relleno, se optó por 
implementar un algoritmo de aprendizaje profundo 
(DL o deep learning), que es un subcampo específico 
del aprendizaje automático (machine learning). 
Representa la idea de capas sucesivas de modo que la 
cantidad de capas que contribuyen a un modelo de datos 
se denomina profundidad del modelo (Chollet, F., 
2018). Las redes neuronales con múltiples capas se 
denominan Redes Neuronales Profundas (DNN por sus 
siglas en inglés). Una de las librerías de aprendizaje 
profundo disponible para el desarrollo de redes 
neuronales profundas es Keras (Keras, 2019). Esta 
librería es una API de redes neuronales de alto nivel, 
escrita en Python y desarrollada con un enfoque que 
permite su implementación rápida. En la Fig. 6 se 
observa la composición de una red neuronal profunda 
(DNN), donde x1; x2 y x3 son las características de 
entrada, seguidas de dos capas de neuronas ocultas, y 
finalmente la capa de salida z1 y z2.

Figura 6. Estructura de una red neuronal profunda 
(DNN) de 2 capas ocultas.
Cada neurona contiene una función de activación y un 
valor límite. El valor límite es el mínimo valor que una 

entrada debe tener para activar la neurona. Una función 
de activación está diseñada para el límite de salida de la 
neurona, usualmente para valores entre 0 a 1, o -1 a +1. 
Existen varios tipos de funciones de activación 
disponibles en DL (Moolayil, 2019); en este trabajo se 
han utilizado las funciones Sigmoid y ReLu con valores 
límite de 0 a 1, que se muestran en la Fig. 7. 

Figura 7. Funciones de activación. a) Sigmoid y b) 
ReLU (Moolayil, 2019) utilizadas en este trabajo.
El algoritmo DL utiliza una “función de costo” que es la 
función que se debe minimizar para obtener el mejor 
valor de cada parámetro en el modelo. Las funciones de 
costo más populares son el Error Cuadrático Medio 
(MSE) y el Error Absoluto Medio (MAE). Para reducir 
el costo se utilizan optimizadores, funciones que buscan 
el mejor valor de los parámetros. Su elección y uso 
adecuado constituye la parte más importante del 
llamado “entrenamiento” de la red neuronal. 
Básicamente una función optimizador es un algoritmo 
matemático que emplea reglas del cálculo diferencial 

(derivadas, gradientes) para encontrar óptimos en la red 
a partir de variaciones en el peso relativo de cada 
neurona. En este trabajo se utilizaron los optimizadores 
de Descenso de Gradiente Estocastico (SGD, Stochastic 
Gradient Descent) y el de Estimación de Momento 
Adaptativo (AdAM, Adaptive Moment Estimation).
1.2 Relleno y homogeneización de las series
Se siguieron los siguientes pasos:
1. Descarga de datos crudos y preprocesamiento a un 

formato estándar.
2. Filtro de series en base a datos ausentes y puntos de 

cambio (sin referencia).
3. Homogeneización 1: Se realizó la agrupación para la 

homogeneización con y sin referencia por cada 
grupo.

4. Reconstrucción de series PRCP y TMP con redes 
neuronales profundas, DNN.

5. Homogeneización 2: Se repite el paso 3 pero ahora 
sin agrupación y se realizan ajustes finales.

Estos pasos se encuentran en el diagrama de flujo de la 
Figura 8.

Figura 8. Secuencia metodológica implementada en el 
proceso de homogeneización y reconstrucción de las 
series climáticas de precipitación y temperatura
El filtro del paso 2 consistió en eliminar series con más 
de 30% de datos ausentes (sin importar su ubicación en 
la serie temporal) y eliminar series con más de 5 puntos 
de cambio. En este paso ya se usó RHTests bajo la 
modalidad “sin referencia”; por tanto, este filtro evaluó 
únicamente la consistencia interna de las series. A 
continuación, se procedió a agrupar estaciones tanto 
para PRCP como para TMP en función de su altura 
s.n.m. y su ubicación espacial. La agrupación permite 
determinar la significancia de los puntos de cambio. Se 

obtuvieron 35 regiones para precipitación y 26 para 
temperatura. La Fig. 9 muestra la regionalización para 
la precipitación. 

Figura 9. Regionalización del dominio de estudio: 35 
regiones para precipitación.
El paso 4 (reconstrucción de series mediante DNN) es el 
más novedoso del trabajo. Se utilizaron funciones de 
activación Linear y ReLU según el diagrama de flujo de 
la Figura 10. Por un lado, se acumularon las estaciones 
completas y homogéneas (las mejores estaciones de 
partida) junto con las extraídas de la PCA (3 variables: 
precipitación, evaporación y escorrentía) para conformar 
los predictores del método DNN; por el otro lado, se 
ordenaron las series incompletas identificando como 
objetivo las variables a ser reconstruidas en cada una. 

Figura 10. Diagrama de flujo para el relleno o 
reconstrucción de series de precipitación y temperatura 
mediante redes neuronales profundas (DNN). 

Abreviaciones: LAFDM: Datos de la plataforma 
Princeton Analytics para Latinoamérica, DA: Datos 
ausentes, DNN: Redes neuronales profundas, CC: 
Coeficiente de correlación, MLR: Regresión lineal 
múltiple.
Se procedió a ajustar mediante regresión lineal múltiple 
(MLR) y mediante DNN cada una de las series objetivo, 
luego se calculó el Error Cuadrático Medio (MSE) y el 
Error Absoluto Medio (MAE) en ambos casos, junto 
con los coeficientes de correlación para poder distinguir 
si el ajuste por DNN es mejor que el MLR. La ventaja 
del método DNN es que el proceso de “entrenamiento” 
de las redes permite mejorar el ajuste hasta que, 
eventualmente, supera al MLR. Como se ve en el 
diagrama de flujo, el proceso de entrenamiento se repite 
hasta que el error del DNN sea menor que el del MLR. 
La Fig. 11 muestra la estructura de la red neuronal 
profunda, DNN, que se utilizó en el trabajo. Se 
muestran las 4 capas escondidas, cada una con 27 
neuronas y sus respectivas activaciones, y los datos de 
salida de la red ya entrenada.  

Figura 11. Estructura de la red neuronal para la 
reconstrucción de PRCP: Datos de entrada, 4 capas 
escondidas de 27 neuronas c/u, y datos de salida.
Una vez rellenada la serie con el dato ajustado por DNN 
se pasa al siguiente dato ausente. El proceso se detiene, 
finalmente, cuando se ha rellenado la totalidad de datos 
ausentes en la serie. 
Como último paso (paso 5), se realiza una segunda 
corrida en RHTestsV4 para verificar que no se haya 
introducido puntos de cambio nuevos durante el 
rellenado. Las series que pasan esta última prueba de 
homogeneización son, finalmente, consideradas 
completas y homogéneas.
3. Resultados del Proceso de Relleno y 
Homogeneización 
Los resultados para cada estación fueron similares a los 

que se muestra en las figuras siguientes. La Fig. 12 
muestra el ajuste MLR para la estación Tiraque, en 
unidades normalizadas. Se destaca una parte de la serie 
para mostrar que el modelo contempla el dato de 
precipitación cero (valores negativos excluidos) como 
límite inferior. La Fig. 13 muestra la misma estación, 
pero ahora con el modelo ajustado por DNN. Si bien 
ambos modelos lucen similares, el cálculo del error 
permite distinguirlos. Para el caso mostrado, se obtuvo 
un MSE de 0.1243 en el MLR y de 0.1107 en el DNN. 
Esta mejora de alrededor de 1% a favor del DNN se 
observó en todas las series. Del mismo modo, la 
correlación del ajuste DNN (0.8717) fue superior que la 
del ajuste MLR (0.8531). 

Figura 12. Modelo MLR para la estación TP3304 
(Tiraque)-Precipitación. En negro los valores originales 
de la serie y en rojo los valores modelados.
  

Figura 13. Modelo DNN para la estación TP3304 
(Tiraque) - Precipitación. En azul los valores originales 
de la serie y en rojo los valores modelados.
Una vez obtenido un ajuste DNN superior al MLR, se 
utilizó tal modelo para rellenar los datos faltantes en 
cada una de las series. Por ejemplo, la Fig. 14 muestra el 
resultado para la estación Mizque, en mm de 
precipitación, para el rango de estudio. Para 
temperatura, máxima y mínima, el procedimiento arrojó 
resultados análogos. La Fig. 15 muestra el relleno de la 
serie de Temperatura Mínima en la estación La 
Tamborada.

Figura 14. Estación TP2045 (Mizque), precipitación, 
reconstruida a partir del modelo DNN. En rojo los datos 
rellenados.

Figura 15. Estación TP2597 (La Tamborada), 
temperatura mínima, reconstruida a partir del modelo 
DNN. En rojo los datos rellenados.
Tras el rellenado de series con DNN se obtuvieron 190 
estaciones de precipitación y 93 de temperatura, previo a 
la última homogeneización. Se muestra en la Fig. 16 la 
salida del proceso de homogeneización en RHTestsV4 
para precipitación y en la Fig. 17 para temperatura. El 
cálculo detecta los puntos de cambio (puntos donde se 
pierde la homogeneidad) en la serie. Los ejemplos de las 
Figs. 16 y 17 corresponden a series que fueron 
descartadas por tener uno o más puntos de cambio tras el 
rellenado. Una vez revisadas todas las estaciones y 
filtradas las que traían puntos de cambio, se redujo la 
serie de estaciones con datos completos y homogéneos a 
91 para precipitación y 53 para temperatura. Este es el 
resultado final del trabajo. Todas las series se encuentran 
disponibles para descarga libre en el repositorio 
https://github.com/MarkoAndrade/PMVC-UMSS. 

Figura 16. Homogeneización de la estación P4120 
(Base) con la referencia CO3874 en RHTestsV4 para 
Precipitación. La línea azul muestra una discontinuidad 
(punto de cambio).

Figura 17. Homogeneización de la estación CP2775 en 
RHTestsV4 para Temperatura Mínima. La línea azul 
muestra una discontinuidad (punto de cambio).
4. Conclusiones
El trabajo permitió desarrollar una nueva alternativa 
para el control de calidad de series climáticas, la cual 
tiene como principal novedad la inclusión de métodos 
basados en Redes Neuronales Profundas (DNN). 
Asimismo, incorporó a RHTests como una herramienta 
de homogeneización diferente a las que se habían 
utilizado en estudios previos. Ambas mejoras 
permitieron obtener series mensuales de precipitación y 
temperatura para toda Bolivia, completas y 
homogéneas, con mejores ajustes que los obtenidos con 
procedimientos tradicionales. El desarrollo acelerado de 
los métodos basados en redes neuronales y su inclusión 
en la solución de problemas climatológicos, hace pensar 
que a futuro estos métodos serán preferibles en 
comparación con los métodos estadísticos tradicionales. 
En cuanto al resultado final, no discrepa demasiado de 
reportes previos sobre la temática. Muestra que los datos 
provistos por las estaciones climatológicas del país son, 
en su mayor parte, incompletos y faltos de 
homogeneidad. Esto hace que, tras un control de calidad 
como el del presente trabajo, se tengan que desechar 
alrededor del 90% de las estaciones disponibles de 
inicio, reduciendo considerablemente la información 

climática disponible en el país. Esta situación obliga a 
buscar continuamente mejoras para el relleno y 
homogeneización de series climáticas en Bolivia.
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2014) así como en el libro “Estadística y quimiometría 
para química analítica” (Miller, J.C. 2005). Todo el 
análisis estadístico se realizó con el software RStudio 
versión 4.0.4 empleando un nivel de significancia de 
0,05.  
Linealidad
La linealidad del método se evaluó mediante una 
regresión lineal simple entre la cantidad de nitrógeno 
orgánico y la masa de quinua molida, para lo cual se 
consideraron inicialmente 5 puntos: 0,1; 0,2; 0,3; 0,4 y 
0,5 g de quinua. Adicionalmente se determinaron el 
coeficiente de correlación de Pearson, el coeficiente de 
determinación, los intervalos de confianza al 95% de la 
ordenada y al origen y la pendiente, así como la suma de 
cuadrados de los residuales. Los valores de nitrógeno 
orgánico para cada masa de quinua fueron 
determinados por triplicado y el blanco fue el promedio 
de 5 corridas experimentales consecutivas. 
Límite de detección, límite de cuantificación y límite 
de blanco
El límite de blanco (Ec. 3), límite de detección (Ec. 4) y 
límite de cuantificación (Ec. 5) se determinaron con 
base en las ecuaciones indicadas por Armbruster & Pry 
(Armbruster, D.A., Pry, T. 2008) como se muestran a 
continuación:

En estas ecuaciones  LoB es el límite de blanco, LoD es 
el límite de detección, LoQ es el límite de 
cuantificación,  mediablancos es el promedio de los 
blancos medidos, sdblancos es la desviación estándar de 
los blancos medidos y sdm  es la desviación estándar de 
muestras con baja concentración de analito (en nuestro 
caso 0.1 g de quinua, cuyas cantidades de proteína 
corresponden a valores muy cercanos al blanco). El 
factor de multiplicación 3 para LoQ es arbitrario y fue 
definido de forma análoga a las ecuaciones presentadas 
en Miller & Miller (Miller, J.N., Miller, J.C. 2005). Para 
determinar estos parámetros se consideraron 6 réplicas 
de blancos que consistieron en agua desionizada.  
Exactitud: sesgo y ensayo de recuperación
La exactitud del método se evaluó determinando tanto 
el sesgo como realizando ensayos de recuperación 
empleando glicina como sustancia de referencia 
(Bufferck, M., Muhleiss, A. 2018). Los ensayos de 
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La quinua es una planta nativa de la región Andina que 
es ampliamente cultivada debido a las notables 
propiedades nutricionales de su semilla  (Jacobsen, S.E. 
2006); (Bazile, D., Jacobsen, S.E, Verniau, A.  2016). Si 
bien el contenido proteico de esta (aproximadamente 
15% (Abugoch James, L.E. 2009) es ligeramente 
superior al de alimentos como la cebada, trigo o avena 
(Abugoch James, L.E. 2009; Repo-Carrasco, R., 
Espinoza, C., Jacobsen, S.E. 2003) lo que en realidad la 
hace notoria es el balance de aminoácidos que presenta, 
cubriendo un rango más amplio que los cereales y 
legumbres además de exhibir un contenido alto de lisina 
y metionina, aminoácidos limitantes en la mayoría de 
estos alimentos (Abugoch James, L.E. 2009). A esto se 
suma su alto valor biológico (proporción de la proteína 
del alimento que es incorporado a las proteínas del 
cuerpo) así como la baja huella hídrica y de carbono que 
representa el crecimiento de la planta 
(Gordillo-Bastidas, E., Díaz-Rizzolo, D.A., Roura, E., 
Massanés, T., Gomis, R. 2016). 
Dada la importancia del consumo de proteínas en la 
dieta humana, determinar el contenido de estas en los 
alimentos es una tarea frecuente en el control de calidad 
y caracterización de productos alimenticios; lo cual es 
particularmente cierto en el caso de alimentos con una 

alta calidad proteica como la quinua. Para determinar el 
porcentaje de proteína en los alimentos se pueden 
aplicar principalmente dos métodos químicos, el 
método de Kjeldahl que estima el contenido de proteína 
a partir de la medición del nitrógeno orgánico total, y el 
método de Dumas, que se basa en la combustión de la 
muestra y en la cuantificación de su proteína a partir de 
la reducción de los óxidos de nitrógeno formados a 
nitrógeno gaseoso (N2) (Nielsen, S.S., 2010). El método 
de Kjeldahl es tradicionalmente el más usado, aunque la 
facilidad de automatización, rapidez y la ausencia de 
reactivos peligrosos en el procedimiento han provocado 
que el método de Dumas sea aplicado cada vez más 
frecuentemente en la actualidad (Müller, J., 2017).
La determinación de proteína mediante el método de 
Kjeldahl involucra tres etapas: digestión, destilación y 
titulación. En la primera etapa se busca transformar el 
nitrógeno orgánico del producto alimenticio 
(mayormente asociado a proteínas) en una sal 
inorgánica donde este nitrógeno se encuentre accesible 
para un procesamiento posterior. En la destilación, el 
nitrógeno proveniente de la digestión es transformado 
en amoniaco, el cual es colectado en una solución ácida 
de donde es determinado por titulación o 
retro-titulación con un ácido o base estandarizada 

respectivamente (Buffler, M., 2017).
Debido a la creciente necesidad de contar con 
equipamiento y un procedimiento accesible para 
determinar el contenido proteico de productos 
alimenticios en el Centro de Tecnología Agroindustrial 
es que se plantea el presente trabajo con el propósito de 
reacondicionar el instrumental disponible y desarrollar 
un protocolo propio estandarizado con el cual 
estudiantes de grado puedan llevar a cabo la 
determinación de proteína en quinua o desarrollar 
protocolos similares para otros productos alimenticios.    
2. Materiales y Métodos
Equipamiento
El método para la determinación de proteína en granos 
de quinua se estandarizó empleando un destilador 
micro-Kjeldahl (Figura 1A) que fue reacondicionado 
para tales fines mediante la incorporación de una 
resistencia eléctrica nueva y un controlador de potencia 
(Figura 1B). El aparato fue instalado en una campana de 
extracción para lograr la expulsión de los gases 
desprendidos durante el procesamiento de las muestras. 
Adicionalmente se utilizaron una balanza analítica 
(Mettler Toledo ME104, Ohio, EUA), balanza de 
precisión (Mettler Toledo ME4002, Ohio,EUA), 
desionizador de agua (Merck Simplicity®), Darmstadt, 
Alemania), hornilla eléctrica (Fisatom 500, Saõ Paulo, 
Brasil) y termómetro infrarrojo (Surpeer IR5D, 
Guangdong, China).

Figura 1. Equipo micro-Kjeldahl para determinar 
proteína en quinua. A) Destilador micro-Kjeldahl B) 
Resistencia eléctrica y controlador de potencia
Reactivos
Todos los reactivos empleados en el trabajo 
experimental fueron de grado analítico e incluyeron 
ácido sulfúrico (H2SO4 95%, Merck), hidróxido de 
sodio (NaOH 99%, Merck), sulfato de cobre (II) 
pentahidratado (CuSO4·5H2O 99%, Sigma), sulfato de 
sodio anhidro (Na2SO4 99%, Merck), rojo de metilo 
(Scharlau), verde de bromocresol (Scharlau), 
fenolftaleína (Scharlau), carbonato de sodio (Na2CO3 
99%, Merck), biftalato de potasio (99%, Scharlau), 
glicina (99%, Sigma, sustancia de referencia) y alcohol 
isopropílico (99%,Sigma-Aldrich). Se utilizó agua 
desionizada para todas las corridas experimentales y en 
la preparación de todas las soluciones acuosas.
Preparación de las muestras
Para la estandarización del método se emplearon granos 
de quinua comercial (Quinua real Salem®), los cuales 
fueron molidos con ayuda de un molino manual para 
luego ser tamizados a través de una malla de acero 
inoxidable de 20 mesh (0.841 mm). La harina resultante 
fue guardada en un envase de vidrio seco hasta su 
utilización respectivamente (Chang, S.K.C. 2010).  
Procedimiento general para la determinación de 
proteína
Una cantidad de quinua molida (entre 0.1 y 0.4 g) y 
tamizada (< 1mm) se agregó al matraz Kjeldahl junto 
con 2 g de Na2SO4 anhidro y 0.1 g de CuSO4·5H2O. A la 
mezcla resultante se agregaron 5 mL de H2SO4 y el 

matraz se llevó a calentamiento durante 65 minutos a 
una temperatura aproximada de 370°C (medida con un 
termómetro infrarrojo). Finalizada la etapa de digestión 
(se obtiene una solución de apariencia verde-azulada 
tenue) se dejó enfriar por 10 minutos y se adicionaron 
aprox. 5 mL de agua desionizada para trasvasar 
completamente el contenido digerido del matraz al 
destilador ya en calentamiento (ver Material 
Suplementario Sec. 1). Para iniciar la destilación se 
agregaron 20 mL de una solución de NaOH 50% p/v y 
el destilado se recibió en 25 mL de solución 
estandarizada de H2SO4 (ver Material Suplementario 
Sec. 2) hasta lograr un volumen final de 100 mL. El 
exceso de ácido sulfúrico sin neutralizar de esta 
solución fue entonces titulado (retro-titulación) con una 
solución estandarizada de NaOH (ver Material 
Suplementario Sec. 3) utilizando rojo de metilo como 
indicador (Nielsen, S.S., 2010; da Silva, T.E., Detmann, 
E., de Oliveira Franco, M., Nobre Palma, M.N. and 
Rocha, G.C. 2016). A partir del volumen consumido de 
esta solución de NaOH se determinó el porcentaje de 
proteína en las muestras de quinua empleando las 
Ecuaciones 1 y 2:

Donde             corresponde al volumen de ácido sulfúrico 
donde se recibe inicialmente el destilado (los 25 mL),                                                                                          
es           es la normalidad del H2SO4 estandarizado, VNaOH 
es el volumen consumido (en mL) de NaOH 
estandarizado al momento de la titulación, NNaOH es la 
normalidad estandarizada de la solución de NaOH y NB 
es la cantidad (en gramos) de nitrógeno que contiene el 
blanco. El factor 6,25 permite realizar la conversión 
entre nitrógeno-proteína para el caso de la quinua 
(Gonzalez, J.A., Konishi, Y., Bruno, M., Valoy, M., 
Prado, F.E. 2012; Elsohaimy, S.A., Refaay, T.M., 
Zaytoun, M.A.M. 2015) siendo el mismo valor asumido 
para gran parte de los alimentos, aunque varía en varios 
casos.  
Estandarización del método
La estandarización del método se basó tanto en los 
lineamientos del Consejo Internacional de 
Armonización (ICH por sus siglas en inglés) en su guía 
Q2(R1) “Validación de procedimientos analíticos: texto 
y metodología” (ICH Harmonized Tripartite Guideline, 

recuperación se realizaron por triplicado en la parte 
baja, media y alta de la línea de regresión, para lo cual 
se pesó una cantidad base de quinua molida (0,100 g) a 
la que se agregaron 0,010; 0,020 y 0,027 g de glicina de 
tal forma que se obtuvieron cantidades totales de 
nitrógeno en la zona baja, media y alta de la línea de 
regresión. Dado que esta cantidad determinada de 
nitrógeno proviene tanto de la quinua como de la glicina 
añadida, la cantidad que aporta específicamente esta 
última se puede determinar por diferencia (valor 
experimental) luego de calcular la cantidad de 
nitrógeno aportado por la quinua mediante la ecuación 
de regresión lineal. Este valor puede ser comparado con 
el valor teórico de nitrógeno en la glicina, el cual se 
calcula a partir de la masa añadida de esta y su fórmula 
molecular. Del cociente entre la cantidad de nitrógeno 
experimental y teórico para la glicina es que se define la 
exactitud del método como porcentaje de recuperación.
El sesgo se evaluó determinando la masa experimental 
de glicina a partir de la masa de nitrógeno hallado 
experimentalmente con el método propuesto y 
comparando estos valores con las masas teóricas 
conocidas de glicina que fueron añadidas a las muestras 
de quinua molida. La comparación se realizó mediante 
una prueba t de Student para varianzas desiguales 
donde la hipótesis nula (no hay diferencia significativa) 
es aceptada para valores de P mayores a 0,05.
Rango
El rango de aplicabilidad del método se determinó a 
partir de la evaluación de la regresión lineal y 
considerando la exactitud del mismo en la zona baja, 
media y alta de esta misma regresión.  A través del 
rango se buscó definir que del 80% al 120% de la 
cantidad recomendada de quinua para realizar el ensayo 
se encuentren dentro del rango abarcado por la 
regresión lineal. 
Precisión: repetibilidad y precisión intermedia
La precisión se evaluó como: repetibilidad y precisión 
intermedia. La repetibilidad se determinó como el 
coeficiente de variación de 6 muestras consecutivas de 
quinua (0,4 g); mientras que la precisión intermedia se 
evaluó mediante un diseño experimental de dos factores 
(Día y Analista) a dos niveles cada uno (22) (sin 
réplicas) donde cada corrida experimental correspondió 
a la determinación del porcentaje de proteína en 
muestras de 0,3 g de quinua.   
3. Resultados y Discusión

La regresión lineal se muestra en la Figura 2A. La curva 
se obtuvo con 4 puntos porque las corridas 
experimentales que se probaron con 0,5 g de quinua 
fueron infructuosas, ya sea porque la muestra no se 
digería completamente, o debido a pérdidas importantes 
de material producto de salpicaduras por la excesiva 
cantidad de material orgánico para el volumen de 
H2SO4 empleado en la digestión. Emplear una mayor 
cantidad de H2SO4 no fue factible dado que su volumen 
define la cantidad de NaOH de neutralización (PanReac 
AppliChem. 2018). Sumados ambos volúmenes, 
cuando se emplean más de 5 mL de H2SO4, sobrepasan 
la capacidad de la cámara del destilador 
micro-Kjeldahl.

Figura 2. (A) Regresión lineal entre la cantidad de 
proteína [g] y la masa de quinua empleada [g]. (B) 
Regresión lineal entre el contenido de nitrógeno [g] y la 
masa de quinua [g].

Las ecuaciones resultantes de esta regresión lineal tanto 
para la cantidad de proteína como para la de nitrógeno 
en función de la masa de quinua (Figura 2B) se 
muestran en las Ecuaciones 6 y 7, respectivamente. Las 
características más importantes de la regresión lineal 
entre la masa de proteína y la masa de quinua se 
encuentran resumidas en la Tabla 1:

El valor cercano a 1 del coeficiente de correlación de 
Pearson da cuenta del ajuste adecuado de los datos 
experimentales con la línea de regresión. Esta misma 
bondad se ve reflejada en el coeficiente de 
determinación y en la suma de cuadrados de los 
residuales, cuyo valor hallado al ser cercano a cero, 
reafirma la buena adecuación del modelo a los datos. 
Por otro lado, el límite de blanco para el método fue 
0,0129 g de proteína de quinua, mientras que el límite 
de detección y límite de cuantificación corresponden a 
0,0144 g y 0,0174 g de proteína respectivamente. Es 
importante notar que la cantidad de proteína 
correspondiente a 0,1 g de quinua se encuentra por 
debajo del límite de cuantificación y aunque esto no 
trajo consecuencias negativas para la regresión lineal 
que se realizó, indica que la cantidad mínima de quinua 
que tendría que analizarse mediante este método debe 
ser mayor o igual a 0,2 g.
Tabla 1
Características de la regresión lineal entre la cantidad 
de proteína [g] y la masa de quinua [g]

En cuanto a la exactitud, puede verse claramente que el 
método mejora a medida que la evaluación pasa de la 

zona baja de la línea de regresión a la zona media y alta 
(Tabla 2). Esto indica que se tiene una mejor exactitud 
(107% expresada como recuperación) a medida que la 
cantidad de quinua sujeta a análisis aumenta, siendo el 
límite superior 0,4 g y el límite inferior los ya 
mencionados 0,2 g. Ambos valores entonces 
delimitarían el rango de aplicabilidad del método e 
indican que la masa más adecuada de quinua para 
realizar el ensayo es de 0,3 g considerando que el 80% 
de este valor se encuentra cabalmente por encima del 
límite inferior, mientras que el 120% se encuentra por 
debajo del límite superior. 
Tabla 2
Exactitud del método micro-Kjeldahl (evaluado como 
% recuperación) para determinar proteína en granos 
de quinua 

a Zona baja, media y alta de la línea de regresión
b Volumen de NaOH estandarizado empleado en la 

titulación
c Cantidad de nitrógeno en la glicina (valor teórico)
d Cantidad de nitrógeno en la glicina determinado 

experimentalmente
Como era de esperarse, el método es más inexacto 
cuando se hacen mediciones con 0,1 g de quinua dado 
que se encuentra muy cercano a los valores del blanco y 
por debajo del límite de cuantificación. Adicionalmente 
puede observarse que el método exhibe una tendencia a 
sobre-estimar la cantidad de nitrógeno presente en las 

muestras; esto se explica por la titulación del H2SO4 
remanente con NaOH estandarizado empleando rojo de 
metilo como indicador, el cual vira en un rango de pH 
entre 4,4-6,2. Como se titula hasta un pH ligeramente 
ácido y no hasta neutralización, hay un exceso de ácido 
que se contabiliza como neutralizado por el amoniaco 
proveniente de la muestra. Si en lugar de rojo de metilo 
se empleara un pH-metro para monitorear la 
neutralización se conseguirían resultados más exactos. 
Por otro lado, se ha reportado que la principal fuente de 
incertidumbre en el método Kjeldahl para la 
determinación de nitrógeno es el material volumétrico 
que se emplea en el proceso (Anglov, T., Petersen, I.M., 
Kristiansen, J. 2003). Basándonos en la 
experimentación realizada y el protocolo establecido, la 
bureta empleada en la etapa de titulación final sería la 
que afecta más en la determinación de proteína y tendría 
que ser de la mejor precisión posible.   
Por otro lado, los resultados de la evaluación del sesgo 
muestran en todos los casos, ya sea en la parte baja, 
media o alta de la regresión lineal, que no hay 
diferencias significativas entre los valores teóricos 
conocidos de la sustancia de referencia (glicina) y los 
valores determinados experimentalmente (ver Tabla 3); 
indicando que el método es aceptable y de una 
veracidad adecuada.
Tabla 3
Exactitud del método micro-Kjeldahl (evaluado como 
sesgo) para determinar proteína en granos de quinua 

a Zona baja, media y alta de la línea de regresión
b Valor de P determinando mediante la prueba t de 

Student para muestras con varianzas desiguales

En lo que concierne a la evaluación de la precisión del 
método, esta se realizó considerando tanto la 
repetibilidad como la precisión intermedia. Para 
determinar la primera se empleó 0,4 g de quinua molida 
en concordancia con los lineamientos de la ICH, los 
cuales indican realizar 6 determinaciones al 100% de la 
concentración de prueba (ICH Harmonised Tripartite 
Guideline 2014) Los resultados obtenidos se muestran 
en la Tabla 4.
Tabla 4 
Repetibilidad del método micro-Kjeldahl para 
determinar proteína en granos de quinua

a Volumen de NaOH estandarizado empleado en la 
titulación
Con las mediciones presentadas en la Tabla 4 se 
determinó el promedio, desviación estándar y 
coeficiente de variación, para los cuales se obtuvieron 
los valores de 14,94%, 0,63 y 4,2% respectivamente. 
Por otro lado, los resultados del diseño experimental 
empleado (22 sin réplicas) para evaluar la precisión 
intermedia se muestran en la Tabla 5.
Tabla 5
Porcentajes de proteína obtenidos en el diseño 
experimental 22

Dado que no fue posible realizar réplicas debido al 
tiempo que dura cada corrida experimental, el diseño 
experimental planteado fue evaluado empleando una 

gráfica de Pareto (Figura 3) donde se utilizó el método 
de Lenth para determinar los valores críticos.

Figura 3. Gráfica de Pareto para los efectos de los factores 
Día y Analistaa

a ME es el margen de error determinado mediante el 
método de Lenth empleando el procedimiento por 
defecto del paquete “unrepx” en RStudio
Los valores obtenidos para el margen de error (ME) y el 
margen de error simultáneo (SME) fueron 2,87 y 7,19 
respectivamente. Como puede apreciarse en la Figura 3, 
ni el efecto del Día, Analista o la interacción de ambos 
puede considerarse significativa y el método podría 
aplicarse independientemente del día en el que este se 
realice o la persona que lo aplique.
4. Conclusiones
Se ha estandarizado un método micro-Kjeldahl para la 
determinación de proteína en granos de quinua. El 
método es relativamente sencillo de aplicar y constituye 
una alternativa para que estudiantes de grado y tesistas 
que no tienen acceso a normativa oficial puedan 
determinar proteína en granos de quinua o desarrollar 
métodos análogos para otros productos alimenticios. El 
método muestra una relación lineal entre la cantidad de 
proteína determinada y la masa de quinua procesada 
(R2=0,9967), presentando un límite de detección y 
límite de cuantificación de 0,0144 g y 0,0174 g de 
proteína respectivamente. El método es aplicable para 
muestras de quinua entre 0,2-0,4 g y tiene una mejor 
exactitud a medida que la masa de quinua usada en el 
procedimiento aumenta (107% de recuperación en la 
parte media y alta de la línea de regresión). La 
repetibilidad del método se cuantificó como el 
coeficiente de variación de seis mediciones 
consecutivas y presenta un valor de 4,2% lo que indica 
una adecuada precisión del método. La determinación 

de proteína mediante el protocolo planteado no depende 
del día ni del analista que lo aplique.    
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Toda serie de datos climáticos proveniente de 
estaciones de monitoreo debe pasar por una revisión o 
control de calidad antes de ser utilizada en estudios 
concretos. Por lo general los esfuerzos se orientan a 
analizar la homogeneidad de las series históricas de 
modo que cualquier conclusión basada en tales registros 
sea suficientemente representativa del comportamiento 
real del clima (Peterson et al., 1998). Algunas de las 
causas más comunes de inhomogeneidades en los 
registros climáticos son los cambios en la 
instrumentación, en el observador, en la ubicación y 
exposición de la estación de monitoreo, y en los 
procedimientos observacionales (Wang, 2008a). Estos 
cambios artificiales en las series de datos se conocen 
como puntos de quiebre o puntos de cambio; se han 
desarrollado distintos algoritmos para identificarlos, 

distinguirlos de los cambios reales y, eventualmente, 
corregirlos. Un segundo problema, también bastante 
frecuente en el control de calidad de series climáticas, 
es el referido a la cantidad de datos faltantes. En 
algunos casos el porcentaje de faltantes es tan alto que 
la serie debe ser desechada ya que no podría justificarse 
estadísticamente ningún proceso de rellenado artificial. 
En el caso de Bolivia, las series de precipitación pluvial 
y de temperatura (máxima y mínima) son provistas por 
el Servicio Nacional de Meteorología e Hidrología 
(SENAMHI) que cuenta con estaciones de monitoreo 
en distintas zonas del país. Se observa que la cantidad 
de estaciones es baja para la extensión territorial de 
Bolivia, y además, los registros presentan notorias 
discontinuidades (datos faltantes) al margen de las 
inhomogeneidades propias de cualquier serie climática. 

Si bien existen reportes previos sobre control de calidad 
en series climáticas de SENAMHI-Bolivia, se propone 
en este trabajo una metodología alternativa para el 
relleno y homogeneización de series mensuales de 
precipitación pluvial y temperatura. Se ha escogido 
como periodo de estudio 1980 a 2015 y seleccionado las 
estaciones de monitoreo SENAMHI que cumplen con 
la condición de ausentes con un porcentaje menor al 
30%. El relleno se realizó utilizando algoritmos de 
redes neuronales en los cuales cada serie es completada 
con ayuda de estaciones próximas (con las que tiene 
buena correlación) y acudiendo también, en algunos 
casos, a series de datos ajenas a la base de SENAMHI 
(fuentes externas) con las que la serie a ser completada 
tiene buena correlación. Se ha podido evidenciar que 
los métodos de redes neuronales son más eficientes que 
los métodos estadísticos convencionales para el relleno 
de este tipo de series temporales. En cuanto a la 
homogeneización de las series, existen reportes de 
comparación entre distintos algoritmos utilizados en la 
actualidad (Venema, 2012) en los que se contemplan los 
softwares más utilizados por la comunidad en la 
homogenización de series mensuales de precipitación y 
temperatura. La mayor parte de los algoritmos se basan 
en aproximaciones de homogeneización relativa, la cual 
asume que estaciones cercanas están expuestas a 
condiciones climáticas parecidas y que cualquier 
diferencia entre estaciones cercanas puede utilizarse 
para detectar inhomogeneidades. Algunos de los 
paquetes de homogenización más recientes son 
(Guijarro, 2017): Climatol 3.0 (Guijarro, 2018), 
ACMANT 3.0 (Domonkos, 2014), (Domonkos and 
Coll, 2017), MASH 3.03 (Szentimrey, 2007), 
RH-testsV4 (Wang & Feng, 2013b), USHCN v52d 
(Menne & Williams, 2005), HOMER 2.6 (Mestre, 
2013). En este trabajo se ha utilizado RHtestsV4, el cual 
consiste una paquetería en R (R Core Team, 2019) con 
la cual se puede detectar y corregir múltiples puntos de 
cambio que podrían estar presentes en series climáticas 
con errores autorregresivos de primer orden. Las series 
pueden ser de precipitación, temperatura o cualquier 
otra variable climática, y de tipo diario, mensual o anual 
(se excluye las series de precipitación diaria por no 
tener un comportamiento gaussiano, requiriendo una 
variante de RHtests que en este trabajo no fue 
necesario). RHtestsV4 se basa en el test t de máxima 
penalidad (Wang, 2007) y en el test F de máxima 
penalidad (Wang, 2008b), incluidos ambos en un 
algoritmo de testeo recursivo. Dependiendo de si la 

serie temporal a homogeneizar (serie base) cuenta o no 
con una serie de referencia (serie ya homogénea y con 
alta correlación con la serie base), se utiliza el test t o el 
test F (test t si se tiene serie de referencia y test F si no 
se tiene serie de referencia). En las secciones 
subsiguientes se explica con más detalle tanto el 
procedimiento de relleno como el de homogeneización 
aplicado a las series climáticas seleccionadas para 
Bolivia. El trabajo concluye con la presentación de las 
series mensuales de precipitación y temperatura 
completas y homogéneas, almacenadas en un 
repositorio virtual de acceso libre para toda la 
comunidad.
2. Métodos
En este estudio se ha utilizado la base de datos SISMET 
del Servicio Nacional de Meteorología e Hidrología de 
Bolivia (SENAMHI, 2020) para el periodo 1980 a 
2015. Si bien la base cuenta con información climática 
de más de 1200 estaciones, no todas cubren el rango 
requerido en el trabajo. Se seleccionaron, de inicio, 190 
estaciones para precipitación y 92 para temperatura 
máxima y mínima según el criterio de cubrir el período 
de estudio con un porcentaje de datos faltantes menor a 
30 %. Las Figs. 1 y 2 muestran la ubicación geográfica 
de las estaciones, tanto para precipitación como para 
temperatura. Se observa una mayor densidad de 
estaciones en la zona central del país en comparación 
con el noreste y el sudoeste que están poco 
monitoreados. Para fines de comparación, se han 
considerado también datos provenientes de fuentes 
externas. Una de esas fuentes proviene de la Unidad de 
Investigación Climática (Climatic Research Unity, 
CRU) de la Universidad East Anglia (Harris, I. et al., 
2014). Los datos CRU han sido generados por 
interpolación de datos disponibles de estaciones 
meteorológicas de todo el mundo, logrando una 
resolución de 0.5° latitud/longitud. Si bien esta 
resolución no es suficiente para, por ejemplo, estudios 
hidrológicos, ya permite tener una idea de la 
climatología del país y sirve de base en este trabajo para 
fines de comparación. Las Figs. 3 y 4 muestran la 
climatología de Bolivia para el período 1980 a 2015 en 
base a medias mensuales de temperatura (°C) y 
precipitación (mm/día) provistas por CRU. En el caso 
de la temperatura, es notorio el gradiente altitudinal al 
pasar de la zona oriental a las tierras altas del occidente. 
En cuanto a la precipitación, destaca la zona del 
Chapare en el trópico de Cochabamba con los valores 
más altos (vea la mancha verde intensa en la región 

central del país para la precipitación DJF en la Fig.4), 
así como la baja precipitación en el altiplano. Una 
segunda fuente de información consultada en este 
trabajo fue la plataforma PCA - Princeton Climate 
Analytics (PCA, 2019). Se trata de un servicio de 
información climática de la Universidad de Princeton 
que combina datos satelitales con observaciones en 
tierra y modelos de reanálisis para proveer series 
hidroclimatológicas con resolución espacial de 0.25° y 
resoluciones temporales diarias, mensuales y anuales. 
Para el caso de Bolivia, PCA ofrece el Monitor de 
Inundaciones y Sequías para Latinoamérica, de donde 
fueron extraídas series temporales mensuales de 
precipitación, temperatura máxima diaria, temperatura 
mínima diaria, radiación solar, escorrentía y 
evaporación, para distintas locaciones coincidentes con 
las de las estaciones climáticas del país. La Fig. 5 
muestra la serie temporal de precipitación extraída de 
dicha plataforma para la ciudad de Cochabamba.

Figura 1. Estaciones seleccionadas con datos de 
precipitación: 190 en toda Bolivia antes de la 
homogeneización

Figura 2. Estaciones seleccionadas con datos de 
temperatura: 92 en toda Bolivia antes de la 
homogeneización

Figura 3. Temperatura promedio estacional Bolivia. 
Período 1980-2015 en base a CRU TS v.4.02

Figura 4. Precipitación promedio estacional Bolivia. 
Período 1980-2015 en base a CRU TS v.4.02

Figura 5. Serie temporal de precipitación mensual en 
mm/día para la ciudad de Cochabamba según la PCA. 
Período 1980 a 2015
2 Herramientas para el control de calidad de series 
climáticas
El software utilizado para la homogeneización fue 
RHTestsV4 (Wang, 2007). Consiste en una paquetería 
escrita en lenguaje R, muy potente, de uso libre y 
multiplataforma. Detecta y ajusta múltiples puntos de 
cambio (desplazamientos) que podrían existir en una 
serie de datos que pueden tener errores autorregresivos 
de primer orden. RHtestsV4 se basa en la prueba t de 
máxima penalidad (Wang, 2007) y en la prueba F de 
máxima penalidad (Wang, 2008b), incluidas ambas en 
un algoritmo de testeo recursivo. Dependiendo de si la 
serie temporal a homogeneizar (serie base) cuenta o no 
con una serie de referencia (serie ya homogénea y con 

alta correlación con la serie base), se utiliza la prueba t 
o la prueba F (test t si se tiene serie de referencia y test 
F si no se tiene serie de referencia). En el caso sin serie 
de referencia, la prueba F de máxima penalidad permite 
que las series de tiempo tengan una tendencia lineal 
durante todo el período del registro de datos, es decir, 
sin cambio en el componente de la tendencia. Los 
resultados sin el uso de una serie de referencia son, sin 
embargo, menos confiables que en el caso con 
referencia. Por este motivo, en el presente trabajo se 
trató de utilizar series de referencia tanto como fue 
posible. 
En cuanto a las técnicas de relleno, se optó por 
implementar un algoritmo de aprendizaje profundo 
(DL o deep learning), que es un subcampo específico 
del aprendizaje automático (machine learning). 
Representa la idea de capas sucesivas de modo que la 
cantidad de capas que contribuyen a un modelo de datos 
se denomina profundidad del modelo (Chollet, F., 
2018). Las redes neuronales con múltiples capas se 
denominan Redes Neuronales Profundas (DNN por sus 
siglas en inglés). Una de las librerías de aprendizaje 
profundo disponible para el desarrollo de redes 
neuronales profundas es Keras (Keras, 2019). Esta 
librería es una API de redes neuronales de alto nivel, 
escrita en Python y desarrollada con un enfoque que 
permite su implementación rápida. En la Fig. 6 se 
observa la composición de una red neuronal profunda 
(DNN), donde x1; x2 y x3 son las características de 
entrada, seguidas de dos capas de neuronas ocultas, y 
finalmente la capa de salida z1 y z2.

Figura 6. Estructura de una red neuronal profunda 
(DNN) de 2 capas ocultas.
Cada neurona contiene una función de activación y un 
valor límite. El valor límite es el mínimo valor que una 

entrada debe tener para activar la neurona. Una función 
de activación está diseñada para el límite de salida de la 
neurona, usualmente para valores entre 0 a 1, o -1 a +1. 
Existen varios tipos de funciones de activación 
disponibles en DL (Moolayil, 2019); en este trabajo se 
han utilizado las funciones Sigmoid y ReLu con valores 
límite de 0 a 1, que se muestran en la Fig. 7. 

Figura 7. Funciones de activación. a) Sigmoid y b) 
ReLU (Moolayil, 2019) utilizadas en este trabajo.
El algoritmo DL utiliza una “función de costo” que es la 
función que se debe minimizar para obtener el mejor 
valor de cada parámetro en el modelo. Las funciones de 
costo más populares son el Error Cuadrático Medio 
(MSE) y el Error Absoluto Medio (MAE). Para reducir 
el costo se utilizan optimizadores, funciones que buscan 
el mejor valor de los parámetros. Su elección y uso 
adecuado constituye la parte más importante del 
llamado “entrenamiento” de la red neuronal. 
Básicamente una función optimizador es un algoritmo 
matemático que emplea reglas del cálculo diferencial 

(derivadas, gradientes) para encontrar óptimos en la red 
a partir de variaciones en el peso relativo de cada 
neurona. En este trabajo se utilizaron los optimizadores 
de Descenso de Gradiente Estocastico (SGD, Stochastic 
Gradient Descent) y el de Estimación de Momento 
Adaptativo (AdAM, Adaptive Moment Estimation).
1.2 Relleno y homogeneización de las series
Se siguieron los siguientes pasos:
1. Descarga de datos crudos y preprocesamiento a un 

formato estándar.
2. Filtro de series en base a datos ausentes y puntos de 

cambio (sin referencia).
3. Homogeneización 1: Se realizó la agrupación para la 

homogeneización con y sin referencia por cada 
grupo.

4. Reconstrucción de series PRCP y TMP con redes 
neuronales profundas, DNN.

5. Homogeneización 2: Se repite el paso 3 pero ahora 
sin agrupación y se realizan ajustes finales.

Estos pasos se encuentran en el diagrama de flujo de la 
Figura 8.

Figura 8. Secuencia metodológica implementada en el 
proceso de homogeneización y reconstrucción de las 
series climáticas de precipitación y temperatura
El filtro del paso 2 consistió en eliminar series con más 
de 30% de datos ausentes (sin importar su ubicación en 
la serie temporal) y eliminar series con más de 5 puntos 
de cambio. En este paso ya se usó RHTests bajo la 
modalidad “sin referencia”; por tanto, este filtro evaluó 
únicamente la consistencia interna de las series. A 
continuación, se procedió a agrupar estaciones tanto 
para PRCP como para TMP en función de su altura 
s.n.m. y su ubicación espacial. La agrupación permite 
determinar la significancia de los puntos de cambio. Se 

obtuvieron 35 regiones para precipitación y 26 para 
temperatura. La Fig. 9 muestra la regionalización para 
la precipitación. 

Figura 9. Regionalización del dominio de estudio: 35 
regiones para precipitación.
El paso 4 (reconstrucción de series mediante DNN) es el 
más novedoso del trabajo. Se utilizaron funciones de 
activación Linear y ReLU según el diagrama de flujo de 
la Figura 10. Por un lado, se acumularon las estaciones 
completas y homogéneas (las mejores estaciones de 
partida) junto con las extraídas de la PCA (3 variables: 
precipitación, evaporación y escorrentía) para conformar 
los predictores del método DNN; por el otro lado, se 
ordenaron las series incompletas identificando como 
objetivo las variables a ser reconstruidas en cada una. 

Figura 10. Diagrama de flujo para el relleno o 
reconstrucción de series de precipitación y temperatura 
mediante redes neuronales profundas (DNN). 

Abreviaciones: LAFDM: Datos de la plataforma 
Princeton Analytics para Latinoamérica, DA: Datos 
ausentes, DNN: Redes neuronales profundas, CC: 
Coeficiente de correlación, MLR: Regresión lineal 
múltiple.
Se procedió a ajustar mediante regresión lineal múltiple 
(MLR) y mediante DNN cada una de las series objetivo, 
luego se calculó el Error Cuadrático Medio (MSE) y el 
Error Absoluto Medio (MAE) en ambos casos, junto 
con los coeficientes de correlación para poder distinguir 
si el ajuste por DNN es mejor que el MLR. La ventaja 
del método DNN es que el proceso de “entrenamiento” 
de las redes permite mejorar el ajuste hasta que, 
eventualmente, supera al MLR. Como se ve en el 
diagrama de flujo, el proceso de entrenamiento se repite 
hasta que el error del DNN sea menor que el del MLR. 
La Fig. 11 muestra la estructura de la red neuronal 
profunda, DNN, que se utilizó en el trabajo. Se 
muestran las 4 capas escondidas, cada una con 27 
neuronas y sus respectivas activaciones, y los datos de 
salida de la red ya entrenada.  

Figura 11. Estructura de la red neuronal para la 
reconstrucción de PRCP: Datos de entrada, 4 capas 
escondidas de 27 neuronas c/u, y datos de salida.
Una vez rellenada la serie con el dato ajustado por DNN 
se pasa al siguiente dato ausente. El proceso se detiene, 
finalmente, cuando se ha rellenado la totalidad de datos 
ausentes en la serie. 
Como último paso (paso 5), se realiza una segunda 
corrida en RHTestsV4 para verificar que no se haya 
introducido puntos de cambio nuevos durante el 
rellenado. Las series que pasan esta última prueba de 
homogeneización son, finalmente, consideradas 
completas y homogéneas.
3. Resultados del Proceso de Relleno y 
Homogeneización 
Los resultados para cada estación fueron similares a los 

que se muestra en las figuras siguientes. La Fig. 12 
muestra el ajuste MLR para la estación Tiraque, en 
unidades normalizadas. Se destaca una parte de la serie 
para mostrar que el modelo contempla el dato de 
precipitación cero (valores negativos excluidos) como 
límite inferior. La Fig. 13 muestra la misma estación, 
pero ahora con el modelo ajustado por DNN. Si bien 
ambos modelos lucen similares, el cálculo del error 
permite distinguirlos. Para el caso mostrado, se obtuvo 
un MSE de 0.1243 en el MLR y de 0.1107 en el DNN. 
Esta mejora de alrededor de 1% a favor del DNN se 
observó en todas las series. Del mismo modo, la 
correlación del ajuste DNN (0.8717) fue superior que la 
del ajuste MLR (0.8531). 

Figura 12. Modelo MLR para la estación TP3304 
(Tiraque)-Precipitación. En negro los valores originales 
de la serie y en rojo los valores modelados.
  

Figura 13. Modelo DNN para la estación TP3304 
(Tiraque) - Precipitación. En azul los valores originales 
de la serie y en rojo los valores modelados.
Una vez obtenido un ajuste DNN superior al MLR, se 
utilizó tal modelo para rellenar los datos faltantes en 
cada una de las series. Por ejemplo, la Fig. 14 muestra el 
resultado para la estación Mizque, en mm de 
precipitación, para el rango de estudio. Para 
temperatura, máxima y mínima, el procedimiento arrojó 
resultados análogos. La Fig. 15 muestra el relleno de la 
serie de Temperatura Mínima en la estación La 
Tamborada.

Figura 14. Estación TP2045 (Mizque), precipitación, 
reconstruida a partir del modelo DNN. En rojo los datos 
rellenados.

Figura 15. Estación TP2597 (La Tamborada), 
temperatura mínima, reconstruida a partir del modelo 
DNN. En rojo los datos rellenados.
Tras el rellenado de series con DNN se obtuvieron 190 
estaciones de precipitación y 93 de temperatura, previo a 
la última homogeneización. Se muestra en la Fig. 16 la 
salida del proceso de homogeneización en RHTestsV4 
para precipitación y en la Fig. 17 para temperatura. El 
cálculo detecta los puntos de cambio (puntos donde se 
pierde la homogeneidad) en la serie. Los ejemplos de las 
Figs. 16 y 17 corresponden a series que fueron 
descartadas por tener uno o más puntos de cambio tras el 
rellenado. Una vez revisadas todas las estaciones y 
filtradas las que traían puntos de cambio, se redujo la 
serie de estaciones con datos completos y homogéneos a 
91 para precipitación y 53 para temperatura. Este es el 
resultado final del trabajo. Todas las series se encuentran 
disponibles para descarga libre en el repositorio 
https://github.com/MarkoAndrade/PMVC-UMSS. 

Figura 16. Homogeneización de la estación P4120 
(Base) con la referencia CO3874 en RHTestsV4 para 
Precipitación. La línea azul muestra una discontinuidad 
(punto de cambio).

Figura 17. Homogeneización de la estación CP2775 en 
RHTestsV4 para Temperatura Mínima. La línea azul 
muestra una discontinuidad (punto de cambio).
4. Conclusiones
El trabajo permitió desarrollar una nueva alternativa 
para el control de calidad de series climáticas, la cual 
tiene como principal novedad la inclusión de métodos 
basados en Redes Neuronales Profundas (DNN). 
Asimismo, incorporó a RHTests como una herramienta 
de homogeneización diferente a las que se habían 
utilizado en estudios previos. Ambas mejoras 
permitieron obtener series mensuales de precipitación y 
temperatura para toda Bolivia, completas y 
homogéneas, con mejores ajustes que los obtenidos con 
procedimientos tradicionales. El desarrollo acelerado de 
los métodos basados en redes neuronales y su inclusión 
en la solución de problemas climatológicos, hace pensar 
que a futuro estos métodos serán preferibles en 
comparación con los métodos estadísticos tradicionales. 
En cuanto al resultado final, no discrepa demasiado de 
reportes previos sobre la temática. Muestra que los datos 
provistos por las estaciones climatológicas del país son, 
en su mayor parte, incompletos y faltos de 
homogeneidad. Esto hace que, tras un control de calidad 
como el del presente trabajo, se tengan que desechar 
alrededor del 90% de las estaciones disponibles de 
inicio, reduciendo considerablemente la información 

climática disponible en el país. Esta situación obliga a 
buscar continuamente mejoras para el relleno y 
homogeneización de series climáticas en Bolivia.
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análisis estadístico se realizó con el software RStudio 
versión 4.0.4 empleando un nivel de significancia de 
0,05.  
Linealidad
La linealidad del método se evaluó mediante una 
regresión lineal simple entre la cantidad de nitrógeno 
orgánico y la masa de quinua molida, para lo cual se 
consideraron inicialmente 5 puntos: 0,1; 0,2; 0,3; 0,4 y 
0,5 g de quinua. Adicionalmente se determinaron el 
coeficiente de correlación de Pearson, el coeficiente de 
determinación, los intervalos de confianza al 95% de la 
ordenada y al origen y la pendiente, así como la suma de 
cuadrados de los residuales. Los valores de nitrógeno 
orgánico para cada masa de quinua fueron 
determinados por triplicado y el blanco fue el promedio 
de 5 corridas experimentales consecutivas. 
Límite de detección, límite de cuantificación y límite 
de blanco
El límite de blanco (Ec. 3), límite de detección (Ec. 4) y 
límite de cuantificación (Ec. 5) se determinaron con 
base en las ecuaciones indicadas por Armbruster & Pry 
(Armbruster, D.A., Pry, T. 2008) como se muestran a 
continuación:

En estas ecuaciones  LoB es el límite de blanco, LoD es 
el límite de detección, LoQ es el límite de 
cuantificación,  mediablancos es el promedio de los 
blancos medidos, sdblancos es la desviación estándar de 
los blancos medidos y sdm  es la desviación estándar de 
muestras con baja concentración de analito (en nuestro 
caso 0.1 g de quinua, cuyas cantidades de proteína 
corresponden a valores muy cercanos al blanco). El 
factor de multiplicación 3 para LoQ es arbitrario y fue 
definido de forma análoga a las ecuaciones presentadas 
en Miller & Miller (Miller, J.N., Miller, J.C. 2005). Para 
determinar estos parámetros se consideraron 6 réplicas 
de blancos que consistieron en agua desionizada.  
Exactitud: sesgo y ensayo de recuperación
La exactitud del método se evaluó determinando tanto 
el sesgo como realizando ensayos de recuperación 
empleando glicina como sustancia de referencia 
(Bufferck, M., Muhleiss, A. 2018). Los ensayos de 


